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REZIME 

 

Poveĺanje populacije uvodi dodatnu potrebu za resursima vode i hrane. U skladu sa 

time, poljoprivredna industrija u razvijenom delu sveta uġla je u eru ñprecizne 

poljoprivredeò sa osnovnim ciljem poveĺanja prinosa uz zaġtitu okoline. Uzevġi u obzir 

aktivne klimatske promene, razvijeni transport i brojne druge faktore, 

rasprostranjenost i ozbiljnost biljnih bolesti predstavlja veliki izazov ovoj industriji.  

Veliki broj bolesti se vizuelno manifestuje na samoj biljci joġ u ranim fazama, ġto 

omoguĺuje identifikovanje same bolesti ispitivanjem ñgolim okomò. Automatska 

detekcija bolesti biljaka na osnovu vidljivih simptoma omoguĺila bi ekonomiļno 

kontinualno praĺenje useva ġto bi za posledicu imalo rano identifikovanje bolesti uz 

pravilno tretiranje. Iz tog razloga, veliki broj radova istraģio je moguĺnost primene 

algoritama maġinskog uļenja radi klasifikacije i detekcije bolesti biljaka na osnovu 

slika listova. Veliki broj istraģivaļa, motivisan trenutnim dostignuĺima dubokih 

neuronskih mreģa u okviru ġirokog skupa problema u kompjuterskog viziji, istraģio je 

moguĺnost primene konvolucijskih neuronskih mreģa za problem klasifikacije i 

detekcije bolesti biljaka. 

Iako je veliki broj istraģivaļkih radova prikazao uspeġnost koriġĺenja dubokih 

konvolucijskih neuronskih mreģa za reġavanje ovog problema i dalje postoje velika 

ograniļenja tih pristupa kada se razvijeni klasifikacioni i detekcioni modeli koriste u 

praksi, u okviru realnih uslova. Jedan od primarnih razloga zaġto postoji veliki jaz u 

performansama predstavljenih modela jeste nedostatak javno dostupnih slika iz 

prirodnog okruģenja uz ļinjenicu da su razvijeni modeli najļeġĺe bazirani na 

generalnim arhitekturama dubokih konvolucijskih mreģa sa minimalnim promenama u 

strukturi, koji su samo pretrenirane nad slikama listova, prethodno pretprocesirane da 
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odgovaraju parametrima i samoj arhitekturi mreģe uz standardne tehnike 

augmentacije slika. 

Cilj istraģivanja doktorske disertacije predstavlja razvoj nove specijalizovane 

arhitekture za detekciju bolesti biljaka koja ĺe smanjiti razliku u performansama 

detekcionog modela uporeĽujuĺi rezultate nad slikama dobijenih u okviru 

eksperimentalnog (kontrolisanog) i u okviru prirodnog okruģenja. Iz tog razloga, 

eksperimentalno su prikazana ograniļenja dosadaġnjih literaturno dostupnih pristupa. 

Novi specijalizvoani dvo-koraļni pristup, PlantDiseaseNet, predstavljen u ovoj 

disertaciji daje potencijani odgovor na nedostatke postojeĺih reġenja prilikom 

koriġĺenja nad slikama fotografisanim u okviru prirodnog okruģenja. 

Za potrebe eksperimentalnih istraģivanja napravljena je nova baza slika listova, 

PlantDisease. Ova baza slika saļinjena je od oko 80 hiljada slika listova (zdravih i 

obolelih), grupisanih u okviru 42 klase od 12 vrsta biljaka. Slike su fotografisane u 

prirodnom okruģenju pod razliļitim uslovima, ġto daje moguĺnost ispitivanja 

ograniļenja trenutnih pristupa u praktiļnim uslovima ali i moguĺnost izrade modela 

koji ĺe uzeti u obzir odlike koje se potencijalno ne nalaze u eksperimentalnom prostoru 

podataka.  

U okviru ove disertacije, takoĽe istraģene su moguĺnosti koriġĺenja standardnih ali i 

novih pristupa u augmentaciji slika listova - koriġĺenjem GAN modela radi dobijanja 

sintetiļkih slika listova i prikazana su trenutna ograniļenja ovog pristupa ġto daje nova 

usmerenja u toku buduĺeg istraģivanja iz ove oblasti. 

Razvijeni finalni model istrenirane PlantDiseaseNet arhitekture ima top-1 taļnost od 

93.67% nad PlantDisease bazom slika. Ovako dobijeni model mogao bi se 

potencijalno koristiti u okviru informacionog sistema kao podrġka za automatsko 

detektovanje bolesti biljaka.  

 

Kljuļne reļi: konvolucijske neuronske mreģe, duboko uļenje, klasifikacija slika, 

detekcija bolesti biljaka  
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ABSTRACT 

 

Rapid growth in human population brings the extra need for water and food supplies. 

Due to that, agricultural industry entered the era of precise agriculture with the primary 

focus on increasing yield but also reducing effects on environment itself. Taking into 

account climate changes along with the fact that places are more connected than ever 

before, plant diseases spreads faster and present a great challenge to the agricultural 

industry. 

Numerous diseases show visual symptoms in early phases which provides possibility 

for ñnaked eyeò examination. Automatic plant disease detection based on visual 

features could be financially beneficial in continuous yield monitoring process which 

could raise an opportunity for early disease identification along with proper treatment 

at early phase. Base on all of that, many researchers have worked on plant disease 

detection tasks based on machine learning algorithms.  Due to the recent advances in 

deep learning methods and their state-of-the-art performances in wide range of 

computer visionôs tasks, many researchers have been motivated to use deep 

convolutional neural networks for solving plant diseases detection tasks. 

Although, many research papers proved the great success of using deep learning 

approach for solving this task, there are many constraints of the proposed methods 

when used on photos captured in real-life environment. Two main reasons are 

highlighted as potential cause of performance drop of the currently proposed models. 

One of the reason is the fact that majority of the methods from the currently available 

literature were using pre-trained models of general purpose state-of-the-art 

convolutional neural network architectures, slightly modified and fine-tuned on plant 

diseases images. Another reason is the lack of publicly available datasets of diseased 

and healthy leaves that are captured at the fields holding visual features that are not 

available on the images captured under experimental conditions, causing 

simplification of the real-world conditions.  
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The research presented in this thesis was aimed at developing a novel method based 

on deep convolutional neural networks for automated plant disease detection. 

Specialized two-phased deep neural network method, PlantDiseaseNet, introduced in 

the experimental part of thesis solves the limitations of state-of-the-art plant disease 

detection methods and provides the possibility for a practical usage of the newly 

developed model. In addition, a new dataset, PlantDisease, was introduced, holding 

more than 80 thousands images of healthy and diseased leaves captured under real-

life conditions, divided in 42 classes of 12 different plants. Along with novel detection 

method, various augmentation techniques were examined. Based on the results, GAN 

based augmentation approach on leaves images is experimentally confirmed. 

Newly developed model of PlantDiseaseNet architecture has top-1 accuracy 93.67% 

if tested on PlantDisease dataset. Proposed method could be used as a detection 

model for decision support system for automated plant disease detection. 

 

Key words: convolutional neural network, deep learning, image classification, plant 

disease detection 
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1. UVOD 

 

Aktivne klimatske promene zajedno sa savremenim trendom ģivota ljudi neprestano 

utiļu na poljoprivredu i donose nove izazove u samom procesu proizvodnje.  

Klimatske promene predstavljaju jednu od glavnih briga za poljoprivrednu zajednicu 

ġirom sveta. Veliki broj istraģivanja potvrĽuje da atmosferske i klimatske promene utiļu 

na pojavljivanje, rasprostranjenost ali i na ozbiljnost biljnih bolesti, na taj naļin ġto 

promene u klimatskim parametrima utiļu na promene faza i stope razvoja patogena, 

takoĽe utiļu i na izdrģljivost domaĺina ġto dovodi do fizioloġkih promena interakcije 

izmeĽu domaĺina i samog patogena. Kao posledica ovoga, menja se i samo 

upravljanje bolesti bolesti biljaka (eng. diseases management); menja se vreme, 

odabir i efikasnost hemijskih, fiziļkih i bioloġkih mera kontrole i njihove upotrebe u 

okvirima strategija integrisane kontrole ġtetoļina (eng. Integrated Pest Control - IPC) 

[1, 2, 3, 4, 5]. 

Danas se bolesti biljaka prenose sa lakaĺom globalno, usled poveĺanog transporta i 

celokupne povezanosti, ġto omoguĺuje da se bolesti specifiļne za pojedine oblasti 

mogu naĺi na geografskim mestima gde prethodno nisu bile identifikovane i gde 

postoji manjak lokalne ekspertize u borbi sa njima [6]. Nepravilno koriġĺenje pesticida 

moģe izazvati razvijanje dugotrajne otpornosti na patogene. 

Uz trenutno rapidno poveĺanje populacije uzajamno ide i poveĺanje potrebe za 

resursima hrane i vode. Uzroļno sa time, poljoprivreda u razvijenom delu sveta je uġla 

u doba Ăprecizne poljoprivredeñ, gde je primarni cilj poveĺanje prinosa ali i zaġtita 

okoline koriġĺenjem pravih dodataka i tretmana u odgovarajuĺe vreme specifiļno za 

svako zemljiġte i useve posebno [7]. 
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U ovom multidisciplinarnom zadatku uļestvuje veliki broj akademskih istraģivaļa ali i 

struļnjaka iz industrije koji koriġĺenjem razliļitih tehnologija, i voĽeni podacima, 

razvijaju razliļite sisteme koji imaju ulogu podrġke u procesu upravljanja ali i nadzora 

razliļitih faza ciklusa razvoja poljoprivrednih kultura [8, 9, 10]. 

Razvojem informacionih tehnologija, vrġi se velika akvizicija podataka iz kojih 

istraģivaļi pokuġavaju da tehnikama maġinskog uļenja (eng. Machine Learning skr. 

ML) izvuku relevantne zakljuļke koji bi unapredile poljoprivredne procese i omoguĺile 

optimalno koriġĺenje resurasa uz maksimalne prinose [11, 12, 13]. 

U trenutnoj situaciji gde su zastupljene brze promene uslova, kako klimatskih tako i 

geografskih, od velike je vaģnosti pravovremeno identifikovanje bolesti biljaka 

ukljuļujuĺi ranu prevenciju i ġirenje. Postoje viġe razliļitih naļina otkrivanja biljne 

patologije. Neke bolesti biljaka se ne mogu identifikovati na osnovu vizuelnih 

simptoma ili kada postaju vidljivi simpotomi, tada je i suviġe kasno da se pristupi 

samom tretiranju. U ovakvim sluļajevima, moraju se koristiti sofisticirane metode radi 

utvrĽivanja bolesti biljaka.  

MeĽutim, veliki broj bolesti ipak se vizuelno manifestuje na biljci joġ u ranim fazama, 

ġto omoguĺuje identifikovanje bolesti ispitivanjem Ăgolim okomñ. Ova tehnika je ġiroko 

upotrebljena u praksi od strane struļnjaka, biljnih patologa, koji su obuļeni da 

identifikuju vidljive karakteristiļne simptome [14]. 

Iz tog razloga, jedan od problema koji zaokupljuje istraģivaļe iz ove oblasti predstavlja 

rana automatska detekcija bolesti biljaka na osnovu vizuelnih karakteristika sa slike ili 

videa. Razvoj ovakvih sistema omoguĺio bi ranu, brzu i jednostavnu detekciju razliļitih 

bolesti, gde bi se pravilnim tretiranjem zaustavilo dalje ġirenje i smanjio gubitak.  

TakoĽe, ovakvi sistemi bi omoguĺili velikom broju poljoprivrednika ekonomiļno 

praĺenje svojih useva uz pravilno tretiranje bolesti. Na taj naļin, omoguĺilo bi se, ne 

samo poveĺanje prinosa, veĺ i zaġtita okoline. 

U cilju detekcije bolesti biljaka, istraģivaļi iz oblasti kompjuterske vizije su u svojim 

radovima koristili razliļite tehnike i pristupe u procesiranju slika uz kombinaciju 

standardnih algoritama maġinskog uļenja. Ovi pristupi najļeġĺe su se bazirali na 
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ruļnom pronalaģenju odlika na osnovu kojih bi se vrġila klasifikacija i detekcija i skoro 

uglavnom su se bazirali na malom skupu podataka ġto je za ograniļenje imalo 

nemoguĺnost lake genaralizacije takvih modela i njihovog koriġĺenja za veĺi skup 

klasa [15, 16, 17]. 

U skladu sa ļinjenicom da se u okviru poslednje decenije rapidno popularizovala 

upotreba dubokih neuronskih mreģa zbog njihovih performansi u ġirokom spektru 

problema, veliki broj istraģivanja koji se bave automatskom detekcijom bolesti biljaka 

fokusirao se na primeni algoritama dubokog uļenja, konkretno u veĺini sluļajeva 

dubokim konvolucijskim neuronskim mreģama (eng. Convolutional Neural Networks 

skr. CNN) [18]. 

U poreĽenju sa standardnim pristupima koji su istraģivaļi koristili u ovoj oblasti, nova 

istraģivanja koriġĺenjem dubokih konvolucijskih neuronskih mreģa pokazuju znaļajno 

bolje rezultate u detekciji bolesti biljaka na osnovu slike lista. Ovo je motivisalo 

istraģivaļku zajednicu da se prikupljaju podaci i generiġu znaļajno veĺe baze slika 

koje su javno dostupne za nauļne eksperimente, sa ciljem razvijana klasifikacionih i 

detekcionih modela koji bi mogli da se koriste u praktiļnoj primeni [19]. 

Iako su se dosadaġnji rezultati pokazali znaļajno performantniji u poreĽenju sa ranijim 

istraģivanjima, i dalje postoje ograniļenja trenutnih reġenja kada se uzme u obzir 

njihovo praktiļno koriġĺenje ġto ostavlja prostor za dalja istraģivanja i razvoj novih 

algoritama u ovoj oblasti. 

U okviru ove disertacije biĺe istraģena trenutna dostignuĺa u oblasti automatske 

detekcije bolesti biljaka na osnovu slike lista bazirane na algoritmima dubokog uļenja 

i predstaviĺe se novi pristupi u koriġĺenju dubokih neuronskih mreģa koji bi mogli da 

imaju praktiļnu primenu kao klasifikacioni i detekcioni modeli u okviru nekog sistema 

za detekciju bolesti na osnovu slike lista u realnom vremenu. 

Primarni doprinosi istraģivanja opisani u okviru ove disertacije su: 

¶ Detaljna analiza trenutnih dostignuĺa iz oblasti detekcije bolesti biljaka na 

osnovu slike lista ï detaljnom analizom literature, klasifikovani su trenutni 

pristupi u grupe eksperimenata koje su izvrġene nad najveĺom trenutno javno 
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dostupnom bazom slika zdravih i obolelih listova. Na osnovu rezultata 

eksperimenata izvedeni su zakljuļci vezani za trenutna ograniļenja ovih 

pristupa u njihovom praktiļnom koriġĺenju. 

¶ Analiza novih pristupa u procesu augmentacije slika listova ï kroz skup 

eksperimenata verifikovan je pristup koriĺenja GAN arhitektura dubokih 

neuronskih mreģa u svrhu kreiranja sintetiļkih slika listova. Na ovaj naļin 

potvrĽen je ovaj pristup augmentacije kao potencijalni metod u reġavanju 

manjka javno dostupnih slika listova za trening skup podataka. 

¶ Nova baza slika listova ï trenutno najveĺa javno dostupna baza slika listova, 

PlantVillage baza, saļinjena je od oko 54 hiljade slika grupisanih u 38 klasa 

(zdravih i obolelih) listova od 14 tipova biljaka. Ovu javno dostupnu bazu 

saļinjavaju samo slike iz eksperimentalnih uslova, ġto predstavlja znaļajno 

ograniļenje u razvoju modela treniranim nad tim skupom podataka. Za potrebe 

eksperimentalnih istraģivanja u okviru ove disertacije pripremljena je nova baza 

slika PlantDisease, saļinjena od slika fotografisanih u prirodnih uslovima. Ova 

baza broji oko 80 hiljada slika listova od 12 vrsta biljaka, grupisanih u 42 klase. 

Koriġĺenje ovakvog skupa podataka omoguĺilo je precizniju analizu trenutnih 

pristupa u procesu automatske detekcije bolesti biljaka na osnovu slike lista i 

determinisanju njihovih trenutnih ograniļenja u njihovom praktiļnom 

koriġĺenju. 

¶ Novi 2-fazni algoritam za detekciju ï primarni doprinos ove disertacije 

predstavlja razvoj PlantDiseaseNet, 2-faznog algoritma, baziranog na dubokim 

konvolucijskim neuronskim mreģama. Novi arhitekturalni pristup predstavlja 

specijalizovanu arhitekturu za detekciju bolesti biljaka na osnovu slike listova 

sa ciljem reġavanja ograniļenja trenutno postojeĺih pristupa u njihovom 

praktiļnom koriġĺenju. Istrenirani PlantDiseaseNet model postigao je krajnju 

top-1 taļnost od 93.67% nad slikama iz PlantDisease baze slika, fotografisanim 

u prirodnom okruģenju. 

Ostatak disertacije je struktuiran na sledeĺi naļin; drugo poglavlje definiġe problem i 

cilj istraģivanja, treĺe poglavlje ukljuļuje teorijske osnove ukljuļujuĺi terminologiju, 
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tehnike i metode koje su relevantne za eksperimentalni deo disertacije, dok ļetvrto 

poglavlje daje pregled relevantne literature sumirajuĺi trenutna istraģivanja i njihove 

rezultate. Peto poglavlje opisuje metodologiju eksperimentalnog dela ove disertacije 

detaljno prikazajuĺi sve znaļajne korake od pripreme baze podataka, procesiranja 

slika do samog treniranja, validacije i testiranja dubokih konvolucijskih neuronskih 

mreģa, ġesto poglavlje predstavlja rezultate i analizu predstavljenih eksperimenata, 

dok sedmo ujedno i poslednje poglavlje ove disertacije prikazuje zakljuļke i navodi 

dalje moguĺe pravce istraģivanja ove oblasti.
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2. PROBLEM I CILJ ISTRAĢIVANJA  

2. 1 Osnovne postavke 

Prema trenutnim podacima, do 2050. godine [20], globalna ljudska populacija dostiĺi 

ĺe deset milijardi, uzroļno sa tim drastiļno ĺe se poveĺati potreba za usevima, ļak 

dva puta viġe nego ġto je bilo poļetkom dvadeset i prvog veka [21]. 

Viġe od polovine trenutnog proġirenja poljoprivrednog zemljiġta u tropskim delovima 

dolazi od deforestacija, ġto predstavlja veliku pretnju na samo staniġte i ģivi svet. 

Ovakav trend ġirenja poljoprivrednog zemljiġta sa umerenih na tropske regione, moģe 

izazvati dalju deforestaciju pa ļak i kada  prestane aktivna ekspanzija poljoprivrednog 

zemljiġta u tim regionima [22]. 

U toku proġlog veka uloģen je veliki napor da se maksimalno iskoriste poljoprivredna 

zemljiġta (eng. Peak farmland) kroz razvijanje novih maġina i tehnologija, 

sofisticiranijih Ľubriva i pesticida, naprednijih metoda navodnjavanja. Ovaj period u 

razvoju poljoprivrede poznat je pod terminom ĂZelena Revolucijañ (eng. Green 

Revolution) [23, 24, 25]. 

Iako je era ĂZelene Revolucijeñ imala pozitivne ishode kada se uzme u obzir oļuvanje 

zemljiġta koje bi bilo pretvoreno u poljoprivredno, smanjenje krize nedostatka hrane 

za globalnu populaciju, relativno oļuvanje staniġta i divljeg ģivotinjskog sveta [26, 27] 

(u poreĽenju sa starijim pristupima u poljoprivredi), ali takoĽe imala je i negativne 

uticaje. Nesmotreno koriġĺenje velikih koliļina Ľubriva, pesticida, vode i mnogih drugih 

dodataka uzrokovale su zagaĽenje okoline i iscrpljivanje izvora vode [28]. 

Trend prekomernog koriġĺenja resursa se smanjuje. Naime u toku ĂZelene 

Revolucijeñ, sedamdesetih godina proġlog veka, hemijsko tretiranje, navodnjavanje ali 

i proġirenje obradive zemlje predstavljale su ļak 93% od ukupnog poveĺanja 

globalnog poljoprivrednog prinosa, poļetkom dvadeset i prvog veka ove metode ļine 
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svega 27%. Do preostalog, znaļajnijeg dela poveĺanja prinosa dolazi od same 

efikasnosti procesa proizvodnje [29]. 

Danas je poljoprivreda u mnogim delovima sveta uġla u eru Ăprecizne poljoprivredeñ 

(eng. precision agriculture), gde je glavni fokus poveĺanje prinosa ali i oļuvanje 

okoline tako ġto se koriste samo pravi dodaci u odgovarajuĺim koliļinama u 

odgovarajuĺe vreme, i to specifiļno za svako polje i kulturu. 

Koliļina Ľubriva koja se ne apsorbuje od strane useva, a koja iz tog razloga odlazi 

dalje u vodu i vazduh se smanjuje u proteklih par decenija [30, 31]. Koriġĺenje vode je 

znaļajno kontrolisanije, koliļina utroġene vode po toni useva je umanjena, a takodje 

u skladu sa tim i erozija tla se smanjuje u razvijenim zemljama [32]. Po istraģivanju 

navedenom u [33], iako je u globalu poveĺana poljoprivredna proizvodnja, 

poljoprivreda generiġe oko 40% manje emisije gasova po jedinici proizvodnje u 

poreĽenju sa poljoprivrednom proizvodnjom od pre pola veka. 

Uz rapidan razvoj naprednih tehnologija iz razliļitih sfera industrije i nauke, trend 

precizne poljoprivrede je u kontinualnom razvoju. Nove maġine omoguĺuju preciznije 

nanoġenje teļnog Ľubriva, i na taj naļin se ono ravnomerno rasporedjuje medju 

biljkama. Dodatno, koliļina djubriva zavisi i od varijacija sastava zemljiġta na samom 

polju [34]. 

Pored samog kontrolisanja unosa, precizna poljoprivreda koristi savremenu 

tehnologiju kako bi poveĺala gustinu sadnica. Istraģivanja iz [35] navode da se u 

prethodnih sedamdeset godina sa svega 30 hiljada sadnica po hektaru napredovalo 

do 80 hiljada sadnica po hektaru, ġto je veoma jasan pokazatelj koliko se poveĺala 

uspeġnost koriġĺenja obradivog zemljiġta. Poveĺanje gustine sadnica omoguĺeno je 

koriġĺenjem savremenih tehnologija kao ġto su na primer traktori voĽeni GPS-om, koji 

se kreĺu ravno po uskim redovima kao i sofiticiranim sadilicama koje omoguĺuju 

postavljanje individualnih semena na odreĽenim distancama [36]. 

Pored unapreĽenja maġina, tehnologije i pristupa kultivacije, poljoprivrednicima su 

dostupne velike koliļine podataka akvizirane od strane razliļitih senzora koji se koriste 

u samom procesu proizvodnje.  
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Razvojem IoT ureĽaja (eng. Internet of Things) koji se koriste u poljoprivredi radi 

kontrolisanog nadzora i upravljanja samim procesima pospeġuje se proizvodnja. Ovi 

uredjaji sakupljaju razliļite tipove podataka kao ġto su temperatura, vlaģnost, podaci 

o samim usevima i mnogi drugi, te omoguĺuju skladiġtenje velike koliļine relevantnih 

podataka [37, 38]. 

Analizom ovih podataka mogu se doneti odluke kada i gde da se zasade biljke, kolika 

gustina sadnica bi trebala da bude, kada navodnjavati i koliko je Ľubriva potrebno. 

Ove odluke su ļesto optimizovane za svako polje u zavisnosti od lokacije, 

mikroklimatskih uslova, tipa zemljiġta i sliļno [39]. Na taj naļin se znaļajno poveĺava 

sama efikasnost jer se ceo pristup individualizuje za svako obradivo zemljiġte 

posebno. Za analizu podataka, izvoĽenje zakljuļaka i upravljanje procesima u skladu 

sa time koriste se sistemi za pomoĺ donoġenju odluka (eng. Decision Support System 

skr. DSS) [40, 41], koji pomaģu da se ceo proces ubrza, ali primarna uloga je 

unapreĽivanje samog procesa. 

Ovakvi sistemi poveĺavaju efikasnost i nalaze primenu u razliļitim aspektima procesa 

poljoprivredne proizvodnje. Jedan od primera koriġĺenja ovakvih sistema je u 

optimalnom upravljanju vodom za navodnjavanje koriġĺenjem podataka o potrebama 

za navodnjavanje, stvarnih zaliha i drugih lokalnih faktora [42, 43, 44].  TakoĽe, velika 

primena ovakvih sistema nalazi se u procesu Ľubrenja gde se razvijaju modeli bazirani 

na podacima, a u svrhu donoġenja odluka o naļinu, koliļini kao i samim pristupima 

postupku Ľubrenja [45, 46, 47]. 

Zahvaljujuĺi velikoj koliļini podataka koja se danas sakuplja kroz razliļite ureĽaje u 

savremenom pristupu poljoprivredi, veliki broj sistema koristi razliļite tehnike 

maġinskog uļenja u svrhu generisanja modela koji pomaģu u procesu donoġenja 

odluka. Algoritmi maġinskog uļenja mogu doprineti u razliļitim aspektima, od 

predviĽanja prinosa, detekcije korova, detekcije vrsta useva, klasifikovanju kvaliteta 

useva i sliļno. Na ovaj naļin poljoprivrednicima se omoguĺuje primena sistema 

baziranih na veġtaļkoj inteligenciji koji im omoguĺuje proces donoġenja odluka u 

realnom vremenu [48].  
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Pored standardnih tekstualnih podataka sistemi u preciznoj poljoprivredi koriste i 

vizuelne podatke u vidu slika i frejmova video materijala. Kompjuterska vizija ima 

znaļajnu ulogu u okviru takvih sistema radi izrade odgovarajuĺeg modela. 

Sistemi koji se koriste u precizoj poljoprivredi bazirani na tehnikama kompjuterske 

vizije imaju viġestruku primenu: u detekciji bolesti zrna, detekciji napada insekata, 

otkrivanju truleģi, detekciji faze cvetanja, u fenologiji i sliļno [49]. 

Ovakvi sistemi bazirani na veġtaļkoj inteligenciji omoguĺuju brzo i precizno upravljanje 

bez troġenja ljudskih resursa u velikoj meri, ġto daje moguĺnost da se koriste u 

razliļitim uslovima gde su resursi znaļajno ograniļeni. Iz tog razloga ovakvi sistemi 

predstavljaju jedan od vaģnih pristupa u procesu precizne poljoprivrede. 

2. 2 Cilj istraģivanja  

U skladu sa rapidnim razvojem tehnologija u svrhu maksimalnog koriġĺenja resursa 

uz minimalni procenat zagaĽenja i naruġavanja prirodnog okruģenja, veliki broj radova 

usredsreĽen je na automatsku ranu detekciju bolesti biljaka. Na taj naļin omoguĺeno 

je da se usevi tretiraju na vreme uz minimalne troġkove. 

U skladu sa eksponecijalnim uspesima algoritama dubokog uļenja u oblasti 

kompjuterske vizije, znaļajan broj istraģivaļkih radova usredsredio se na oblast 

automatske klasifikacije i detekcije bolesti biljaka na osnovu slike liġĺa koriġĺenjem 

dubokih neuronskih mreģa. 

Veliki nedostak trenutnih istraģivanja u oblasti automatske detekcije bolesti biljaka 

jeste deficit javno dostupnih baza slika verifikovanih od strane struļnjaka. Veĺina 

dosadaġnjih istraģivanja poznata autoru ove disertacije koristila je jedinu veliku javno 

dostupnu bazu slika listova (zdravih i obolelih) razliļitih tipova biljaka fotografisanih u 

eksperimentalnim uslovima. U skladu sa tim, istrenirani algoritmi bez obzira na 

uspeġnost nad ovim skupom podataka i dalje pokazuju znaļajno loġije rezultate nad 

slikama iz prirodnog okruģenja. 

TakoĽe, veĺina trenutnih radova iz ove oblasti bazira se na koriġĺenju savremenih 

generalizovanih arhitektura dubokih neuronskih mreģa u svrhu izrade modela za 
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detekciju bolesti biljaka, koriġĺenjem razliļitih tehnika procesiranja i treniranja nad 

bazom slika liġĺa. 

U skladu sa tim, osnovni cilj ove disertacije predstavlja izrada arhitekture duboke 

konvolucijske neuronske mreģe sprecijalizovane za detekciju bolesti biljaka na osnovu 

slike lista. Kroz detaljnu analizu postojeĺih pristupa, definisaĺe se glavni nedostaci 

trenutnih reġenja i predstaviĺe se novi pristup kao odgovor na njih. 

Motiv autora ove disertacije je izrada modela baziranog na novoj specijalizovanoj 

arhitetkturi neuronske mreģe istreniranoj na posebno prikupljenoj bazi slika zdravih i 

obolelih listova biljaka. Ovako dobijen model bio bi uspeġan u procesu detekcije bolesti 

pomoĺu slika fotografisanih u okviru prirodnog okruģenja pod razliļitim vremenskim 

uslovima.  

Samim tim, predstavljeni model potencijalno bi mogao da predstavlja osnovu nekog 

automatskog sistema za detekciju bolesti biljaka. Ovakav sistem omoguĺio bi lako i 

jeftino kontinualno praĺenje useva i predstavljao bi pomoĺ u procesu donoġenja 

odluka kako struļnim licima tako i hobistima. 
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3. TEORIJSKE OSNOVE 

U okviru ovog poglavlja biĺe uvedeni pojmovi i tehnike koje su relevantne za predmet 

istraģivanja u okviru disertacije. 

3.1 Prepoznavanje obrazaca 

Prepoznavanje obrazaca (eng. Pattern Recognition) predstavlja istraģivaļku oblast 

koja se bavi opisom objekata i klasifikacionih metoda koje ukljuļuju kolekciju 

matematiļkih, statistiļkih, induktivnih i heuristiļkih tehnika radi izrade modela za 

izvrġavanje zadataka na raļunaru. 

Automatsko (maġinsko) prepoznavanje, opis i klasifikacija (grupisanje razliļitih 

obrazaca u okviru jedne klase) postali su vaģna tehnika za reġavanje problema u 

ġirokom opsegu inģenjerskih i nauļnih disciplina [50].  

Danas se ove tehnike uspeġno koriste u propoznavanju karaktera (eng. Character 

recognition), biometriļkom prepoznavanju (eng. Biometric recognition), 

prepoznavanju govora (eng. Speech recognition), analizi signala (eng. Sygnal 

analisys) i u mnogim drugim oblastima [51].  

3.1.1 Sistemi za automatsko prepoznavanje obrazaca 

Veliki napredak u raļunarskim tehnologijama povratilo je interesovanje istraģivaļa i 

industrije u razvijanje sistema baziranog na modelima za prepoznavanje obrazaca. 

Zahvaljujuĺi velikoj koliļini podataka (eng. Big data) i moguĺnosti njihove brze obrade 

omoguĺava se znatno brģi razvoj ove oblasti. 

Sistemi bazirani na prepoznavanju obrazaca ukljuļuju nekoliko vaģnih koraka: 

¶ Prikupljane i obrada podataka (eng. Data acquisition and preprocessing) ï 

ovaj korak obuhvata proces prikupljanja podataka koristeĺi razliļite tehnike u 
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zavisnosti od resursa i prirode problema koji se istraģuje. TakoĽe, u ovom 

koraku se radi inicijalna obrada podataka koja moģe obuhvatati razliļite tehnike 

koje su takoĽe u sprezi sa samom problematikom zadataka. Neke od tehnika 

relevantnih za predmet istraģivanja ove disertacije biĺe objaġnjene u daljim 

sekcijama. 

¶ Odabir odlika (eng. Feature extraction) ï u ovom koraku koriste se razliļite 

tehnike ruļnog i algoritamskog prikupljanja relevantnih odlika za automatski 

proces prepoznavanja obrazaca. 

¶ Trening ï predstavlja kreiranje modela za donoġenje odluka. Uļenje na osnovu 

skupa primeraka, odnosno trening skupa podataka (eng. Training set) je vaģna 

i poģeljna karakteristika sistema bazirana na prepoznavanju obrazaca, ġto je i 

glavna razlika u poreĽenju sa sistemima baziranim na ruļno odreĽenim 

pravilama na osnovu kojih se donosi odluka (eng. Handcrafted decision rules). 

¶ Mogu se izdvojiti nekoliko standardnih pristupa: 

o UporeĽivanje ġablona (eng. Template matching) ï Objekti se direktno 

uporeĽuju sa nekoliko saļuvanih primeraka ili prototipa koji reprezentuju 

skup podataka u okviru neke klase.  

Zbog velikih varijacija u podacima u okviru jedne klase, uobiļajeno 

dolazi do poteġkoĺa da se sa svega nekoliko klasnih primeraka donosi 

odluka za ġiri skup podataka sa visokom taļnoġĺu. Stoga, ova tehnika 

ne spada u najefikasnije metode prepoznavanja obrazaca [52]. 

o Geometrijska klasifikacija (eng. Geometrical classification) ï klase su 

predstavljene regionima u reprezentativnom skupu podataka koji je 

definisan jednostavnim funkcijama [53]. 

o Statistiļka klasifikacija (eng. Statistical classification) ï U svakoj taļki 

ili koordinati u reprezentativnom skupu podataka moģe se odrediti 

verovatnoĺa pripadnosti odreĽenoj klasi, ovaj metod se razlikuje od 

prethodnog ġto klase nisu definisane u zavisnosti od nekih regularnih 

oblika unutar reprezenativnog skupa podataka [54]. 
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Slika 3.1 Primer 4 objekta predstavljeni u dvodimenzionalnom prostoru odlika 

o Sintetiļko ili strukturalno poreĽenje (eng. Syntactic or structural 

matching) ï u okviru ovog pristupa, kompleksni obrasci su opisani u 

odnosu na obrasce bazirane na komponentama i njihovim vezama [55]. 

 

Slika 3.2 Koraci u automatskom sistemu za prepoznavanje obrazaca 
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o Veġtaļke neuronske mreģe (eng. Artificial neural networks) ï 

neuronske mreģe biĺe detaljno opisane u sekciji 3.4 jer predstavljaju 

osnovu svih algoritama koji ĺe biti predstavljeni u okviru ove disertacije. 

3.2 Veġtaļka inteligencija 

Veġtaļka inteligencija (eng. Artificial Intelligence skr. AI) predstavlja oblast 

raļunarstva ļiji je cilj razvijanje programa koji bi omoguĺio raļunarima ponaġanje na 

naļin koji bi se mogao smatrati inteligentnim [56].  

Iako ovaj termin u literaturi ima veliki broj definicija, najļeġĺe se mogu naĺi dva tipa 

klasifikacije veġtaļke inteligencije, po zadacima i po funkcionalnosti. 

 

Slika 3.3 Tipovi klasifikovanja veġtaļke inteligencije 

Prvi tip klasifikacije deli veġtaļku inteligenciju po zadacima koji se obavljaju [56]: 

¶ Uska veġtaļka inteligencija (eng. Narrow AI) - sistem gde je definasan fokus 

samo na odreĽene, usko definisane zadatke (na primer detekcija tablica vozila 

u saobraĺaju, glasovne komande na pametnom ureĽaju i sliļno) 

¶ Uopġtena veġtaļka inteligencija (eng. General AI) - u literaturi moģe se naĺi 

i termin ĂPrava veġtaļka inteligencijañ, predstavlja sistem ili maġinu koja ima 

potpunu moguĺnost donoġenja odluke generalno, bez fokusa na jedan ili na 

manju grupu zadataka. Nezavistan proces uļenja na osnovu prethodnih 
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iskustava, ġto predstavlja i naļin na koji ljudi takoĽe uļe. Do sada, u okviru 

ovog tipa veġtaļke inteligencije ne postoji praktiļan primer koji bi u potpunosti 

zadovoljio ove kriterijume.  

Drugi tip klasifikacije deli veġtaļku inteligenciju na osnovu funkcionalnosti [57]: 

¶ Reaktivne maġine (eng. Reactive machines) ï predstavljaju najosnovniji tip 

sistema veġtaļke inteligencije. Ova grupa sistema ne moģe da koristi prethodna 

iskustva u donoġenju trenutnih odluka, iz tog razloga oni reaguju samo u 

zavisnosti od trenutne situacije ï reaktivno. Glavna karakteristika ovih maġina 

jeste da ne spoznaju koncept okoline i ponaġaju se isto bez daljeg razvoja, bez 

obzira na vreme i mesto. Posebno su dizajnirane za izradu odreĽenog zadatka 

bez daljeg proġirenja. Ovakav tip maġine predstavlja Deep Blue, posebno 

dizajniranog raļunara za igru ġaha, viġe o tome u sledeĺoj sekciji. 

¶ Orgraniļena memorija (eng. Limited memory) ï maġine sastavljene od 

modela maġinskog uļenja koji donose odluke na osnovu prethodno 

skladiġtenih podataka. Za razliku od prethodne grupacije, ovaj tip razvija 

iskustveno znanje na osnovu prethodnih akcija. Ovakav tip maġina predstavlja 

sponu prethodno programiranih i obzervativnih podataka. Primer ovakvog tipa 

veġtaļke inteligencije moģe se pronaĺi u autonomnoj voģnji gde se oļitavaju 

podaci okoline, detektuju razliļiti obrasci i promene u eksternim faktorima i vrġe 

se promene u voģnji u skladu sa time. 

¶ Teorija uma (eng. Theory of mind) ï ovaj tip veġtaļke inteligencije predstavlja 

futuristiļku grupu maġina koje su u stanju da razumeju ljudske emocije, 

razmiġljanja i oļekivanja. Jedan od trenutnih razvoja u ovoj grupi maġina 

veġtaļke inteligencije predstavlja humanoidni bot, Sophia, razvijen od strane 

Hanson Robotics-a 2016. godine. Sophia ima moguĺnost da raspoznaje 

facijalne ekspresije i da odgovori u skladu sa time. 

¶ Samosvest (eng. Self-awareness) ï predstavlja tip veġtaļke inteligencije koji 

bi posedovao svest na nivou ljudske svesti. Ovaj tip veġtaļke inteligencije 

predstavlja krajnji cilj u razvoju ove oblasti. 
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Na slici 3.4 je prikazan uproġteni pregled oblasti veġtaļke inteligencije. 

 

Slika 3.4 Uopġteni pregled polja unutar oblasti veġtaļke inteligencije 

3.3 Maġinsko uļenje 

Maġinsko uļenje predstavlja podoblast raļunarske nauke koja je evoluirala iz oblasti 

prepoznavanja obrazaca i teorije raļunarskog uļenja (eng. Computational learning 

theory). Iz tog razloga, vrlo ļesto se moģe primetiti da se maġinsko uļenje i 

prepoznavanje obrazaca mogu posmatrati kao dve strane iste istraģivaļke oblasti [58].  

Maġinsko uļenje istraģuje izradu i koriġĺenje algoritama koji su u moguĺnosti da Ăuļeñ 

i izvrġavaju predikcije na osnovu skupa podataka. Ovakvi algoritmi funkcioniġu tako 
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ġto se izrade modeli na osnovu ulaznih primeraka iz skupa podataka kako bi se na 

osnovu tih primeraka mogla izvrġiti predikcija ili odluka (eng. Data driven learning). 

Artur Samuel (eng. Arthur Samuel) je 1959. godine definisao maġinsko uļenje kao:  

ĂPolje istraģivanja koje omoguĺuje raļunarima da uļe bez eksplicitnog programiranjañ 

[59]. 

Tom M. Miļel (eng. Tom M. Mitchell) je dao ġiru i formalniju definiciju maġinskog 

uļenja: 

ĂZa raļunarski program se kaģe da je nauļio iz iskustva E (eng. Experience) za 

odreĽene klase zadataka T (eng. Task) i metrike performansi P (eng. Performance), 

ako se performanse za zadatak T, izmerene sa P, poboljġaju sa iskustvom Eñ [60]. 

3.3.1 Kratak istorijat maġinskog uļenja 

Alen Tjuring (eng. Alan Turing), Engleski matematiļar i jedan od pionira veġtaļke 

inteligencije 1940-ih i i 1950-ih, kreirao je ĂTjuringov Testñ radi odreĽivanja da li 

raļunar poseduje pravu inteligenciju [61]. 

Da bi proġao test, raļunar mora biti u moguĺnosti da Ăprevariñ ļoveka da raļunar nije 

raļunar, veĺ ļovek. Na osnovu ovog testa, raļunar bi se smatrao da poseduje 

veġtaļku inteligenciju u koliko je u moguĺnosti da mimikuje ljudske odgovore pod 

odreĽenim uslovima. 

U osnovi Tjuringovog testa nalaze se tri glavne uloge, prve dve su upravljane od strane 

ļoveka dok je treĺa rukovoĽena od strane raļunara. Svaka uloga je fiziļki odvojena 

od druge dve. Jedna osoba ima ulogu ispitivaļa dok druga osoba i raļunar uļestvuju 

u testu tako ġto odgovaraju na pitanja. Ispitivaļ ispituje i raļunar i ļoveka koristeĺi 

predodreĽeni format koji se sastojao od predefinisanih oblasti i konteksta. Ispitivanje 

je bilo u ograniļenom vremenskom periodu. Nakon isteka vremena, ispitivaļ je 

pokuġavao da odredi koji odgovori su od strane ļoveka a koji od strane raļunara. Test 

se ponavljao viġe puta, ukoliko je ispitivaļ taļno odluļio u polovini sluļajeva ili manje, 

raļunar se smatrao da poseduje veġtaļku inteligenciju. 
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Artur Samjuel (eng. Arthur Samuel) je 1952. godine napisao prvi program baziran na 

raļunarskom uļenju. Program je bila igra Dama (eng. checkers) vrsta kombinatorne 

igre namenjena za dva igraļa na 10x10 tabli crno-belih polja, gde se raļunar 

poboljġavao vremenom kako se igra viġe igrala, prouļavajuĺi poteze koji su 

predstavljali pobedniļku strategiju i uvrġtavajuĺi te poteze u sledeĺim igrama [62].  

Zbog ograniļenosti raļunarske memorije, Samjuel je koristio alfa-beta pretragu (eng. 

alpaha-beta pruning) [63], algoritam koji se bazira na smanjenju broja ļvorova koji su 

predstavljeni od strane minimax algoritma u stablu pretrage [64]. Ovaj algoritam 

odstranjuje grane stabala koje ne vrġe uticaj na konaļni ishod. Samjuelov dizajn 

algoritma u igri Dama koristio je funkciju vrednovanja (eng. scoring function) koja 

koristi pozicije na samoj tabli, gde je funkcija vrednovanja pokuġavala da odredi 

trenutne ġanse za pobedu oba igraļa. 

Frenk Rozenblat (eng. Frank Rosenblatt) dizajnirao je prvu veġtaļku neuronsku mreģu 

1958. godine, perceptron [65]. 

 

Slika 3.5 Prikaz perceptron modela 

Perceptron je inicijalno planiran kao maġina, a ne program. Softver je originalno 

dizajniran za IBM 704, ali je kasnije instaliran na posebno dizajniranoj maġini zvanoj 

Mark I perceptron, koja je izgraĽena u cilju prepoznavanja slika (prepoznavanje 

obrazaca i oblika taļnije). Na ovaj naļin softver kao i sam algoritam je bio prenosiv i 

dostupan za koriġĺenje na drugim maġinama. Opisan kao prvi uspeġan neuro-raļunar, 
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Mark I perceptron nije ispunio oļekivanja, imao je problema u prepoznavanju velikog 

broja vizuelnih obrazaca (kao ġto su na primer lica). 

TakoĽe, jedna od ranijih upotreba neuronskih mreģa, samo godinu dana kasnije od 

upotrebe perceptrona, 1959. godine, gde su Bernard Vidrov (eng. Bernard Widrow) i 

Marġan Hof (eng. Marcian Hoff) kreirali dva modela neuronskih mreģa na 

Stendfordskom Univerzitetu. Prvi model se nazivao ADELINE (eng. Adaptive Linear 

Neuron ili kasnije eng. Adaptive Linear Element) koji je detektovao binarne obrasce, 

na primer u toku bitova (eng. stream of bytes) mogla se izvrġiti predikcija sledeĺeg bita 

u nizu. Sledeĺa generacija nazvana je MADELINE (eng. Many ADELINE) i mogla je 

da eleminiġe eho sa telefonske linije, ġto je dalo i prvu pravu primenu u praksi, koja se 

u odreĽenom obliku i danas koristi [66]. 

Godine 1967. algoritam najbliģih suseda je predstavljen u radu [67], ġto takoĽe 

oznaļava poļetak osnove prepoznavanja i klasifikaciju obrazaca. Algoritam se koristio 

za mapiranje ruta i jedan je od ranijih algoritama koriġĺenih za pronalaģenje 

najefikasnijih reġenja problema trgovaļkog putnika (eng. The traveling salespersonôs 

problem). 

Tokom 1960-ih godina otkriĺe koriġĺenja viġe slojeva otvorilo je nove puteve u 

istraģivanju neuronskih mreģa. Pokazano je da koriġĺenje dva ili viġe slojeva 

perceptrona omoguĺuje viġe perceptivne moĺi nego koriġĺenjem samo jednog 

perceptrona. Prvi sloj se naziva ulazni, a poslednji izlazni, dok se slojevi izmeĽu 

nazivaju skriveni slojevi. Razliļite verzije neuronskih mreģa su kasnije kreirane posle 

otkrivanja slojeva u mreģi perceptrona. Koriġĺenje viġeslojnog pristupa dovelo je do 

neuronskih mreģa sa propagacijom unapred (eng. Feedforward neural networks) i 

algoritma propagacije unazad (eng. Backpropagation algorithm). 

Algoritam propagacije unazad razvijen je 1970-ih godina, ġto je omoguĺilo 

podeġavanje skrivenih slojeva neurona da se adaptira na nove situacije tako ġto se 

procesuirala greġka na izlazu i distribuirala unazad kroz slojeve mreģe radi procesa 

uļenja. Ovaj algoritam predstavlja osnovu savremenih neuronskih mreģa, viġe o 

samom algoritmu biĺe prikazano unutar sekcije 3.4. 
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Tokom kasnih 1970-ih i ranih 1980-ih godina, istraģivanje u okviru veġtaļke 

inteligencije se fokusiralo na logiļke, pristupe baziranim na znanjima viġe nego na 

pristupe bazirane na algoritmima.  

Ļuveni Lajthilov izveġtaj Britanskom parlamentu [68] izneo je pesimistiļke prognoze 

upotrebe neuronskih mreģa i veġtaļke inteligencije u kome su se navodila dotadaġnja 

istraģivanja u ovoj oblasti navodeĺi nemoguĺnosti ispunjenja grandioznih obeĺanja. 

Na osnovu toga, istraģivanja iz oblasti neuronskih mreģa bila su odbaļena u tom 

periodu i sva finansiranja ovakvih istraģivanja bila su skoro potpuno ukinuta. Ovaj 

period poznat je kao i ĂZima Veġtaļke Inteligencijeñ (eng. AI Winter). U toku ovog 

perioda doġlo je do raskola izmeĽu veġtaļke inteligencije i maġinskog uļenja, od tada 

termin maġinskog uļenja odnosi se na istrenirani program upotrebljiv od strane 

veġtaļke inteligencije. 

ñBoostingò algoritmi predstavljali su znaļajnu taļku u razvoju oblasti maġinskog 

uļenja. Njihova znaļajna uloga leģi u redukovanju biasa (eng. Bias) u toku 

nadgledanog uļenja (jedan od tipova maġinskog uļenja objaġnjen u sledeĺoj sekciji) 

i ukljuļuje algoritme maġinskog uļenja koji transformiġu slabo u jako uļenje. Koncept 

boosting-a predstavljen je u radu [69]  iz 1990. godine Roberta Ġapirea (eng. Robert 

Schapire). Ġapire je izneo ļinjenicu da skup algoritama slabog uļenja mogu da 

kreiraju jedistveni algoritam jakog uļenja, gde su pod algoritmima slabog uļenja 

smatrani klasifikatori koji su maloj korelaciji sa taļnom klasifikacijom (ali i dalje bolji od 

nasumiļnog pogaĽanja), a pod algoritmima jakog uļenja smatrani su oni klasifikatori 

koji su u jakoj korelaciji sa taļnom klasifikacijom. 

Godine 1997. IBM-ov raļunar Deep Blue, specijalizovan raļunar za igru ġaha, pobedio 

je svetskog ġampiona [70].  

Naredne godine, 1998.,  istraģivanje iz AT&T Bell Laboratorije vezano za 

prepoznavanje cifara pomoĺu algoritma propagacije unazad omoguĺilo je izradu 

modela za detekciju ruļno pisanih poġtanskih brojeva [71] koriġĺen u Ameriļkoj poġti 

(eng. US Postal Service).  

Poļetkom 2000-ih godina razvojem performantnijeg hardvera, veliki broj poslovnih 

procesa koristio je algoritme maġinskog uļenja.  
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Razvoj novih algoritama maġinskog uļenja ali i novih algoritama dubokih neuronskih 

mreģa sa izvanrednim performansama u mnogim poljima omoguĺio je njihovu 

praktiļnu primenu u razliļitim oblastima industrije.  

3.3.2 Tipovi maġinskog uļenja 

Tipovi zadataka maġinskog uļenja mogu se podeliti u tri uopġtene kategorije u 

zavisnosti od prirode uļenja ñsignalaò, odnosno ñpovratne vrednostiò dostupne 

uļenom sistemu: 

¶ Nadgledano uļenje (eng. Supervised Learning) 

¶ Nenadgledano uļenje (eng. Unsupervised Learning) 

¶ Pojaļano uļenje (eng. Reinforcement Learning) 

U okviru grupe nadgledanog uļenja, algoritmu je predstavljen skup ulaznih i izlaznih 

podataka sa ciljem razvoja funkcije mapiranja koja bi dovoljno dobro mogla da izvrġi 

predikciju izlaznih vrednosti na osnovu ulaznih podataka. 

U tipove nadgledanog uļenja spadaju problemi: 

¶ Klasifikacije (eng. Classification): izlazne promenljive predstavljene u obliku 

kategorije 

¶ Regresije (eng. Regression): izlazne promenljive predstavljene su realnim 

vrednostima 

U nenadlgedanom uļenju, algoritmu nisu dostavljene izlazne vrednosti, pri tome 

ostavljajuĺi samom algoritmu da pronaĽe strukturu ulaznih podataka. 

U tipove nenadgledanog uļenja spadaju problemi: 

¶ Klasterizacije (eng. Clustering): potreba da se pronaĽu grupe unutar 

podataka.  

¶ Asocijacije (eng. Association analysis): potreba da se pronaĽu pravila koja 

opisuju odreĽene delove unutar skupa podataka 
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¶ Redukcija dimenzionalnosti (eng. Dimensionality reduction): potreba da se 

pojednostavi ulaz tako ġto se mapira na prostor podataka manjih dimenzija 

U problemima pojaļanog uļenja, algoritam (agent) vrġi interakciju sa dinamiļkom 

okolinom unutar koje mora da izvrġi odreĽeni zadatak, bez da se eksplicitno navodi 

algoritmu da li je blizu cilja ili ne. U ovakvom tipu uļenja, agent se nagraĽuje ukoliko 

se ponaġa taļno i penalizuje ukoliko napravi greġku. Agent uļi bez ljudske intervencije 

tako ġto se maksimizuje nagrada a minimizuje kazna. To je tip dinamiļkog 

programiranja gde se algoritam trenira u sistemu nagrade i kazne. 

Na slici 3.6 prikazana je uopġtena kategorizacija osnovnih algoritama maġinskog 

uļenja. 

 

Slika 3.6 Tipovi algoritama maġinskog uļenja 
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3.4 Neuronske mreģe 

Algortmi dubokih neuronskih mreģa koriġĺeni u okviru eksperimentalnog dela ove 

disertacije iako se znaļajno razlikuju od klasiļnih neuronskih mreģa, koriste osnovne 

principe i pristupe koji potiļu od standardnih, tradicionalnih neuronskih mreģa.  

U okviru ove sekcije prikazaĺe se osnovne gradivne jedinice jedne neuronske mreģe 

kao i njen uopġteni princip rada. 

3.4.1 Perceptron 

Neuron predstavlja osnovnu gradivnu jedinicu neuronskih mreģa. Prvi matematiļki 

model neurona predstavili su Mekalok (eng. McCulloch) i Pits (eng. Pitts) po uzoru na 

bioloġki neuron [72], slika 3.7. 

a) 

b) 

Slika 3.7 Neuron a) bioloġki neuron i b) Model neurona kod veġtaļkih neuronskih 

mreģa 
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Neuron predstavlja jedinicu za izraļunavanje koja na osnovu ulaznih vrednosti x i 

teģinskih faktora (obiļno nasumiļno inicijalizovani, koji se menjaju posle svake 

iteracije algoritma) w (eng. weights) uz konstantan ļlan, odnosno prag b (eng. bias) 

daje izlaz y: 

 (3.1) 

gde funkcija f predstavlja aktivacionu funkciju (eng. activation function). Uloga 

aktivacione funkcije dolazi iz prirode rada samog bioloġkog neurona, gde se sam 

signal neurona propagira ka sledeĺim neuronima, ako i samo ako, je sam ulaz tog 

neurona dovoljno snaģan.  

Praktiļno aktivaciona funkcija definiġe izlaz neurona u zavisnosti od njegovog ulaza. 

U okviru inicijalnog rada gde je predstavljen Mekalok-Pits model, koristila se 

sigmoidna aktivaciona funkcija: 

 (3.2) 

Pored sigmoidne funkcije, danas se koriste i druge diferencijabilne funkcije, slika 3.8 
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Slika 3.8 Aktivacione funkcije: a) linearna, b) koraļna, c) rampa, d) sigmoidna, e) 

hiperboliļna tangentna i f) Gausova funkcija 

Ovakav predstavljen model u literaturi se naziva i perceptron. Za viġeklasne probleme 

potrebno je koristiti viġe perceptrona, jedan za svaku klasu. Izlaz svakog perceptrona 

predstavlja verovatnoĺu pripadnosti te klase, za kranji izlaz uzima se klasa sa 

najveĺom verovatnoĺom, prikaz ovakve neuronske mreģe nalazi se na slici 3.9. 
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Slika 3.9 Jednoslojna neuronska mreģa 

3.4.2  Viġeslojni perceptron 

Neuronska mreģa se karakteriġe kao viġeslojni perceptron (eng. Multilayer perceptron) 

u koliko se u okviru neuronske mreģe nalaze dodatni slojevi neurona (perceptrona) 

izmeĽu ulaznog i izlaznog sloja, tzv. skriveni slojevi. 

 

Slika 3.10 Viġeslojni perceptron 
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Dodavanjem slojeva neuronskoj mreģi, pronalaģenje odgovrajuĺe kombinacije teģina 

za funkciju neuronske mreģe postaje znatno kompleksnije.  

Treniranje ovakve neuronske mreģe odraĽuje se u nekoliko vaģnih koraka.  

Prvi korak predstavlja prelaz unapred (eng. forward pass). Inicijalno ovom koraku 

prethodi nasumiļno inicijalizovanje teģina.  Prelaz unapred podrazumeva prolaz 

ulaznog signala (vektor ulaznih podataka) kroz sve slojeve neuronske mreģe i 

raļunanje izlaza modela.  

Podaci se kreĺu u jednom smeru, svaki neuron u svakom sloju viġeslojnog 

perceptrona raļuna svoj izlaz zasnovan na sumi svojih teģinskih parametara u skladu 

sa svojom aktivacionom funkcijom.  

Sledeĺi korak podrazumeva raļunanje greġke, odnosno koliko se dobijeni izlaz 

neuronske mreģe sa ovakvim vrednostima teģinskih parametara razlikuje od ģeljenje 

izlazne vrednosti. U ovu svrhu koriste se razliļiti tipovi funkcija greġke. 

Samim tim, proces obuļavanja mreģe se zasniva na podeġavanju teģina koriġĺenjem 

procedure porpagacije greġke unazad (eng. Backpropagation alghorithm). U ovom 

koraku greġka se sekvencijalno propagira unazad, poļevġi od izlaznog sloja do prvog 

skrivenog sloja neuronske mreģe. Za svaku vezu aģuriraju se vrednosti teģinskih 

parametara proporcionalno sa greġkom.  

Kada se ovi koraci izvrġe za svaki ulaz iz skupa podataka za treniranje obavlja se 

jedna epoha treninga. Obuļavanje traje do unapred odreĽenog broja epoha ili do 

trenutka kada greġka dostigne prihvatljivu granicu. 

3.5 Duboko uļenje 

Pod terminom dubokog uļenja, podgrupa maġinskog uļenja, podrazumevaju se 

metode bazirane na veġtaļkim neuronskim mreģama.  

Veġtaļke neuronske mreģe mogu se grupisati po metodama uļenja: 

¶ nadgledano,  
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¶ polu-nadgledano i  

¶ ne-nadlegadano uļenje.  

TakoĽe, mogu se razgraniļiti i po arhitekturi na: 

¶ Neuronske mreģe bez povratnog prenosa (eng. feedforward)- Autoenkoderi, 

Ograniļene Bolcmanove maġine i sliļno,  

¶ Konvolucijske neuronske mreģe 

¶ Rekurentne neurnske mreģe ï LSTM (eng. Long Short-Term Memory), GRU 

(eng. Gated Recurrent Unit) i sl., 

¶ Rekurzivne neuronske mreģe ï Rekurzivni autoenkoderi, Neuronske tenzor 

mreģe (eng. Neural Tensor Networks) 

U literaturi, pored ovih gore navedenih podela po arhitekturi i tipu uļenja, metode 

dubokog uļenja se mogu klasifikovati po razliļitim kriterijumima. 

U okviru ove disertacije, glavni arhitekturalni pristup koji se koristi za detekciju bolesti 

biljaka na osnovu slike lista bazira se na konvolucijskim neuronskim mreģama, pa ĺe 

se u okviru daljih sekcija ovog poglavlja detaljnije prikazati glavne odlike konvolucijskih 

neuronskih mreģa kao i njihove arhitekture specijalizovane za reġavanje razliļitih 

zadataka. 

3.5.1 Konvolucijske neuronske mreģe 

Konvolucijske neuronske mreģe predstavljaju najpopularniju arhitekturu dubokih 

neuronskih mreģa. U poslednjoj deceniji zauzele su primarnu ulogu u reġavanju 

brojnih industrijskih problema iz oblasti kompjuterske vizije i obrade govora, ali i u 

drugim oblastima maġinskog uļenja ovaj tip mreģe predstavlja jednu od uspeġnijih 

tehnika.  

Vaģno je napomenuti da ĺe u ovom poglavlju opis i primena konvolucijskih neuronskih 

mreģa biti fokusirana na RGB slikama, ali sama arhitektura, princip rada, tehnike 
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treniranja i finog podeġavanja vrlo su sliļne i za druge tipove podataka, 

jednodimenzionalne ili viġedimenzionalne. 

Struktura standardne konvolucijske neuronske mreģe saļinjena je od nekoliko vaģnih 

gradivnih blokova koji predstavljaju slojeve ove mreģe. Broj slojeva i kombinacija 

gradivnih blokova varira u zavisnosti od arhitekture, na slici 3.11 predstavljena je jedna 

standardna konvolucijska neuronska mreģa saļinjena od konvolucijskih slojeva (Conv 

slojevi), slojeva saģimanja (Pool slojevi), potpuno povezanih slojeva (FC slojevi) i 

klasifikacionog sloja (Softmax sloj). 

 

Slika 3.11 Standardni slojevi konvolucijske neuronske mreģe 

3.5.2.1 Konvolucijski sloj 

Konvolucija predstavlja osnovnu operaciju obuļavanja neurona mreģe kroz postupak 

primene filtera na sliku (ulazni podatak). Ovaj postupak predstavlja osnovni gradivni 

element svake arhitekture konvolucijske neuronske mreģe.  

Konvolucijski filteri (u literaturi poznati joġ kao i konvolucijski kerneli) saļinjeni su od 

dvodimenzionalnih matrica realnih vrednosti, manjih dimenzija u poreĽenju sa 

dimenzijama ulaznih podataka (ulazne slike) koje se koriste za obuku neuronske 

mreģe. Elementi ovih matrica predstavljaju parametre za obuļavanje konvolucijske 

neuronske mreģe. 

U fazi procesa prolaza unapred (eng. Forward pass), filteri rade konvoluciju sa 

trenutnim ulaznim podatkom (slikom) i raļunaju skalarni proizvod preko cele duģine i 

ġirine datog filtera. Poġto su dimenzije filtera manje od ulaznih dimenzija, pomeranjem 

filtera dobija se vrednost za svaki deo slike. Filter se pomera desno poļevġi od gornjeg 
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levog ugla slike sve do kranje desne ivice slike, zatim se filter pomera prema dole, i 

ovaj postupak se ponavlja duģ celog ulaznog sloja (slike). Slika 3.12 predstavlja 

konvoluciju ulaznog sloja slike i filtera. 

 

Slika 3.12 Konvolucija filtera (kernela K) i ulaznog sloja I 

Rezultat ovakve konvolucijske operacije je izlazna mapa odlika (eng. Feature map) 

koju je filter pronaġao. Vaģno je napomenuti da se na ulaznom sloju primenjuje viġe 

ovakvih konvolucija sa razliļitim fiterima ġto prouzrokuje dobijanje veĺeg broja 

jedinstvenih mapa odlika. Spajanjem ovih mapa odlika dobija se izlazni, rezultujuĺi sloj 

konvolucijskog bloka, slika 3.13 [73]. 

 

Slika 3.13 Mape odlika kao rezltat konvolucijskog sloja 














































































































































