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Uvod 

)ah aljujući og o o  p otoku podataka p eko hipe -tekst transfer protokola tokom 

poslednjih godina na web se e i a se ko sta t o ge e išu velike količi e podataka o 

ko išće ju web sajtova. Ovi podaci se ajčešće nalaze u formi tekstualnih web server log 

datoteka, i sad že i fo a ije o to e koje st a i e od eđe og e  sajta su korisnici 

posetili u kom trenutku (Facca & Lanzi, 2005; Berendt, Hollink, Luczak-Rösch, Möller & 

Vallet, 2011). Metode koje pripadaju popularnoj ist aži ačkoj oblasti „otkrivanje znanja 

u bazama podataka“ primenjuju se i u cilju otkrivanja „prethodno nepoznatih, 

potencijalno korisnih paterna  u ovim ogromnim repozitorijumima podataka o 

ko išće ju e  sajto a (Facca & Lanzi, 2005; Wu & Kumar, 2009).  

A alitički deo p o esa otk i a ja z a ja u aza a podataka az ije  je u pose u 

ist aži ačku o last pod azi o  „rudarenje podataka“ („data mining“). Jedna od 

najpopularnijih data mining metoda je otkrivanje asocijativnih pravila u podacima 

(Fayyad, Piatetsky-Shapiro, Smyth & Uthurusamy, 1996; Hand, Mannila & Smyth, 2001; 

Wu & Kumar, 2009). Primena metoda iz data mining oblasti radi analize podataka koji 

postoje na World Wide Web eži tokom poslednjih godina razvila se u posebnu oblast 

ist aži a ja az a u „web mining“ (Berendt, 2004; Etzioni, 1996; Singh & Singh, 2010). 

Primena asocijativnih pravila u cilju otkrivanja z a ja o ko išće ju e  sajto a je jedna 

od popularnih metoda koja pripada web mining ist aži ačkoj oblasti (Liu, 2007; 

Srivastava, Cooley, Deshpande & Tan, 2000).  

Znanje sad ža o u formi otkrivenih asocijativnih pravila o ko išće ju e  sajto a ože 

se koristiti u ilju u ap eđe ja dizajna web sajtova, po eća ja jiho e poseće osti i 
isko išće osti. Vlasnicima web sajtova vezanih za elektronsko poslovanje primena ovog 

znanja ože po ećati p ofit, dok ko is i i a olakša a i u za a ko išće je web sajtova. 

Pored toga, otkrivena asocijativna pravila koriste se u raznim sistemima za preporuku 

e  st a i a, kao i u siste i a za po eća je pe fo a si e  se e a keši a je  e  

stranica (Berendt, 2004; Chakrabarti, 2000; Liu, 2007; Srivastava, Cooley, Deshpande & 

Tan, 2000). 

Algoritmi za otkrivanje asocijativnih pravila prvobitno su razvijeni za otkrivanje znanja u 

podacima iz takozvanih transakcionih baza podataka. Ovakve baze podataka 
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ka akte istič e su za podatke o p oiz odi a kuplje i  u supe -marketima, gde svaka 

t a sak ija p edsta lja skup a tikala u datoj pot ošačkoj ko pi. Proces otkrivanja 

asocijativnih pravila pod azu e a p o alaže je korelacija u podacima, u kojima 

prisustvo jednog skupa atributa u od eđe oj t a sak iji i pli i a prisustvo drugog skupa 

atributa u istoj transakciji, sa od eđe i  stepe o  sigu osti (Agrawal,  Imielinski & 

Swami, 1993; Agrawal, Mannila, Srikant & Toivonen, 1995).  

U domenu primene asocijativnih pravila na podatke o ko išće ju e  sajto a, pod 

transakcijom se ajčešće podrazumeva web sesija, dok se atributi odnose na prisustvo 

pojedinih web objekta u web sesiji (Srivastava et al., 2000; Liu, 2007). Pri tome se pod 

e  sesijo  pod azu e a skup e  o jekata koje je od eđe i ko is ik posetio u toku 

jed og p et aži a ja e  sajta. Asocijativna pravila tada podrazumevaju implikacije koje 

imaju formu „Postojanje jednog skupa web objekata implicira postojanje drugog skupa 

web objekata u istoj web sesiji“. 

Jeda  od os o ih p o le a koji egati o utiče a upot e lji ost aso ijati ih p a ila 

u az i  do e i a p i e e je te de ija postojećih algoritama za otkrivanje 

aso ijati ih p a ila da ge e išu p e eliki oj p a ila u koji a se a alitiča i podataka 

teško s alaze pri odabiru stvarno korisnih pravila (Tan, Kumar & Srivastava, 2004; Wu & 

Kumar, 2009; Zaki, 2004). Kako bi se umanjio ovaj problem, u lite atu i je p edlože  
eliki oj ate atičkih fu k ija koje se ogu ko istiti kao e e i te esa t osti 

aso ijati ih p a ila. M ogo oj a ist aži a ja p edlažu i a alizi aju primenu 

raznovrsnih mera interesantnosti asocijativnih pravila, ukazujući pri tome da nijedna od 

p edlože ih mera ne daje apsolutno kvalitetne rezultate (Carvalho, Freitas & Ebecken, 

2005; Geng & Hamilton, 2006; Hilderman & Hamilton, 2013).  

U slučaju aso ijati ih p a ila o ko išće ju e  sajto a, problem generisanja prevelikog 

broja asocijativnih pravila je dodatno pogo ša  usled s až e ko ela ije iz eđu azličitih 
web stranica, koja je ajčešće posledi a hipe li k st uktu e e  sajtova. Ge e iše se 

preveliki broj asocijativnih pravila sa visokim vrednostima standardnih mera 

inte esa t osti, koja su zap a o očeki a a za a alitiča e podataka i e  ekspe te. Tak a 
pravila egati o utiču a k alitet z a ja sad ža  u skupu otk i e ih aso ijati ih p a ila 

o ko išće ju e  sajto a, s a jujući jego u upot e lji ost (Cercone & An, 2002; 

Di it ije ić & Boš jak, ; Facca & Lanzi, 2005; Sahar, 2010).   
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Shodno gore navedenom, opšti ilj ovog ist aži a ja je razvoj teorijskog okvira i 

u apređe je etoda za pro alaže je i red o a je aso ijati ih pra ila u web server log 

podacima (C1). U okviru opšteg cilja definisani su potciljevi:  

C1.1: Upored a a aliza pri e e različitih era i teresa t osti pra ila kroz aspekt 
njihove upotrebljivosti za analizu web server log podataka.  

C1.2: Formulisanje smernica pri odabiru mera interesantnosti asocijativnih pravila. 

Kao ispunjenje ovako definisanih ciljeva, očeki a i teo etski dop i os ovog ist aži a ja 

je az oj etoda koji a se po eća a k alitet otk i e og z a ja, k oz po eća je st a e 

interesantnosti i korisnosti otkrivenih asocijativnih pravila u web server log podacima. 

Fokus ist aži a ja je a eli i isa ju neinteresantnih asocijativnih pravila o ko išće ju 

web sajtova, kao i na analizi azličitih ate atičkih mera interesantnosti i formulisanju 

s e i a p i jiho i  oda i u, tako da o e što kvalitetnije rangiraju otkrivena 

asocijativna pravila. Na o aj ači  po eća a se upot e lji ost skupa otk i e ih 

asocijativnih pravila o ko išće ju e  sajto a od st a e a alitiča a podataka.  

P aktič i ilj o og ist aži a ja je razvoj softverskog sistema za analizu web log podataka 

sa oguć ošću oda ira postojećih i ge erisa ja o ih mera interesantnosti asocijativnih 

pravila (C2). U ok i u p aktič og ilja defi isa i su pot ilje i: 

C2.1: Analiza funkcionalnosti odredjenog softverskog sistema za data mining i predlog 

jego og prošire ja 

C2.2: Prošire je fu k io al osti postojećeg soft erskog siste a u ilju po oljša ja 
kvaliteta otkrivenog znanja 

Očekuje se da p edlože i soft e ski sistem za analizu web log podataka sad ži p oši e u 
funkcionalnost, kojo  se po eća a upotrebljivost skupa otkrivenih asocijativnih pravila 

o ko išće ju e  sajto a. Ovaj softverski sistem treba da i ple e ti a oguć ost 

eliminacije neinteresantnih asocijativnih pravila, kao i ugradnju novih mera 

interesantnosti, kojima se po eća a k alitet a gi a ja otk i e ih asocijativnih pravila.  
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Ova doktorska disertacija je organizovana u sedam poglavlja. U prvom poglavlju date su 

definicije asocijativnih pravila, kao jedne od data mining metoda i opisana je njihova 

uloga u procesu otkrivanja znanja. Date su opšte defi i ije os o ih poj o a i 

algoritama vezanih za proces otkrivanja asocijativnih pravila. Takođe je dat kratak 

pregled raznovrsnih domena u kojima se primenjuje znanje dobijeno otkrivanjem 

asocijativnih pravila. 

Drugo poglavlje daje opšti pregled etoda ko išće ih u e  i i g ist aži ačkoj o lasti. 

Poseban fokus je na metodama vezanim za otkrivanje znanja u web log podacima. 

Opisa a je st uktu a podataka sad ža ih u e  log datoteka a, kao i etode za 
pretprocesiranje ovih podataka, kojima se oni pripremaju za primenu data mining 

algoritama. Data je definicija asocijativnih pravila primenjenih u web mining-u, sa 

osvrtom a spe ifič e p o le e p i e e aso ijati ih p a ila u o o  do e u. 

Uporedna analiza algoritama za otk i a je aso ijati ih p a ila data je u t eće  

poglavlju. Dat je p egled ajz ačaj ijih algo ita a za otk i a je aso ijati ih p a ila. 

Potom se analizira uticaj izbora parametara ovih algoritama na kvalitet otkrivenog 

z a ja, p i če u je dat pregled metoda za evaluaciju kvaliteta otkrivenih asocijativnih 

pravila.  

Čet to pogla lje se detalj ije a i e a a i te esa t osti aso ijati ih p a ila i 
njihovim uticajem na kvalitet otkrivenog znanja o ko išće ju e  sajto a. U okviru ovog 

poglavlja p edlože a je primena metoda za eliminaciju neinteresantnih asocijativnih 

pravila i kvalitetnije rangiranje preostalih asocijativnih pravila prema modifikovanim 

e a a i te esa t osti. P edlože e etode su po eđe e sa eki  od p ethod ih 
ist aži a ja, kako teo etski, tako i na primerima iz stvarnih skupova podataka.  

Softverski sistem, kojim se otkrivaju asocijativna pravila u web log podacima prikazan je 

u petom poglavlju. “iste  i teg iše s e faze procesa otkrivanja asocijativnih pravila, od 

pripreme web log podataka, otkrivanja asocijativnih pravila, do metoda za eliminisanje 

neinteresantnih asocijativnih pravila i kvalitetnije rangiranje preostalih asocijativnih 

pravila primenom standardnih i modifikovanih mera interesantnosti. 

Šesto pogla lje sad ži ezultate eksperimentalnog ist aži a ja, koje je iz še o 

ko išće je  implementiranog softverskog sistema za otkrivanje asocijativnih pravila, 
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primenjeno na dva stvarna skupa web log podataka. Poseban akcenat je dat na 

ispitivanju efikas osti p edlože ih etoda za eliminaciju i kvalitetnije rangiranje 

asocijativnih pravila o ko išće ju e  sajto a, p i e o  azličitih e a i te esa t osti. 

P ikaza i su ezultati s a je ja eliči e skupa otk i e ih aso ijati ih p a ila o 

ko išće ju e  sajto a p i e o  p edlože ih metoda za eliminaciju neinteresantnih 

aso ijati ih p a ila. Po eđe i su ezultati a gi a ja aso ijati ih p a ila p i e o  

standardnih i modifikovanih mera interesantnosti. 

U zaključ o  pogla lju dat je p egled teo etskih i p aktič ih dop i osa o e disertacije. 

Komentarisana je ispu je ost posta lje ih auč ih i p agmatič ih ilje a i dat kratak 

pregled osnovnih rezultata ist aži a ja. Pored toga, p edlože i su pravci udućeg 

ist aži a ja.  
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1 Asocijativna pravila  

1.1 Definicije asocijativnih pravila 

Algoritam za otkrivanje asocijativnih pravila primenljiv na otkrivanje paterna u 

t a sak io i  aza a podataka p edlože  je početko  de edesetih godi a d adesetog 
veka (Agrawal,  Imielinski & Swami, 1993). U nastavku daje o fo al e defi i ije i opšte 

p ih aće u te i ologiju osnovnih pojmova u domenu otkrivanja asocijativnih pravila 

(Agrawal, Mannila, Srikant & Toivonen, 1995; Aggarwal & Yu, 1998; Pang-Ning, 

Steinbach & Kumar,  2006).  

O zi o  da su etode za p o alaže je aso ijati ih p a ila prvobitno p edlože e za 

otk i a je ko ela ija u poda i a eza i  za p isust o a tikala u pot ošački  ko pa a 
kupaca u marketima, standarnda terminologija vezana za proces otkrivanja asocijativnih 

pravila je preuzeta upravo iz ovog domena.  

Neka je  � = { , … , }  neki skup elemenata, i neka je stavka (item) neki element skupa � � .  

Definicija 1.1 

Transakciona baza podataka = { , … , } je skup transakcija �, p i če u � ⊆ �. 

Definicija 1.2 

Transakcija � sadrži skup stavki ⊆ � ako ⊆ � . 
Definicija 1.3 

Support skupa stavki  u skupu transakcija = { , … , } dat je formulom  = | || | , p i če u | | oz ača a oj t a sak ija koje sad že skup sta ki X, 

dok je | | kardinalitet skupa T. 

Definicija 1.4 

Asocijativno pravilo je implikacija oblika → , p i če u , ⊆ �  i  = ∅. 

“ aga aso ijati og p a ila iz aža a se ko isteći support i confidence e e, čiju defi i iju 

dajemo u nastavku.  
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Definicija 1.5 

Support mera asocijativnog pravila →  jednaka je support vrednosti skupa : → = = | || |  

Support mera asocijativnog pravila →  u skupu transakcija = { , … , } 

p edsta lja e o at oću poja lji a ja skupa  u nekoj transakciji.  

Definicija 1.6 

Confidence mera asocijativnog pravila →  u skupu transakcija = { , … , }  
definisana je kao: 

→ = | || |  

Confidence mera asocijativnog pravila →  u skupu transakcija = { , … , } 

p edsta lja uslo u e o at oću poja lji a ja skupa  u ekoj t a sak iji ako o a sad ži 

skup . 
Definicija 1.7 

Skup elemenata ⊆ �  je frekventan u skupu transakcija = { , … , } ako njegov 

support prelazi zadati minimalni support prag.  

1.2 Uloga asocijativnih pravila u procesu otkrivanja znanja 

Otkrivanje asocijativnih pravila u eliki  aza a podataka je jed a od ajčešće 

ko išće ih etoda u ok i u popula e ist aži ačke o lasti „Otkrivanje znanja u bazama 

podataka . Prema jednoj od definicija, otkrivanje znanja u bazama podataka je 

netrivijalni proces identifikovanja validnih, prethodno nepoznatih, potencijalno 

korisnih, korisniku razumljivih paterna u podacima  (Fayyad, Piatetsky-Shapiro, Smyth & 

Uthurusamy, 1996; Wu & Kumar, 2009).  

Proces otkrivanja znanja u bazama podataka (Knowledge Discovery in Databases – KDD) 

sastoji se iz iše ko aka, kao što je p ikaza o a sli i . . Tu se pod azu e a selek ija 
podataka iz baze podataka, njihovo pretprocesiranje i transformacija. Potom se na tako 

p ip e lje e podatke p i e juju etode čiji je ilj otk i a je pate a u poda i a. O aj 

e t al i, a alitički deo KDD p o esa je izdvoje  kao pose a auč o-ist aži ačka 



11 

 

disciplina pod nazivom data mining (rudarenje podataka) (Hand, Mannila & Smyth, 

2001). Posled ji ko ak KDD p o esa p edsta lja e alua ija otk i e ih pate a, p i če u 
se neki od njih mogu interpretirati kao novo znanje (Fayyad, Piatetsky-Shapiro & 

Uthurusamy, 1996).  

 

Slika 1.1 Proces otkrivanja znanja (slika javno dostupna na Internetu)  

 

Data i i g je i te dis ipli a a o last koja se alazi a p eseku iz eđu statistike, 
aši skog uče ja, up a lja ja aza a podataka i eštačke i telige ije. P e a jednoj 

od definicija, data mining je netrivijalni proces identifikovanja takvih paterna u velikim 

skupo i a podataka, koji i aju sledeće ka akte istike: alid i, o i, ko is i i azu lji i 

(Han, Kamber & Pei, 2011).  

Za razliku od statistike, data mining se bavi analizom velikih baza podataka koji su 

p ikuplja i u azličite s he, ali e u ilju otk i a ja z a ja u ji a. U statisti i poda i se 

ajčešće p ikupljaju a od eđe e ači e, kako i se na efikasan ači  odgovorilo na 

unapred definisana pitanja. Za razliku od toga, data mining se bavi analizom podataka 

koji su prikupljeni u neke druge svrhe. Cilj data mining algoritama je da se na efikasan 

ači  otk iju eočeki a i odeli, od os o pate i, u eć p ikuplje i  poda i a Hand, 

Mannila & Smyth, 2001; Han, Kamber & Pei, 2011).  

Definicije pojmova vezanih za algoritme otkrivanja asocijativnih pravila iće date u 

sledeće  pogla lju.  
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1.3 Algoritmi za otkrivanje asocijativnih pravila 

Algoritmi za otkrivanje asocijativnih pravila prvi put su primenjeni u takozvanim 

transakcionim bazama podataka. Klasiča  p i e  skupa podataka a ko e se ože 

primeniti proces otkrivanja asocijativnih pravila je skup svih transakcija nastalih prilikom 

kupovine artikala u nekom marketu tokom nekog vremenskog perioda. Pri tome, 

transakcija predstavlja skup artikala u ko pi pot ošača p iliko  pojedi e kupo i e. 

Asocijativno pravilo je tada implikacija oblika  { , … , } → { , … , }, p i če u su � i � pojedi i a tikli u p oda i i, i kojoj je p id uže  iz aču ati stepe  po e e ja. Klasiča  

primer asocijativnog pravila je: „Kup i koji kupuju leko i hle  takođe kupuju pi o, u 

% slučaje a  (Brin et al., 1997). 

Proces otkrivanja asocijativnih pravila u datom skupu transakcija podrazumeva 

p o alaže je s ih aso ijati ih p a ila čije suppo t (definicija 1.5) i confidence (definicija 

1.6) vrednosti prelaze zadate minimalne pragove (Agrawal & Srikant, 1994; Agrawal, 

et.al., 1995).  

“uppo t e a i a z ačaj u oso i u a ti-monotonosti, koja se koristi u algoritmima za 

otk i a je aso ijati ih p a ila, kako i se po ećala efikasnost algoritama. 

Co fide e e a se ože ko istiti kao ap oksi a ija pouzda osti p a ila. Po ed toga, 
o a je azu lji a a alitiča i a podataka je  oz ača a uslo u e o at oću. 

P o le  otk i a ja aso ijati ih p a ila iz aže  ko isteći suppo t i o fidence mere 

ože biti fo al o fo ulisa  a sledeći ači : 

Definicija 1.8 

Ako je dat skup stavki �  i skup transakcija , problem otkrivanja asocijativnih pravila je 

defi isa  kao p o alaže je skupa svih aso ijati ih p a ila čija ed ost support mere 

prelazi zadati minsupp p ag, i čija ed ost confidence mere prelazi zadati minconf prag. 

Naivni „brute-force  p istup za eša a je p o le a otk i a ja s ih aso ijati ih p a ila 

za dati skup stavki � i skup transakcija , pod azu e ao i iz aču a a je support i 

o fide e ed osti za s ako oguće aso ijati o p a ilo, kojih i a ekspo e ijal o 

mnogo. Međuti , zah aljujući oso i i anti-monotonosti support mere, postoje 

algo it i koji s a juju p osto  p et aži a ja i či e o aj p o es z at o efikas iji . 
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U eći i slučaje a p o es otkrivanja asocijativnih pravila odvija se u dve faze:  

1) Otkrivanje svih frekventnih skupova stavki za zadati minimalni support prag 

2) Generisanje svih asocijativnih pravila na osnovu prethodno otkrivenih 

frekventnih skupova stavki, koja prelaze zadati minimalni confidence prag. 

Algoritmi koji realizuju drugu fazu procesa otkrivanja asocijativnih pravila su relativno 

jed osta i i efikas i. Međuti , p a faza o og p o esa je aču ski zahte a. P o,  oj 

potencijalno frekventnih skupo a sta ki aste ekspo e ijal o sa eliči o  skupa �. 

D ugo, pot e o je išest uko p olaže je k oz azu podataka kako i se iz šilo 
p e oja a je t a sak ija koje sad že pote ijal o f ek e t e skupo e sta ki.  

Postoje az e e zije i opti iza ije algo ita a za otk i a je aso ijati ih p a ila čiji će 

detaljniji pregled biti dat u poglavlju 3.  

1.4 Domeni primene asocijativnih pravila 

Po ed otk i a ja pate a u pot ošački  ko pa a, aso ijati a p a ila pronalaze 

primenu u vrlo raznovrsnim domenima. Ona se primenjuju u trgovini, medicinskoj 

dijagnostici, bioinformatici, za otkrivanje paterna u podacima dostupnim na web-u, i u 

mnogim drugim oblastima. U ovom poglavlju dajemo samo neke od primera ist aži a ja 

u kojima se asocijativna pravila primenjuju u pomenutim domenima. 

Asocijativna pravila se odavno koriste u softverskim aplikacijama u oblasti trgovine, u 

cilju analize preferenci kupaca, kao i preporuči a ja proizvoda na osnovu drugih 

proizvoda koje je dati kupa  eć kupio (Sarwar et al., 2000; Schafer, Konstan & Riedl, 

2001). 

U siste i a za pod šku odluči a ju de isio  suppo t s ste s  mogu se koristiti 

takozvana klasifikaciona asocijativna pravila (CARs). Ova vrsta aso ijati ih p a ila sad ži 

od eđe i ciljni, tzv. target-atribut sa desne strane pravila, i koristi se u okviru algoritama 

za klasifikaciju. Neki od algoritama za otkrivanje klasifikacionih asocijativnih pravila 

p edlože i su u ist aži a ji a (Nguyen, Vo, Hong & Thanh, 2013; Nguyen & Nguyen, 

2015).  

Asocijativna pravila se primenjuju u raznim domenima u oblasti medicine. Jedan od 

mnogobrojnih primera primene asocijativnih pravila u medicinskoj dijagnostici je 
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ist aži a je Soni, Ansari, Sharma & Soni, 2011), gde se ona koriste u okviru sistema za 

predikciju s ča ih olesti. Još jeda  p i e  je ist aži a je Wang & Zheng, 2012), gde se 

otkrivaju asocijativna pravila koja povezuju nivo endokrinih hormona kod pacijenata sa 

od eđe i  olesti a. 

Primena asocijativnih pravila u oblasti genetike i molekularne biologije je ši oko 
zastupljena (Fernald, Capriotti, Daneshjou, Karczewski & Altman, 2011). Na primer, 

Manda, McCarthy & Bridges (2013) koriste multi-level asocijativna pravila za otkrivanje 

paterna u ontologiji gena. Shaikh & Beyene  p edlažu ko išće je aso ijati ih 

pravila za otkrivanje grupa genotipa vezanih za invazivne komplikacije oboljenja virusom 

sa zapadnog nila. 

Oblasti u kojima se primenjuju asocijativna pravila vrlo su raznovrsne. Na primer, 

asocijativna pravila se primenjuju u okviru sistema za otkrivanje kriminalnih prevara 

(Phua, Lee, Smith & Gayler, 2010). Kamsu-Foguem, Rigal & Mauget (2013) primenjuju 

aso ijati a p a ila za po eća je k aliteta p o esa p iz od je. Abdullah, Herawan & 

Deris (2014) otkrivaju asocijati a p a ila u poda i a o upisu stude ata u isokoškolsku 
ustanovu. 

Postoje ogo oj a ist aži a ja koja se a e p i e o  asocijativnih pravila za 

otkrivanje paterna u podacima dostupnim na web-u e  i i g , što je detaljnije 

razmatrano u sledeće  poglavlju. 
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2 Web mining 

Og o e količi e podataka dostup ih a jedi st e oj s etskoj eži web u daljem 

tekstu) predstavljaju plodno tle za primenu metoda iz oblasti otkrivanja znanja u bazama 

podataka. Ist aži ačka o last az a a „rudarenje web podataka“ (web mining) 

pod azu e a ko išće je data i i g etoda za auto atsko otk i a je i ekst ak iju 

informacija iz web dokumenata i servisa (Etzioni, 1996; Berendt, 2004; Singh & Singh, 

2010).  

2.1 Pregled web mining metoda 

U okviru web mining-a kao o lasti ist aži anja izdvajaju se tri podoblasti: rudarenje 

sad žaja a e -u (web content mining), rudarenje strukture web-a (web structure 

mining , i uda e je podataka o ko išće ju e -a (web usage mining) (Madria, 

Bhowmick, Ng & Lim, 1999; Kosala & Blockeel, 2000; Anand, Mulvenna & Chevalier, 

2004).  

2.1.1 Rudarenje sadržaja na web-u  

Ruda e je sad žaja a e -u (web content mining) odnosi se na otkrivanje potencijalno 

korisnih informacija u i deksi a i  sad žaji a na web-u, koji ogu iti azličitih sta: 

tekstualni, slike, audio, video (Chakrabarti, 2000; “u ašić & Be e dt, ). Pri tome, 

pose o se izd aja o last koja se a i uda e je  az o s og sad žaja a e -u, pod 

nazivom „multimedia data mining  (Oh et.al., 2003; Zaiane et al, 1998). 

Ogroman deo podataka na web-u su nestruktuirani tekstualni podaci, koji se ne nalaze u 

formi tabela ili baze podataka. Ruda e je  tekstual ih sad žaja a i se o last pod 
nazivom „tekst  data mining . Ruda e je tekstual ih sad žaja o uh ata katego iza iju 

teksta, klasifikaciju, klasterovanje dokumenata, otkrivanje potencijalno interesantnih 

paterna i pravila u tekstu (Hotho, Nürnberger & Paaß, 2005; Tan, 1999; Miner, 2012). 

Jeda  od p a a a ist aži a ja a i se metodama reprezentacije tekstualnih dokumenata. 

Pri tome se ože ko istiti ekto ska ep eze ta ija skupa eči koji se poja ljuju u dato  

tekstu ko išće je  a azličite ači e defi isa ih istak utih svojstava (features) (Clifton, 

Cooley & Rennie, 2004; Kaski et.al., 1998). Kao istaknuta svojstva mogu se koristiti 
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ključ e eči koje se poja ljuju u o uča ajuće  skupu podataka. Pri tome se ože 

ko istiti etoda Late t og se a tičkog i deksi a ja Deerwester et al., 1990), kojom se 

smanjuje dimenzija originalnog vektora kojim je predstavljen dati dokument. Na primer, 

jedna od tehnika koje se koriste u tu svrhu je „stemming , gde se eči koje i aju isti 

koren svrstavaju u istu grupu otklanjanjem nastavaka. Za iscrpan pregled metoda iz tekst 

mining oblasti mogu se pogledati mnogobrojni p egled i ado i kao što su (Hotho, 

Nürnberger & Paaß, 2005; Miner, 2012).  

2.1.2 Rudarenje strukture web-a 

Rudarenje strukture web-a (web structure mining) primenjuje se na podatke o 

povezanosti dokumenata na web-u preko hiperlink strukture (Kautz, Selman & Shah, 

1997; Getoor & Diehl, 2005). P i to e se čitava struktura web-a ože posmatrati kao 

graf povezanih dokumenata (Büchner et.al., 2000). Neke od metoda koje se primenjuju 

u okviru rudarenja strukture web-a i spi a e su teh ika a iz o lasti d ušt e ih eža i 
analize citiranosti (Chakrabarti, 2000; Kosala & Blockeel, 2000). Na primer, na osnovu 

ulaznih (incoming) i izlaznih (outgoing) li ko a ogu se otk i ati spe ifič e ste e  

st a i a, kao što su „hubs  i „authorities  (Borodin et.al., 2001; Ding et.al., 2004). 

Popularni su algoritmi kojima se modeluje topologija web-a, kao što je algoritam HITS. 

Postoje i njegove optimizacije u kojima se link strukturi web-a dodaje informacija o 

z ače ju sad žaja na koji se odnose linkovi, kao i metode za filtriranje izuzetaka 

(outliers) (Ding et al., 2002). Ču e i algo ita  PageRank (Page et al., 1999) i njegove 

mnogobrojne optimizacije (Langville & Meyer, 2011) implementirane su u okviru Google 

p et aži ača u cilju otkrivanja kvalitetnih i popularnih web stranica, što se ko isti 

prilikom njihovog rangiranja.  

2.1.3 Rudarenje podataka o korišćenju web-a 

Ruda e je podataka o ko išće ju e -a (web usage mining) odnosi se na otkrivanje 

z a ja u poda i a o ko išće ju e  sajto a Coole , Mo ashe  &  “ i asta a, ; 

Dong, 2009; Kosala & Blockeel, 2000; Singh & Singh, 2010). Repozitorijum ovih podataka 

ajčešće p edsta ljaju tekstual e log datoteke koje se ge e išu a e  se e i a ši o  

s eta, a u koji a se ču aju poda i o p istupi a e  doku e ti a i ostali  e  

objektima od strane posetioca web sajtova. Otk i a je aso ijati ih p a ila o ko išće ju 
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web sajtova, što je te a o e dokto ske dise ta ije, pripada upravo ovoj podoblasti web 

mining-a.  

P aktič e p i e e e  usage i i g etoda ogu se s stati u katego ije: (a) 

pe so aliza ija e  sad žaja, (b) u ap eđe je efikasnosti a iga ije k oz keši a je e  

stranica,  u ap eđe je dizaj a e  sajta, d  po eća je satisfak ije kupa a u slučaju e-

commerce web sajtova (Facca & Lanzi, 2005; Berendt et al., 2011).  

Pe so aliza ija e  sad žaja ože se postići po eđe je  po aša ja korisnika (njegove 

navigacione putanje) sa tipič i  po aša je  p ethod ih ko is ika. Na o aj ači  

ko is iku se ogu p epo učiti li ko i koje su p ethod i ko is i i, koji se po ašaju na 

sliča  ači  takođe posetili. O a etoda ajčešće se ealizuje u ok i u siste a za 

p epo uku sad žaja Gavalas & Kenteris, 2011; Niwa & Honiden, 2006; Schafer, Konstan 

& Riedl, 2001). Pri tome su u algoritme implementirane u okviru sistema za preporuku 

sad žaja često ug ađe e i konceptne ontologije generisane na osnovu ekspertskog 

znanja (Liang & Wang, 2004; Szomszor et.al., 2007).  

Keši a je e  st a i a u ilju u ap eđe ja efikas osti a iga ije k oz e  sajt 

p edlože o je u ogo oj i  ist aži a ji a Bonchi et al., 2001; Yang & Zhang, 2003). 

Postoje i alati za a alizu uspeš osti keši a ja e  st a i a u ilju s a je ja opte eće ja 

e  se e a, kao što je Wang, Balasubramanian, Krishnamurthy & Wetherall, 2013) 

koji  se ge e išu iz eštaji o keši a ju eb stranica a os o u opte eće ja eže, 

pa si a ja e  st a i a, i akti osti a sa o  e  p et aži aču. 

U ap eđe je st uktu e e  sajta p i e o  e  usage i i g etoda je takođe 

aktuel a o last ist aži a ja. Na p i e , Carmona et al. (2012) p edlažu u ap eđe je e-

o e e e  sajta ko i a ijo  klaste o a ja podataka o po aša ju ko is ika e  

sajta i otk i a ju aso ijati ih o ko išće ju e  sajta. Fu, Shih, Creado & Ju (2002) 

koriste etod za u ap eđe je st uktu e e  sajta, azi a  a klasifika iji e  stranica u 

dve kategorije – indeks e st a e i sad žaj e st a e, a os o u heu istika kao što su vrsta 

web stranice (html), broj linkova na web stranici, učestalost sesija u koji a je data e  

st a i a posled ja poseće a i p oseč o e e koje ko is ik p o odi a datoj st a i i.   

U ap eđe je st uktu e e  sajta a alizo  pate a o ko išće ju e  sajta p i e lji o je 

i u oblasti e-learning sistema (Romero & Ventura, 2010 . P i to e, oguće je 
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inkorporirati i ontologiju generisanu od strane eksperta, kako bi se navigacioni paterni 

obogatili podacima o konceptima i njihovim relacijama (Becker & Vanzin, 2010).  

Implementirani su mnogobrojni sistemi u kojima se web mining metode primenjuju u 

ilju po eća ja satisfak ije kupa a i p ofita u ok i u aplika ija elekt o skog poslo a ja 

(Facca & Lanzi, 2005; Carmona et al., 2012).  Pri tome, oguće je p i e iti taksonomiju 

na podacima o korisnicima u okviru web usage mining inteligentnog sistema, kao što je 

p edlože o u De i, De i, Ra i & Rao, . 

2.2 Struktura web log podataka 

Poda i o ko išće ju e  sajto a ču aju se a e  se e u u o liku tekstual ih „web 

server log datoteka . U ovom poglavlju opisan je format web server log datoteka, a 

potom i pregled metoda njihove pripreme za web usage mining proces. 

2.2.1 Originalni format web log podataka 

“t uktu a e  se e  log datoteka ože iti u „Common log“ formatu, ili u „Extended 

common log  formatu. Svaka linija ove datoteke odnosi se na po jedan zahtev za web 

objektom koji se nalazi na web serveru  (Chitraa, Davamani & Selvdoss, 2010; Cooley, 

Mobasher & Srivastava, 1999; Singh & Singh, 2010).  

U common log formatu, svaka linija web log datoteke sad ži sledeće sta ke: 

 IP adresa sa koje stiže zahte  

 koris ičko i e ukoliko postoji log siste  a e  sajtu 

 datum i vreme stizanja zahteva na web server 

 status kod  

 broj poslatih bajtova 

U extended common log formatu, pored gore navedenih podataka, linija datoteke 

takođe sad ži: 

 url web objekta koji je bio zahtevan pre aktuelnog objekta (referrer url) 

 stri g koji opisuje i e i erziju koris iko og e  pretraži ača 

Po ed ko išće ja podataka iz e  se e  log datoteka, postoje i d ugi ači i sakuplja ja 

podataka o ko išće ju e  sajto a, kao što su e  kolačići ookies , fo ula i za 
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registraciju korisnika na web sajtu, kao i klijentski apleti za prikupljanje podataka 

(Chitraa, Davamani & Selvdoss, 2010).  

We  kolačići sad že jedi st e i ide tifikato  posetio a e  sajta, koji se šalje na web 

se e  sa s aki  o i  zahte o  za e  o jekto . Na o aj ači  ogu se epog eši o 

povezati zahtevi za web objektima sa korisnicima web sajta koji su ih uputili na web 

se e . Međuti , p o le  sa ko išće je  e  kolačića je što su o i često za a jeni na 

ko is iko o  e  p et aži aču z og p i at osti podataka (Singh & Singh, 2010). 

Formulari za registraciju korisnika web sajta retko se koriste kao izvor podataka o 

poseta a e  sajtu, i to sa o u etki  slučaje i a gde ko is i i sa i odlučuju da se 
registruju i unesu svoje podatke (Chitraa, Davamani & Selvdoss, 2010). 

Klije tski apleti za p ikuplja je podataka su pouzda  ači  p ikuplja ja podataka o 

ko išće ju e  sajto a. Međuti , o i se takođe ogu ko istiti sa o u slučaje i a kada 
korisnici eksplicit o p ih ate jiho u i stala iju a s o  e  p et aži aču Tao, Hong & 

Su, 2008). 

2.2.2 Pretprocesiranje web log podataka  

Kako bi se na web log podatke mogle primeniti web usage mining metode neophodno je 

iz šiti p ip e u, od os o p etp o esi a je o ih podataka (Cooley, Mobasher & 

Srivastava, 1999).  

Proces pretprocesiranja podataka iz web server log datoteka sastoji se iz najmanje dva 

koraka: (a) eliminacija irelevantnih web zahteva, (b) reko st uk ija ko is ičkih e  
sesija. 

Eliminacija irelevantnih web zahteva  

Postoje dve vrste web zahteva koji se skladište u e  log datoteka a, a koji su 

irelevantni za proces otkrivanja znanja u poda i a o ko išće ju e  sajto a (a) zahtevi 

za irelevantnim web objektima, (b) robotski web zahtevi. 

U e  log datoteka a ču aju se s i e  zahte i koje klije tski e  p et aži ač šalje a 

e  se e , uključujući zahte e za e  o jekti a ug ađe i  u e  st a i e, kao što su 

slike, ulti edijal i sad žaji, datoteke koje sad že az e sk ipto e, stilo e, i slič o. 
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Eliminacija ovakvih ireleva t ih o jekata je o ič o elati o jed osta a  p o es. 

Prepoznavanje ireleva t ih o jekata ajčešće se zas i a a p epoz a a ju sta da d ih 
ekstenzija koje su deo naziva web objekata datog tipa (jpg, png, o , ss, i slič o) 

(Chitraa, Davamani & Selvdoss, 2010). Ovakvi ireleva t i o jekti se eli i išu p iliko  

učita a ja sad žaja e  log datoteka u ok i u siste a za otk i a je z a ja u poda i a o 
ko išće ju e  sajto a, a u skupu podataka se zad ža aju sa o zahte i za ele a t i  

web dokumentima nekog web sajta.  

Pod robotskim web zahtevima podrazumevaju se zahtevi za web objektima koji nisu 

i i i a i od st a e st a og posetio a e  sajta, ego od st a e aši a za p et aži a je 
i indeksiranje Web-a. Robotski web zahtevi „zagušuju  skup podataka i mogu negativno 

uti ati a p o es otk i a ja z a ja o po aša ju ko is ika e  sajto a. Jeda  deo o ak ih 

e  zahte a je oguće eli i isati p epoz a a je  i e a poz atih e  o ota u url 

ad esi sa koje e  zahte  dolazi. Dodat o p ečišća a je o otskih e  zahte a oguće 

je iz šiti p i e o  az ih heu istika, koje se zas i aju a e e skoj udalje osti 

iz eđu azličitih e  zahte a koji stižu sa iste IP ad ese, ukup o  oju e  zahte a 
koji u elati o k atko  i te alu stižu sa IP ad ese, i slič o Cooley, Mobasher & 

Srivastava 1999; Chitraa, Davamani & Selvdoss, 2010). 

Rekonstrukcija korisničkih web sesija 

Pod pojmom web sesije podrazumeva se niz zahteva za relevantnim web dokumentima 

ekog e  sajta, upuće ih na web servere od strane nekog posetioca web sajta tokom 

jedne jego e sesije p et aži a ja.  

We  zahte i koji p istižu a e  se e  od st a e ošt a posetio a e  sajto a 

hostovanih a to  e  se e u eleže se u e  log datoteke o i  edosledo  koji  

p istižu a e  se e . Da i se iz šila ekonstrukcija web sesija potrebno je jedinstveno 

ide tifiko ati posetio a e  sajta, a poto  az iti skup s ih e  zahte a ači je ih od 

strane datog posetioca na web sesije (Li & Feng, 2009; Spiliopoulou, Mobasher, Berendt 

& Nakagawa, 2003).  

Najjednostavniji ači  za ide tifika iju posetio a e  sajta je osla jati se a IP ad esu sa 

koje p istiže dati e  zahte . U slučaju p o  se e a, gde iše posetio a e  sajta 

koriste deljenu IP adresu, potrebno je koristiti sofisticiranije metode za identifikaciju 
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posetioca, koje mogu uzimati u obzir topologiju web sajta, na osnovu koje se nizovi web 

zahte a spajaju u oguće e  sesije.  

Niz s ih e  zahte a ači je ih od st a e od eđe og posetio a e  sajta az ija se u 

skup web sesija, tako da se jedna web sesija od osi a jeda  događaj p et aži a ja e  

sajta od strane datog posetioca. U ovu svrhu mogu se koristiti heuristike zasnovane na 

e e sko  i te alu iz eđu azličitih e  zahte a i/ili i fo a ije o topologiji e  

sajta (Dettmar, 2004; Li & Feng, 2009).  

2.3 Primena asocijativnih pravila u web mining-u 

Kada se aso ijati a p a ila p i e juju u ilju otk i a ja z a ja o ko išće ju e  

sajtova, pod stavkom (item) podrazumeva se web objekat nekog web sajta, pod 

transakcijom se podrazumeva web sesija, dok se pod transakcionom bazom podataka 

podrazumeva skup svih web sesija za dati e  sajt u eko  od eđe o  e e sko  

periodu (Srivastava et al., 2000; Liu, 2007).  

U opšte  slučaju aso ijati a p a ila o ko išće ju e  sajto a tada imaju oblik: 

„Postojanje jednog skupa web objekata u web sesiji implicira postojanje drugog skupa 

e  o jekata u datoj sesiji, sa određe i  stepe o  po ere ja“. Primer asocijativnog 

p a ila o ko išće ju e  sajta i ogao iti „Ako e  sesija sad ži e  st a i e 
home.html i contents.html, tada sad ži i e  st a i u products.html, sa stepenom 

poverenja 40% . 

Aso ijati a p a ila o ko išće ju e  sajto a se u ogi  ist aži a ji a otkrivaju 

implementacijom neke verzije Apriori algoritma (Nanopoulos, Katsaros & Manolopoulos, 

2002; Joshi, Joshi & Yesha, 2003; Di it ije ić & Boš jak, ).   

Cercone & An (2002) po ede ezultate p i e e azličitih e a i te esa t osti a 
a gi a je aso ijati ih p a ila o ko išće ju e  sajto a. Međuti , eliki broj 

asocijativnih p a ila a gi a ih eđu p ih  u o o  ist aži a ju i aju ekst e o 

visoke vrednosti confidence mere (Cercone & An, 2002), što je lo e o at o rezultat 

direktne povezanosti web stranica hiperlink strukturom. Kako bi se umanjio uticaj 

hiperlink strukture a k alitet otk i e ih p a ila o ko išće ju e  sajto a pot e o je 
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u a jiti i te esa t ost p a ila koja sad že e  st a i e di ekt o po eza e 

hipe li ko i a Di it ije ić, “u ić & Boš jak, 4).  

“e a tički o ogaće a aso ijati a p a ila o ko išće ju eb sajtova mogu se generisati 

ko išćenjem informacije o konceptima i njihovim relacijama, pored podataka o url web 

st a i e koja je sad ža a u e  sesija a (Becker & Vanzin, 2010;  Senkul & Salin, 2012).  

Pose a li ija ist aži a ja a i se otk i a je  aso ijati ih p a ila o ko išće ju e  

sajto a a ači  koji eće ug oziti p i at ost ko is ika e  sajto a Ya , Jiaji  & 

Dongmei, 2010; Dimitrijević & K u ić, 2014). 

Aktuel a o last je i otk i a je fazi aso ijati ih p a ila, koja se takođe ože p i e iti u 

web mining domenu (Wong, Shiu & Pal, 2001). 

Aso ijati a p a ila o ko išće ju e  sajto a i aju p i e u u siste i a za p epo uku 

web stranica (Kazienko, 2007; Lazcorreta, Botella & Fernández-Caballero, 2008; Zhang & 

Jiao, 2007), sistemima za preporuku za u ap eđe je dizaj a e  sajtova (Carmona et al. 

2012 , siste i a za keši a je e  st a i a Nanopoulos, Katsaros & Manolopoulos, 

2002), i raznim e-commerce aplikacijama (Devi, Devi, Rani & Rao, 2012). 

Jedan od osnovnih problema prilikom ko išće ja aso ijati ih p a ila o ko išće ju e  

sajtova je visoka korelacija iz eđu e  st a i a, koja je ajčešće ezultat topologije e  

sajta, a ne stvarnog interesovanja korisnika sajta (Cercone & An, 2002; Cooley, 2003;  

Dimitrijević & Bošnjak, 2010; Kazienko & Pilarczyk, 2008; Lee, Lo & Fu, 2011; Sahar, 

2010; Zaki, 2004). Posledi a toga je da statističke e e i te esa t osti eadek at o 

a gi aju otk i e a aso ijati a p a ila o ko išće ju e  sajto a, dajući p ed ost 

aso ijati i  p a ili a koja sad že web stranice povezane hiperlink strukturom web 

sajta. Stoga su u okvi u o og ist aži a ja (poglavlja 4.2 i 4.3) p edlože e etode koje 

umanjuju o aj p o le , utičući a s a je je i te esa t osti i eliminaciju jednog dela 

otkrivenih asocijativnih pravila  o ko išće ju e  sajto a. 
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3 Uporedna analiza AP algoritama 

U ovom poglavlju daje o a alizu ajz ačaj ijih algo ita a za otk i a je aso ijati ih 
pravila u transakcionim bazama podataka, kao i metoda za njihovu evaluaciju.  

3.1 Pregled najznačajnijih algoritama za otkrivanje asocijativnih 

pravila 

3.1.1 Algoritam „Apriori“  

Ap io i je p i p edlože i i još u ek jeda  od ajpopula ijih algo ita a za ge e isa je 

frekventnih skupova, koji se zasniva na osobini anti-monotonosti support mere (Agrawal 

& Srikant, 1994).  

Definicija 3.1 

Neka je dat skup stavki � i neka mera  definisana na skupu svih podskupova od �. Mera   je anti-monotona ako aži:  ∀ , ⊆ �  ⊆ →    

Lako se ože pokazati da suppo t e a zado olja a p i ip a ti-monotonosti. Ova 

osobina koristi se u Ap io i algo it u da se s a ji p osto  p et aži a ja p iliko  
ge e isa ja s ih ka didata za f ek e t e skupo e sta ki, kao što je p ikaza o a sli i 3.1 

i o jaš je o u asta ku.  
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Slika 3.1: Eliminacija kandidata za frekventne skupove stavki ko isteći oso i u a ti-

monotonosti 

 

Ge e isa je f ek e t ih skupo a ši se po p i ipu „p o u ši i u  (breath-first). Najpre 

se ge e išu s i f ek e t i skupo i sta ki duži e . Na sli i 3.1 jih či e s e sta ke a 

p o  i ou eže, o eleže e slo i a a, , , d, e. U svakom sledeće  ko aku na 

os o u skupo a duži e k čiji suppo t p elazi zadati minimalni prag (frekventni skupovi), 

ge e išu se s i ka didati za f ek e t e skupo e duži e k+1. Poto  se iz aču a a 

suppo t ka didata i zad ža aju ka didati čiji suppo t p elazi i i al i p ag. 

Ge e isa je f ek e t ih skupo a sta ki je aču ski zahte a  deo p o esa otk i a ja 

aso ijati ih p a ila od koga za isi efikas ost čita og p o esa Ceglar & Roddick, 2006). 

Stoga je optimizacija algoritama za generisanje frekventnih skupova stavki privukla 

eliku paž ju ist aži ača i postoje az e e zije o og algo it a. 
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3.1.2 Optimizacije „Apriori“ algoritma 

Apriori algoritam smanjuje broj kandidata za frekventne skupo e sta ki, či e se 
s a juje aču ska ko pleks ost algo it a, zahte i za e o ijo , kao i oj 

ulazno/izlaznih operacija. Ipak, problemi koje algoritam ne otklanja u potpunosti su 

pot e a da se iše puta ske i a čita a aza podataka, kao i či je i a da je generisanje 

kandidata za frekvent e pate e aču ski zahte o. Optimizacije algoritma za 

ge e isa je f ek e t ih skupo a p edlože e u lite atu i i aju za ilj s a je je oja 

p olaska k oz azu podataka, kao i p i e u az ih teh ika za s a je je eliči e skupa 

ka didata sta ki ug ađe e u p o es jiho og ge e isa ja. 

Na primer, algoritam Apriori-TID, p edlože  od auto a o igi al og Ap io i algo it a 

(Agrawal & Srikant, 1994) zahteva samo jedan prolazak kroz bazu podataka. 

AprioriHybrid algoritam p edlože  u istom radu, kombinuje originalni Apriori i Apriori-

TID, p i če u se postiže eća efikas ost od o a ko i o a a algo it a (Agrawal & 

“ ika t, . Hipp et al. dalje u ap eđuju Ap io i-TID algo ita  ko isteći heš sta la 

u esto ojača Hipp et al. , Güntzer & Nakhaeizadeh, 2000). Apriori-Brave algoritam 

p edlože  u Bodo ,  uključuje k ite iju  za odluči a je o ko i o a ju iz eđu 

Apriori i Apriori-TID algo ita a u za is osti od eliči e slo od e e o ije. 

Algo ita  u ok i u kojeg se pa ti io iše aza podataka p edlože  je u “a ase e, 
Omiecinski & Navathe, 1995). U prvoj fazi ovog algoritma baza podataka se deli na male 

pa ti ije koje se e p eklapaju. O e se p o esi aju eza is o kako i se p o ašli jiho i 

kandidati za frekventne skupove podataka. Veliči a pa ti ija se od eđuje tako da o e 

mogu stati u osnovnu memoriju, te se ne zahteva prolazak kroz bazu podataka na disku.  

U d ugoj fazi f ek e t i skupo i sta ki p o alaze se a os o u o ih ka didata, što 

zahteva jedan prolazak kroz bazu podataka. U okviru Dynamic Itemset Counting 

algo it a p edlože og u adu B i  et al.,  takođe se ši pa ti io isa je aze 
podataka, či e se s a juje oj p olazaka k oz azu podataka. P e oja a je 

transakcija u kojima se kandidat za frekventni skup stavki poja ljuje ši se di a ički, p i 

če u se ko iste pa ti io isa i loko i aze podataka.  
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3.1.3 „FP-growth“ algoritam 

Popularni algoritam za generisanje frekventnih paterna „FP-growth  prvi put je 

p edlože  u adu Han, J., Pei, J., & Yin, Y. 2000), a potom p oši e  u e ziji Ha , J., Pei, 

J., Yin, Y., & Mao, R. 2004). Algoritam se azi a a ko išće ju ko pleks ih st uktu a koje 

sad že ko de zo a u ep eze ta iju f ek e t ih pate a. Ko išće je  o ih st uktu a p i 

otkrivanju frekventnih paterna i generisanju asocijativnih pravila smanjuje se broj 

p olaže ja k oz azu podataka, či e se z at o po eća a efikas ost iz ša a ja 

algoritma.  

Stablo frekventnih paterna (FP-t ee  je st uktu a koja sad ži: 

 ko e i č o  oz ače  „null  

 skup podstabala koji predstavljaju prefikse paterna  

 tabelu zaglavlja frekventnih stavki 

Pri tome su u podstablima, kao i u tabeli sve frekventne stavke sortirane prema njihovoj 

frekventnosti u transakcionoj bazi podataka.  

“ aki č o  u podsta li a sad ži t i polja:  

 naziv stavke 

 broj, koji se od osi a oj t a sak ija koje sad že deo pate a kojeg či e č o o i 
sta la iz eđu ko e a i datog č o a 

 ezu ka dalji  č o o i a, koji se od ose a pate e koji dati č o  ogu asta iti  
“ aki ele e t ta ele zagla lja sad ži t i polja:  

 naziv stavke 

 frekventnost stavke, odnosno broj pojavljivanja stavke u transakcijama 

 ezu a listu č o o a u sta lu sa isti  azi o  sta ke  
Za generisanje opisanog stabla frekventnih paterna prolazi se kroz bazu podataka da bi 

se iz aču ala f ek e t ost s ake sta ke, posle čega se o e so ti aju p e a jiho oj 
frekventnosti. Potom se prolazi kroz bazu podataka da bi se svaka transakcija dodala u 

sta lo f ek e t ih pate a, p i če u se i k e e tal o e jaju oje i poja lji a ja 

pojedinih prefiks-paterna za datu transakciju. 

Algoritam FP-g o th poto  ko isti sta lo f ek e t ih pate a da ge e iše s e 

f ek e t e pate e, p i če u ije pot e a  ijeda  dodat i p olazak k oz azu 

podataka.  
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Mana algoritama koji koriste FP-sta lo je što se eliči a sta la po eća a 

eksponencijalno sa brojem frekventnih stavki (Ceglar & Roddick, 2006). Dodatni problem 

je što u slučaje i a i te akti og data i i g p o esa, gde ko is ik ože p o e iti 

i i al i suppo t p ag, čita o FP-stablo mora biti ponovo generisano (Zhao & 

Bhowmick, 2003). 

Postoje azličite u ap eđe e e zije os o og FP-g o th algo it a koji a se po eća a 

efikas ost algo it a ko išće je  ko pakt ijih FP-stabala.  Na primer, COFI-tree je 

d ost uko po eza o sta lo koji  se o ogućuje p olazak k oz č o o e podsta ala 

frekventnih pate a u o a p a a, p edlože o u El-Hajj & Zaïane, 2003). CATS-tree 

sad ži s e sta ke, uključujući i o e koje isu f ek e t e, pa je jego a eliči a eća u 

odnosu na FP-t ee, ali olakša a i te akti i data i i g p o es Cheung & Zaiane, 2003). 

CT-tree je kompaktnije stablo frekventnih stavki, a njegovi autori pokazuju da je 

algo ita  koji  se ge e išu f ek e t i pate i u to  slučaju ži “u ah o & Gopala , 

. Isti auto i p edlažu još ko pakt iju st uktu u az a u CFP-tree, kojom se 

s a juje eliči a FP-stabla za oko 50% (Gopalan & Sucahyo, 2004). 

3.2 Uticaj izbora parametara na kvalitet otkrivenog znanja 

Osnovni parametri algoritma za otkrivanje asocijativnih pravila su minimalni support i 

o fide e p ag. Iz o  o ih pa a eta a utiče a eliči u skupa otkrivenih pravila, kao i 

na karakteristike otkrivenih asocijativnih pravila. 

3.2.1 Odabir parametara algoritma za otkrivanje asocijativnih pravila 

Odabirom minimalnog support i confidence praga tokom procesa otkrivanja 

asocijativnih pravila eli i iše se jedan deo ei te esa t ih p a ila. Međuti , ko išće je 

support i confidence mera interesantnosti ima ozbiljne nedostatke (Kotsiantis & 

Kanellopoulos, 2006; Wu & Kumar, 2009).  

Formulacija confidence mere interesantnosti je takva da se ne uzima u obzir 

e o at oća poja lji a ja des e st a e p a ila u poda i a. Aso ijati a p a ila čija je 

des a st a a sa a po se i isoko f ek e t a i aju po iše e o fide e ed osti, što 

često e eflektuje st a u statističku ko ela iju le e i des e st a e p a ila. U ogi  
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slučaje i a aso ijati o p a ilo ože i ati isoku o fide e ed ost, a da p i to e 

postoji čak i egati a statistička ko ela ija iz eđu le e i des e st a e p a ila.   

Osobina anti-monotonosti support mere asocijativnih pravila koristi se u cilju smanjenja 

veliči e p osto a p et aži a ja toko  iz ša a ja algo ita a za ge e isa je f ek e t ih 

skupova (Agrawal et al., 1995; Aggarwal & Yu, 1998; Pang-Ning, Steinbach & Kumar,  

2006). Posta lja je  i i al og suppo t p aga u ap ed se eli i iše jeda  deo p a ila 

koja su ap io i ei te esa t a a alitiča i a podataka, či e se s a juje p osto  

p et aži a ja. Međuti , p o le  sa ko išće je  suppo t e e je što o a e eflektuje 

di ekt o statističku ko ela iju le e i des e st a e aso ijati ih p a ila.  

Tan, Kumar & Srivastava  (2004) pokazuju da se postavljanjem minimalnog support 

p aga a isku ed ost eći o  eli i išu aso ijati a p a ila koja i aju izak stepe  

ko ela ije le e i des e st a e. P i to e, u isto  ist aži a ju pokaza o je i da se 
po eća je  ed osti i i al og suppo t p aga postiže podjed aka eli i a ija p a ila 

čija su le a i des a st a a egati o ili isko ko eli a e, kao i p a ila čija su le a i des e 

strana visoko korelirane (Tan, Kumar & Srivastava, 2004). Dakle, po eća a je  
vrednosti minimalnog support praga problem generisanja prevelikog broja asocijativnih 

p a ila se ože u lažiti, ali tada dolazi do gu itka elikog oja p a ila čija su le a i 

desna strana visoko korelirane, i koja stoga mogu biti potencijalno interesantna 

a alitiča i a podataka. 

Kako i se u a jile egati e posledi e ko išće ja suppo t i o fide e e e p i 

ge e isa ju aso ijati ih p a ila, u lite atu i je p edlože  eliki oj ate atičkih 

fu k ija koje se takođe ogu ko istiti kao e e i te esa t osti aso ijati ih p a ila. 

M ogo oj a ist aži a ja p edlažu i a alizi aju ate atičke fu k ije kao e e 

i te esa t osti aso ijati ih p a ila, ukazujući p i to e da ijed a od p edlože ih 

funkcija ne daje apsolutno kvalitetne rezultate (Carvalho, Freitas & Ebecken, 2005; Geng 

& Hamilton, 2006; Hilderman & Hamilton, 2013).  

3.2.2 Metode za evaluaciju kvaliteta otkrivenih asocijativnih pravila 

Jeda  od aj ećih p o le a p i ko išće ju otk i e ih aso ijati ih p a ila od st a e 

a alitiča a podataka je što algo it i za ge e isa je aso ijativnih pravila rezultuju 

prevelikim brojem pravila (Hilderman & Hamilton, 2013; Tan, Kumar & Srivastava 2004). 
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“toga je z at a količi a ist aži a ja eza a za otk i a je i po eća je upot e lji osti 

asocijativnih pravila usmerena na definisanje kriterijuma za odabir kvalitetnih 

asocijativnih pravila (Geng & Hamilton, 2006; Kontonasios, Spyropoulou & De Bie, 2012).  

U ilju e alua ije k aliteta otk i e ih aso ijati ih p a ila p edlože o je ošt o 

metoda koje se mogu podeliti u dve osnovne grupe – subjektivne i objektivne. 

Subjektivne metode za evaluaciju asocijativnih pravila zasnivaju se na inkorporaciji 

su jekti ih p efe e i u p o es otk i a ja z a ja i uključe ju ljudskog ekspe ta u sa  

p o es. O e etode ajčešće se azi aju a vizualizaciji, definisanju paterna, ili 

ko išće ju subjektivnih mera interesantnosti (Sahar, 2010).  

Vizualizacija asocijativnih pravila 

Metode azi a e a izualiza iji pod azu e aju ko išće je siste a koji o ogućuju 
interakciju sa korisnicima tokom procesa otkrivanja asocijativnih pravila. Pri tome je 

uloga korisnika u ovakvim sistemima da interpretiraju i verifikuju otkrivena asocijativna 

pravila (Berendt, 2002).  

Neki ko e ijal i siste i za otk i a je aso ijati ih p a ila sad že p ikaz s ih otk i e ih 

pravila koja zadovoljavaju uslove minimalnog support i confidence praga u obliku 

dvodimenzionalnog grafa, gde ose predstavljaju levu, odnosno desnu stranu pravila.  

Po ed toga, p edlože e su i d uge etode, kao što je ko išće je ozaik g afo a p i 

vizualizaciji skupa otkrivenih pra ila, či e se po ed p a ila ogu izualizi ati i ta ele 

kontigencije koje odgovaraju datim pravilima (Hofmann, Siebes & Wilhelm, 2000). Pored 

toga, Ben Said, Guillet, Richard, Picarougne & Blanchard (2013  p edlažu ači  
vizualizacije otkrivenih asocijativnih pravila gde se uzi a u o zi  ko ela ija iz eđu le e i 

desne strane asocijativnog pravila.  

Definisanje paterna asocijativnih pravila 

P i e o  etoda azi a i  a pate i a defi isa i  od st a e a alitiča a podataka, 

koje otkrivena asocijativna pravila treba da zadovolje otkriva se samo jedan deo 

asocijativnih pravila, koja zadovoljavaju unapred definisane paterne (Baralis, Cagliero, 

Cerquitelli & Garza, 2012 . P o es otk i a ja aso ijati ih p a ila postaje aču ski 

efikasniji ukoliko su zadati paterni takvi da se mogu ugraditi u algoritme za otkrivanje 
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aso ijati ih p a ila i s a jiti p osto  p et aži a ja Ayad, El-Makky & Taha, 2001; Ng, 

Lakshmanan, Han & Pang, 1998).  

Subjektivne metode za evaluaciju asocijativnih pravila 

Subjektivne mere interesantnosti asocijativnih pravila bazirane na znanju iz od eđe og 
domena primene je vrlo teško jas o defi isati i i ko po i ati u p o es otk i a ja z a ja 

(Tan, Kumar & Srivastava 2004).  

Carvalho, Freitas & Ebecken (2005) ispituju korela iju iz eđu o jekti ih e a 

interesantnosti i stvarnog interesovanja eksperata za otkrivena asocijativna pravila. 

Iz še a je ekspe i e tal a e alua ija azličitih objektivnih mera interesantnosti i 

zaključe o da e postoji e a i te esa t osti koja zaista odgovara stvarnom 

interesovanju eksperata za otkrivena asocijativna pravila (Carvalho, Freitas & Ebecken, 

2005). 

Jeda  od p istupa defi isa ju su jekti ih e a i te esa t osti azi a se a ko išće ju 

konceptnih hijerarhija (Pohle, Spiliopoulou, 2002). Tada se konceptna hijerarhija za dati 

do e  p i e e defi iše u ap ed od st a e ekspe ta, a poto  se mogu otkrivati 

aso ijati a p a ila koja su eočeki a a je  sad že sta ke koje isu lisko po eza e u 

datoj konceptnoj hijerarhiji.  

Još jeda  pristup definisanju subjektivnih mera interesantnosti bazira se na dodeljivanju 

ed osti pojedi i  sta ka a koje se ogu aći u aso ijati o  p a ilu. Otk i a je 

potencijalno interesantnih asocijativnih pravila tada se bazira na otkrivanju onih pravila 

koja sad že vrednije stavke. Ovaj pristup je primenljiv na domen otkrivanja asocijativnih 

p a ila u pot ošački  ko pa a, gde je ed ost sta ki od eđe a p ofito  ili e o  

pojedinih artikala.  

Pregled subjektivnih metoda za evaluaciju asocijativnih pravila dat je u mnogobrojnim 

ist aži a ji a (Hilderman & Hamilton, 2013; Zhang, Zhang, Nie & Shi, 2009). 

Objektivne metode za evaluaciju asocijativnih pravila 

Objektivne metode za evaluaciju asocijativnih pravila uzimaju u obzir samo osobine 

skupa podataka na kome se otkrivaju asocijativna pravila i ne zahtevaju ekspertsko 

z a je. Od a alitiča a podataka zahte a se sa o da spe ifi i a i i al i p ag 
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interesantnosti, radi filtriranja neinteresantnih asocijativnih pravila. U ovu svrhu koriste 

se razne mere interesantnosti, defi isa e kao ate atičke fu k ije, čiji p egled je dat u 
poglavlju 4.1. 
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4 Mere interesantnosti AP algoritama  

U ovom poglavlju dajemo pregled mera interesantnosti asocijativnih pravila, kao i 

predlog modifikovanih metoda za eliminaciju i rangiranje asocijativnih pravila o 

ko išće ju e  sajto a. Cilj p edlože ih etoda je po eća je k aliteta otk i e ih 

aso ijati ih p a ila i jiho e upot e lji osti od st a e a alitiča a podataka. 

4.1 Pregled matematičkih funkcija kao mera interesantnosti 
asocijativnih pravila 

Mate atičke mere interesantnosti koje se koriste za rangiranje otkrivenih asocijativnih 

pravila definisane su na tabeli kontigencije asocijativnog pravila.  

Tabela kontigencije asocijativnog pravila oblika →  data je u Tabeli 4.1. Oznaka  odnosi se na prisustvo skupa elemenata u transakcijama, dok se oznaka ¬  odnosi na 

odsustvo skupa elemenata u transakcijama. Oznaka  predstavlja broj transakcija 

koje sad že skup , oznaka ¬  p edsta lja oj t a sak ija koje e sad že skup . 

Oznaka  odnosi se na , što p edsta lja oj t a sak ija koje sad že 
elemente oba skupa  i . Oznaka  predstavlja ukupan broj svih transakcija u skupu. 

  ¬   

  ¬   ¬  ¬  ¬ ¬  ¬  

  ¬   

Tabela 4.1. Tabela kontigencije za asocijativno pravilo oblika →  

Piatetsky-Shapiro (1991) navodi tri osnovne osobine koje bi bilo koja objektivna mera 

interesantnosti M trebala da zadovolji (Piatetsky-Shapiro, 1991). 

O1: M = 0 ako su X i Y statistički eza is i, od os o ako je � = � �  

O2: M se o oto o po eća a sa �  kada su �  i �  konstantni. 

O3: M monotono opada sa �  (ili sa � ) kada se ostali parametri ne 

menjaju.  
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U tabeli 4.2 dato je  ate atičkih funkcija definisanih na tabeli kontigencije 

asocijativnog pravila, kao i pregled osnovnih osobina koje one ispunjavaju ili 

neispunjavaju kao mere interesantnosti asocijativnih pravila. 

Oso i a O  koju e zado olja aju  od  ate atički fu k ija a ede ih u tabeli 4.2 

je u ekoliko p eošt o fo ulisa a. Na p i e , lift mera ne zadovoljava ovaj uslov, jer je 

njena vrednost jednaka 1 kada su X i Y statistički eza is i, dok je u slučaju poziti e 

ko ela ije eća od , a u slučaju egati e ko ela ije a ja od .  Tako eki ist aži ači 

p edlažu fo ula iju oso i e O  gde se t aži da e a i te esa t osti i a eku 

konstantnu vrednost (a ne obavezno vrednost 0) kada su X i Y statistički eza is i Ta  
et al. 2004).  

Naziv mere Formula O1 O2 O3 

Support �  - + - 

Confidence � |  - + - 

Lift  
�� �  - + + 

Added value � | − �  + + + 

Leverage � | − � �  - + + 

Conviction 
� ¬� � ¬  - + - 

Piatetsky-

Shapiro 
� − � �  + + + 

Odds ratio 
� � ¬ ¬� ¬ � ¬  - + + 

Yule’s Q 
� � ¬ ¬ − � ¬ � ¬� � ¬ ¬ + � ¬ � ¬  + + + 

Yule’s Y 
√� � ¬ ¬ − √� ¬ � ¬√� � ¬ ¬ + √� ¬ � ¬  + + + 

Tabela 4.2. Mate atičke fu k ije kao e e i te esa t osti aso ijati ih p a ila 
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U tabeli 4.2 oznaka � = �  od osi se a e o at oću poja lji a ja skupa sta ki  

u nekoj transakciji. Oznaka � | =  odnosi se na uslo u e o at oću 

pojavljivanja skupa stavki  u nekoj transakciji, kada je poznato da se  u joj takođe 

pojavljuje. Oznaka �  od osi se a e o at oću poja lji a ja ele e ata skupa  i 

skupa  u istoj t a sak iji, od os o aži:  � = � = �   .  

Support e a se ko isti kao e a z ačaja aso ijati og p a ila. Nje a oso i a anti-

o oto osti je p i to e eo a ko is a adi s a je ja p osto a p et aži a ja p iliko  

iz ša a ja algo it a za p o alaže je pote ijal ih aso ijati ih p a ila (poglavlje 3.1).  

Confidence i conviction mere se često ko iste kao e e tač osti aso ijati og p a ila. 

Međuti , o e ogu do esti do z u jujućih ezultata, a očito kada je isok support 

desne strane pravila.  

Conviction e a i a slič osti sa lift e o . Međuti , o a ije si et ič a u od osu a 
levu i desnu stranu pravila, jer uzima se uzima u obzir prisustvo leve, i odsustvo desne 

st a e p a ila u t a sak ija a. I te esa t a či je i a je eđuti  da je conviction 

mera monotona u odnosu na confidence i lift.  

Lift e a se često ko isti u data mining aplikacijama kao mera devijacije u odnosu na 

statističku eza is ost B i  et al. ; B ijs et al. . Međuti , a a lift e e je 

njena osetljivost u odnosu na support leve i desne strane asocijativnog pravila. 

Tendencija je da asocijativna pravila koja imaju nizak support leve ili desne strane 

asocijativnog pravila imaju izrazito visoke lift vrednosti, i obrnuto. Added value i 

Piatetsky-Shapiro mere interesantnosti su srodne sa lift merom, ali nemaju ovu 

osobinu, te se nekada koriste umesto lift mere. 

Odds ratio kao mera interesantnosti odnosi se na odnos izgleda da se do ije azličit 

ezultat slučaj e p o e lji e. Ako e i postojala ko ela ija iz eđu X i Y, tada bi izgled 

da se X p o ađe u t a sak iji t e ao iti jed ak ez o zi a da li Y postoji u toj 

t a sak iji ili e. Tako se od os izgleda da se le a st a a p a ila p o ađe u t a sak iji 

ako o a sad ži ili e sad ži des u st a u p a ila, i o uto, ože ko istiti da se od edi 

s aga ko ela ije iz eđu le e i des e st a e p a ila. V ed osti odds ratio e e k eću se 
od  u slučaju aksi al o egati e ko ela ije, do ∞ u slučaju aksi al o poziti e 
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korelacije. Yule’s Q i Yule’s Y mere interesantnosti su normalizacije u odnosu na odds 

ratio, koje njegovu vrednost svode u interval [− , + ].  

Detalja  p egled ećeg oja ate atičkih fu k ija koje se ogu ko istiti kao e e 

i te esa t osti aso ijati ih p a ila, a dolaze iz azličitih o lasti p i e je e 

matematike, dat je u preglednim radovima (Tan et al. 2004; Geng & Hamilton, 2006; 

Hilderman & Hamilton, 2013). 

4.2 Uticaj mera interesantnosti na kvalitet otkrivenog znanja 

Kao što je izlože o u p ethod i  pogla lji a, i pored velikog broja metoda koje 

po ažu a alitiča i a podataka pri odabiru potencijalno korisnih asocijativnih pravila, 

ova oblast ist aži a ja ostaje aktuel a, a nijedna metoda ne daje dovoljno dobre 

rezultate.  

U slučaju asocijativnih p a ila o po aša ju posetio a e  sajto a, gde postoji 

povezanost web objekata kroz hiperlink strukturu web sajta, dodatno se pogo ša a 
postojeći p o lem generisanja prevelikog broja asocijatvnih pravila. Ogroman je broj 

p a ila sa isoki  ed osti a statističkih e a i te esa t osti, a koja zap a o e 

eflektuju i te eso a ja posetio a za sad žaj e  o jekata, eć su ezultat po eza osti 

web objekata hiperlinkovima, koje su posetioci jednostavno primorani da prate kako bi 

došli do želje ih i fo a ija Cercone & An, 2002; Cooley, 2003;  Dimitrijević & 

Bošnjak, 2014; Kazienko & Pilarczyk, 2008; Liu, 2007; Padmanabhan & Tuzhilin, 2002; 

Sahar, 2010; Zaki, 2004).    

U ilju u laža a ja o og p o le a, u o o  pogla lju p edlaže o primenu 

modifikovanih metoda za eliminaciju neinteresantnih asocijativnih pravila. Pored toga, 

u pogla lju . . p edlaže o p i e u modifikovanih mera interesantnosti asocijativnih 

p a ila o ko išće ju e  sajto a. Primena p edlože ih metoda ima cilj da smanji 

eliči u skupa otkrivenih asocijativnih pravila, i da pomogne da se preostala 

asocijativna pravila kvalitetnije rangiraju. 

U nastavku koristimo terminologiju koja se odnosi spe ifič o a aso ijati a p a ila o 

ko išće ju e  sajto a. Napominjemo da se neke od p edlože ih etoda ogu 
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uopštiti i p i e iti i a d uge ste t a sak io ih aza podataka, što osta lja o a  

domena ove disertacije. 

4.2.1 Definicija statističke Z-score mere asocijativnog pravila 

Ko išće je  statističkih testo a eza is osti kao što je χ2 
 test mogu se otkriti i 

eli i isati aso ijati a p a ila koja po ezuju statistički eza is e skupo e at i uta Liu, 

Hsu & Ma, . Jed a od statističkih e a ko išće a u okviru algoritma za otkrivanje 

statistički op a da ih aso ijati ih p a ila je Z-score mera (Hämäläinen, 2010; 

Dimitrijević & Bošnjak, 2014).  

U ok i u o og ist aži a ja p edlaže o ko išće je )-score mere pri otkrivanju i 

eli i a iji statistički očeki a ih, neinteresantnih asocijativnih pravila, i to na dva 

azličita ači a. U p o  slučaju ko isti o je za otk i a je i eli i a iju aso ijati ih 

p a ila koja po ezuju skupo e e  o jekata koji su statistički eza is i u skupu s ih 

sesija a ači  p edlože  u (Hämäläinen, . U d ugo  slučaju, p edlaže o je o 
ko išće je za otk i a je i eli i a iju aso ijati ih p a ila koja su statistički očeki a a u 

odnosu a opštija p a ila, što je izlože o u a ed i  pogla lji a.  

U ovom poglavlju dajemo osnovne definicije i ota iju eza e za statističku )-score 

e u kada se o a p i e juje a aso ijati a p a ila o ko išće ju e  sajto a. U 

nastavku teksta koristimo ovu notaciju, kao i terminologiju prilagođe u otk i a ju 

asocijativnih pravila u domenu web mining-a. 

Osnovne definicije i notacija 

Neka je � skup svih web objekata datog sajta, i neka je  skup sesija  ∀ , ⊆ �.  

Neka je  skup s ih sesija koje sad že skup e  o jekata ⊆ �.  

Neka su , odnosno  slučaj i događaji koji p edsta ljaju poja ljivanje skupa , 

odnosno skupa  u nekoj sesiji , p i če u su  i   skupovi web objekata   , ⊆ �.  Neka je  slučaj i događaj koji p edsta lja poja lji a je skupa  u 

nekoj sesiji .  

P i o oj ota iji apo i je o da aži: =   , kao i   = . 
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Ako su  i eza is i slučaj i događaji u skupu sesija , tada je e o at oća 

poja lji a ja slučaj og događaja  data kao  = � � , p i če u je � = | |
 , � = | | , = | |.  

Neka je  slučaj a p o e lji a koja uzi a ed ost očeki a og oja poja lji a ja 

slučaj og događaja  u skupu sesija .  ima binomnu raspodelu sa srednjom 

vrednosti � = , varijansom � = −  i standardnom devijacijom  � =√ −  . 

Neka je  st a i oj poja lji a ja slučaj og događaja   u skupu sesija .  

Definicija 4.1 

Z-score kao era statističke za is osti skupo a web objekata   i   u skupu sesija  

defi iše se kao: , = − ��  

Z-s o e oz ača a za koliko sta da d ih de ija ija se iz e e i oj zajed ičkog 

poja lji a ja skupo a X i Y u skupu sesija “ azlikuje od jiho og očeki a og oja 
zajed ičkog poja lji a ja. 

Definicija 4.2 

Z-score kao mera interesantnosti asocijativnog pravila →  , , ⊆ �  defi iše se kao 

Z-score e a statističke za is osti skupova   i   u skupu sesija : → = ,  

Lema 4.1 

Z-s o e je si et iča  u od osu a le u i des u st a u aso ijati og p a ila, od os o 

aži: → = → = ,  

Dokaz:  Sledi direktno iz definicije 4.2. 

Z-s o e ed ost u okoli i ule ukazuje a statističku eza is ost skupova web 

objekata   i  . “hod o to e, aso ijati o p a ilo čija je )-score vrednost u okolini 
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ule se ože eli i isati iz skupa s ih p a ila kao ei te esa t o, od os o statistički 

očeki a o. 

U adu Hä äläi e ,  še a je eli i a ija statistički očeki a ih p a ila, čiji )-

score ne prelazi zadati minimalni Z-score prag. U ok i u o og ist aži a ja na sliča  

ači  ši o eli i a iju statistički očeki a ih aso ijativnih pravila, kao jedan od prvih 

ko aka p ečišća a ja skupa otk i e ih aso ijati ih p a ila o ko išće ju e  sajta. 

Potom primenjujemo i druge metode za eliminaciju pravila koja preostaju u skupu 

otk i e ih p a ila, ali su ipak ei te esa t a a alitiča i a podataka, što je opisa o u 

narednim poglavljima.  

4.2.2 Relacija opšte/specifično asocijativno pravilo 

U ovom poglavlju dajemo formalnu definiciju pojma opšte/spe ifič o aso ijati o 

p a ilo, a ko e su zas o a e etode p edlože e za p ečišća a je skupa asocijativnih 

p a ila o ko išće ju e  sajto a opisa e u a ed i  pogla lji a. P edlože e etode 
su p i e lji e a skupo e podataka u koji a postoji isok stepe  ko ela ije iz eđu 

at i uta koji či e aso ijati a p a ila, kao što je to slučaj sa aso ijati i  pravilima o 

ko išće ju e  sajto a.  

Definicija 4.3 

Ako su skupovi web objekata , ′ ⊆ � takvi da ⊆ ′ onda je ′ opštiji skup e  

o jekata u od osu a spe ifič iji skup e  o jekata . 

Definicija 4.4 

Neka su , ′, ⊆ � skupo i e  o jekata, p i če u aži  ′ = ∅  i  = ∅ . 

Neka je  ′ opštiji skup e  o jekata u od osu a spe ifič iji skup e  o jekata . 

Tada je asocijativno pravilo ′ →   opštije u od osu a spe ifič ije aso ijati o 
pravilo → , dok je asocijativno pravilo → ′ opštije u od osu a spe ifič ije 

asocijativno pravilo →  .  
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4.2.3 Lokalni Z-score kao mera statističke očekivanosti asocijativnog 
pravila u odnosu na opštije asocijativno pravilo 

U ovom poglavlju dajemo definiciju lokalne Z-score mere asocijativnog pravila, koju 

ko isti o p i fo ulisa ju uslo a za eli i a iju aso ijati ih p a ila koja su statistički 

očeki a a u od osu a opštija aso ijati a p a ila.  

4.2.3.1 Opšte definicije i notacija  

Neka ′ oz ača a opštiji skup e  o jekata u od osu a spe ifič iji skup e  o jekata 

.  Neka ′ oz ača a skup s ih sesija koje sad že skup e  o jekata ′, p i če u je | ′| = n’. Neka je ′ slučaj i događaj koji p edsta lja poja lji a je skupa   u 

nekoj sesiji ′.  
Ako su  i  eza is i slučaj i događaji u skupu sesija ′ (odnosno kada je dat 

događaj ′ , tada je e o at oća poja lji a ja slučaj og događaja ′ u skupu sesija ′  data kao: ′ = � ′ = �( | ′) = �( | ′)  = �( | ′) �( | ′)   
Ako dalje oz ači o �′ = �( | ′),  �′ = �( | ′), tada aži 

�′ = | ′|′ = |  ′|′   ,   �′ = | ′|′ = |  ′|′  . 
P i to e aži  �′ = | |′   jer je ′ opštiji skup e  o jekata u od osu a spe ifič iji 

skup web objekata  (definicija 4.3). 

Neka je ′ slučaj a p o e lji a koja uzi a ed ost oja poja lji a ja slučaj og 

događaja ′  u skupu sesija 
′

. Tada ′  ima binomnu raspodelu sa srednjom 

vrednosti �′ = ′ ′ , varijansom �′ = ′ ′ − ′  i standardnom devijacijom  �′ = √ ′ ′ − ′  . 

Neka je ′ iz e e i oj poja lji a ja slučaj og događaja ′ u skupu sesija 
′
. 

Neka su su , ′, ⊆ � skupovi web objekata tak i da aži ′ = ∅  i  = ∅ , i 

neka je ′opštiji skup e  o jekata u od osu a spe ifič iji skup e  o jekata . 
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Ko isteći a ede u notaciju, u nastavku defi iše o lokal i Z-score kao e u statističke 

zavisnosti iz eđu d a skupa e  o jekata (definicija 4.5). Potom defi iše o lokal i Z-

score kao e u statističke očeki a osti aso ijati og p a ila u od osu a opštije 

asocijativno pravilo (definicije 4.6a i 4.6b).  

Definicija 4.5 

Lokalni Z-score kao eru statističke za is osti skupo a e  o jekata      u skupu 

sesija 
′defi iše o kao:   

′ , = ′ − �′�′  ,  č       
′ = | ′| = | ′| = | | �′ = | ′| ∙ ′  
′ = | ′| ∙ | ′|| ′| ∙ | ′| = | ′| ∙ | ′|| ′| ∙ | ′|  = | | ∙ | ′|| ′| ∙ | ′|   

�′ = √| ′| ∙ ′ − ′  

Lokalni Z-s o e p edsta lja e u statističke za is osti skupo a e  o jekata   i  , ali 

u okviru skupa sesija 
′, p i če u je ′ opštiji skup e  o jekata u od osu a 

spe ifič iji skup e  o jekata .  

Preciznije, lokalni Z-s o e oz ača a za koliko sta da d ih de ija ija se iz e e i oj 

zajed ičkog poja lji a ja skupo a e  o jekata   i   razlikuje od njihovog 

očeki a og oja zajed ičkog poja lji a ja u skupu sesija ′
. 

Kada je vrednost 
′ ,  u okolini nule, skupovi web objekata   i    su statistički 

nezavisni u skupu sesija 
′
. 

Definicija 4.6a    

Lokalni Z-score kao eru statističke očeki a osti asocijativnog pravila →  u odnosu 

a opštije asocijativno pravilo ′ →  defi iše o kao lokal i )-score skupova web 

objekata   i  :  

′ → = ′ ,   
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Definicija 4.6b    

Lokalni Z-score kao e u statističke očeki a osti asocijativnog pravila →  u odnosu 

a opštije aso ijati o p a ilo → ′ defi iše o kao lokal i )-score skupova web 

objekata   i  :  

′ → = ′ ,   
Lokalni Z-score asocijativnog pravila u od osu a opštije aso ijati o p a ilo je 

očigled o si et iča  u od osu a le u i des u st a u aso ijati og p a ila. 

4.2.3.2 Uslov za eliminaciju statistički očekivanih asocijativnih pravila u 
odnosu na opštija asocijativna pravila 

Definicija 4.7a    

Neka je ′ opštiji skup e  o jekata u od osu a spe ifič iji skup e  o jekata . 

Neka u skupu svih asocijativnih pravila postoje asocijativna pravila →   i  ′ → . 
Asocijativno pravilo →  smatra se statistički očeki a o u od osu a opštije 

asocijativno pravilo ′ →  ako aži ′ , < . 

Definicija 4.7b 

Neka je ′ opštiji skup e  o jekata u od osu a spe ifič iji skup e  o jekata . 

Neka u skupu svih asocijativnih pravila postoje asocijativna pravila →  i → ′. 
Asocijativno pravilo →  smatra se statistički očeki a o u od osu a opštije 

asocijativno pravilo → ′ ako aži ′ , < . 

Asocijativno pravilo koje je statistički očeki a o u od osu a opštije asocijativno 

pravilo koje takođe postoji u skupu s ih otk i e ih p a ila ože se eli i isati iz skupa 

otkrivenih pravila kao neinteresantno. Pri tome, uslov za eliminaciju dozvoljava 

a i a je st a og oja zajed ičkog poja lji a ja skupo a  i  u odnosu na njihov 

očeki a i oj zajed ičkog poja lji a ja u skupu sesija ′, og a iče o pa a et o  

, koji  se defi iše aksi al i oj standardnih devijacija za ovo variranje. 

U ok i u ekspe i e tal og ist aži a ja pogla lje  še a je eli i a ija statistički 

očeki a ih aso ijati ih p a ila u od osu a opštija aso ijati a p a ila, koja su 

otkrivena u stvarnim skupovima podataka. Pri tome parametar  uzima vrednosti 
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iz uo ičaje og intervala od 2 do 4, a alog o p ethod o  ist aži a ju (Hämäläinen, 

2010). 

Opšta defi i ija statistički očeki a og aso ijati og pravila u odnosu na opštije 

asocijativno pravilo data definicijama 4.7a i 4.7b obuhvata dva azličita slučaja: 

1. Asocijativna pravila statistički očeki a a u odnosu na opštija asocijativna 

pravila manje duži e – slučaj az at a  u pogla lju 4.2.4 

2. Asocijativna pravila statistički očeki a a u od osu a opštija asocijativna 

pravila jed ake duži e, koja postoje u prisustvu konceptne hijerarhije web 

objekata – slučaj az at a  u pogla lju . .6.  

P edlože i metod eliminacije statistički očeki a ih p a ila u p isust u opštijih p a ila je 

upo eđe  sa dva postojeća etoda koji a se eli i išu t i ijal a, od os o očeki a a 

asocijativna pravila u poglavlju 4.2.7. Motivacija za eliminaciju asocijativnih pravila 

p i e o  p edlože e etode potkrepljena je primerima asocijativnih pravila iz 

stvarnih skupova podataka u poglavlju 4.2.8. 

4.2.4 Eliminacija statistički očekivanih asocijativnih pravila u odnosu 

na opštija asocijativna pravila manje dužine 

U ovom poglavlju razmatramo eli i a iju dužih aso ijati ih p a ila, ukoliko su o a 
statistički očeki a a u od osu a k aća i opštija aso ijati a p a ila.  

Definicija 4.8 

Neka su su , ⊆ �  skupo i e  o jekata p i če u aži = ∅ . Duži u 
asocijativnog pravila →  defi iše o kao ka di alitet skupa . 

Lema 4.2a    

Neka su , ′, ⊆ � skupovi web objekata tak i da aži ′ ⊂ , = ∅. Tada je 

asocijativno pravilo ′ →  k aće od asocijativnog pravila → . 

Dokaz:  ′ ⊂ ⇒ | ′ | < | | ⇒ ′ →   ć   →  def. .8   
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Lema 4.2b    

Neka su , ′, ⊆ � skupovi web objekata tak i da aži ′ ⊂ , = ∅. Tada je 

asocijativno pravilo → ′ k aće od asocijativnog pravila → . 

Dokaz: analogno lemi 4.2a. 

Lema 4.3a    

Neka su , ′, ⊆ � skupovi web objekata tak i da aži ′ ⊂ , = ∅. Tada je 

asocijativno pravilo ′ →  opštije u od osu a asocijativno pravilo → . 

Dokaz:  ′ ⊂ ⇒ ∀ ⊆ s ⇒ ′ ⊆ s ⇒ ⊆ ′ ⇒ ⇒ ′ →  je opštije asocijativno pravilo u odnosu na →  . .  

Asocijativno pravilo →  za koje postoji k aće asocijativno pravilo oblika ′ → , 

takvo da je ′ ⊂  ože se eli i isati iz skupa s ih aso ijati ih p a ila ako je →  

statistički očeki a o u od osu a ′ →  (definicija 4.7a).  

Lema 4.3b    

Neka su , ′, ⊆ � skupovi web objekata tak i da aži ′ ⊂ , = ∅. Tada je 

asocijativno pravilo → ′ opštije u odnosu na asocijativno pravilo → . 

Dokaz: analogno lemi 4.3a. 

Asocijativno pravilo →  za koje postoji k aće asocijativno pravilo oblika → ′, 
takvo da je ′ ⊂ , ože se eli i isati iz skupa s ih aso ijati ih p a ila ako je →  

statistički očeki a o u od osu a → ′ (definicija 4.7b). 

U okviru softverskog sistema (poglavlje 5) implementiran je algoritam za eliminaciju 

asocijativnih pravila statistički očeki a ih u od osu a k aća i opštija p a ila. 

Eli i a ija se ši p e a i oi a duži e asocijativnih pravila, poče ši od ajdužih, 

za ši ši sa eli i a ijo  aso ijati ih p a ila duži e . K atka aso ijati a p a ila 

duži e  ije oguće eli i isati o o  etodo . Rezultati ekspe i e tal og 
ist aži a ja gde je o a eli i a ija p imenjena na stvarne skupove otkrivenih 

asocijativnih pravila data je u poglavlju 6.2.3.  
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4.2.5 Konceptna hijerarhija web objekata  

U o o  pogla lju defi iše o ko ept u hije a hiju e  o jekata, koja se ože 
ge e isati a os o u aso ijati ih p a ila o ko išće ju e  sajto a čija je ed ost 

o fide e e e p i liž o jed aka . P i to e, ed ost o fide e e e 

asocijativnog pravila → , gde su , ⊆ � skupovi web objekata je u skladu sa 

opšto  defi i ijo  o fide e e e defi i ija .  data kao: 

→ = | || | = | || |  

Kao što pot đuju oj a ekspe i e tal a ist aži a ja, u skupu aso ijati ih p a ila o 

korišće ju e  sajto a postoji z ata  oj p a ila sa ed osti a confidence mere u 

okolini 1 (Hua g, ; Hua g & A , ; Di it ije ić & Boš jak, . Ovo su 

ajčešće k atka asocijativna pravila oblika → ′, p i če u su  i ′ web stranice. 

Ovakva p a ila se o ič o ja ljaju u jed o  od d a slučaja: 

1) Na web stranici ′ se nalazi direktan hiperlink ka web stranici , i to je jedini 

hiperlink ka web stranici  na web sajtu. 

2) Na web sajtu postoji hijerarhijski meni na kome je web stranica ′ direktno 

ad eđe a sta ka za e  st a i u , i jedi i ači  da se poseti e  st a i a  je 

ako se prethodno poseti web stranica ′. 
U a ede i  slučaje i a kada postoji tak a hipe li k st uktu a e  sajta gde je e  

stranica  hije a hijski di ekt o pod eđe a eb stranici ′, i jedi i ači  da se poseti 

web stranica  je ako se prethodno poseti web stranica ′, ože o s at ati da je e  

stranica  potkoncept u odnosu na web stranicu ′, koja je njen direktni natkoncept.  

Pored toga, asocijativna pravila sa maksimalnom confidence vrednosti se javljaju i u 

slučaju kada eki od irelevantnih e  o jekata ug ađe ih u neku web stranicu 

g eško  ije eli i isa  toko  p etp o esi a ja e  log podataka. Tada postoji 
asocijativno pravilo → ′, → ′ = , gde je ′ e  st a i a koja sad ži 

ug ađe  e  o jekat . U to  slučaju će etodom eliminacije asocijativnih pravila 

datom u poglavlju . .  eći a drugih aso ijati ih p a ila koja sad že e  o jekat  

biti eliminisana kao statistički očeki a a u od osu a odgo a ajuća aso ijati a p a ila 

koja sad že e  st a i u ′, i eće opte eći ati skup otk i e ih aso ijati ih p a ila. 



45 

 

Definicija 4.9 

Ako su , ′ � web objekti i postoji asocijativno pravilo → ′ , → ′ = , 

tada je ′ natkoncept u odnosu na . 
Ko isteći s a p a ila → ′ čija je ed ost o fide e e e jednaka 1, ože se 

ekstrahovati deo konceptne hijerarhije web sajta. Ovako generisana konceptna 

hije a hija e ože o uh atiti s e eze tipa potko ept/ atko ept iz eđu e  

st a i a sajta, za čega i ideal o ilo ko sulto ati ekspe tsko z a je, ali p edsta lja 

aproksimaciju dela konceptne hijerarhije web sajta.  

P ed osti ko išće ja o ako defi isa e ko ept e hije a hije su:  

 Zasniva se na strogo definisanim pravilima otkrivenim analizom samih 

podataka. 

 Ne zahte a se ko išće je ekspe tskog z a ja. 

 Ne og a iča a se na web sajtove gde su srodne web stranice organizovane ili 

o eleže e a od eđe i ači .  

 Ne zahte a se pa si a je hipe li k st uktu e e  sajta, što ože iti 
kompleksan zadatak. 

Pri ekstrahovanju ovakve konceptne hijerarhije treba uzeti u obzir da postoji 

oguć ost da ed ost o fide e e e p a ila → ′ bude visoka, ali ne i jednaka 1, 

a da p i to e ipak postoji eza potko ept/ atko ept iz eđu e  st a i a  i ′ kao 

u go e a ede i  slučaje i a  i . Na primer, oguće je da jeda  deo sesija koje 

sad že e  st a i u  e sad ži e  st a i u ′ sa o zato što jeda  deo posetio a 

e  sajta ču a di ekta  „bookmark  na web stranicu , ili je pronalazi direktno preko 

e  p et aži ača, ez p ethod e posete počet oj st a i i e  sajta, i ez posete eb 

stranici ′. Iz tog razloga uvodimo definiciju 4.9a: 

Definicija 4.9a 

Ako su , ′ � web objekti i postoji asocijativno pravilo → ′ , → ′ = −
, gde je  nenegativna mala vrednost, tada je ′ natkoncept u odnosu na  . 
U skladu sa gore navedenim, prilikom ekstrahovanja konceptne hijerarhije u okviru 

ekspe i e tal og ist aži a ja pogla lje  ko isti o i i al i p ag vrednosti 

confidence mere pravila → ′, koji je ešto a ji od .   
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4.2.6 Eliminacija statistički očekivanih asocijativnih pravila u odnosu 

na opštija asocijativna pravila jednake dužine 

U ovom poglavlju razmatramo eliminaciju asocijativnih pravila koja su statistički 
očeki a a u od osu a opštija aso ijati a p a ila jed ake duži e, u p isust u relacije 

„natkoncept .  

Napomena: U nastavku koristimo  kao sk aće u oz aku za { }, p i če u �, ⊆ �. Takođe ko isti o  kao sk aće u oz aku za { }. 
Lema 4.4a 

Neka su , ′ �  web objekti takvi da postoji asocijativno pravilo  → ′,→ ′ = .  Neka su , ⊆ � skupovi web objekata takvi da aži  ≠ ∅,  = ∅, , ′ .  Tada je asocijativno pravilo ′ →  opštije u od osu a 

asocijativno pravilo  → . 
Dokaz:   → ′ =  ⇒ | � �′|| �| =  ⇒  | � �′| = | �|  ⇒ | �|| �′| = | �|  ⇒   � ⊆ �′ ⇒  � ⊆ �′ ⇒  ′ →   š  . .  →  def .  

Lema 4.4b 

Neka su , ′ �  web objekti takvi da postoji asocijativno pravilo  → ′,→ ′ = .  Neka su , ⊆ � skupovi web objekata takvi da aži ≠ ∅,  = ∅, , ′ .  Tada je asocijativno pravilo → ′  opštije u od osu a 

spe ifič ije aso ijati o p a ilo  → . 
Dokaz:  Analogno dokazu leme 4.4a. 

Dakle, asocijativno pravilo oblika →  ože se eli i isati iz skupa s ih aso ijati ih 

pravila ako je ono statistički očeki a o u od osu a eko asocijativno pravilo oblika ′ →  (definicija 4.7a). Analogno tome, asocijativno pravilo oblika →  ože se 

eliminisati iz skupa svih asocijativnih pravila ako je ono statistički očeki a o u od osu 

na neko asocijativno pravilo oblika → ′  (definicija 4.7b). 

) ačaj o e etode eli i a ije je i u to e što je o a p i e lji a kako a duga, tako i 
na kratka asocijativna pravila (pravila koja imaju samo po jednu web stranicu sa obe 
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strane), koja su zbog svoje jed osta osti ajčešće ko išće a od st a e a alitiča a 
podataka (Kazienko, 2009; Schafer, Konstan & Riedl, 2001). 

Eliminacija otkrivenih asocijativnih pravila prema lemama 4.4a i 4.4b implementirana 

je u okviru softverskog sistema (poglavlje 5). U eksperime tal o  ist aživanju ova 

metoda eliminacije je primenjena na asocijativna pravila koja preostaju u skupu 

otkrivenih pravila posle primene svih ostalih p edlože ih metoda eliminacije (poglavlje 

6.2.4). 

4.2.6.1 Specijalan slučaj – klaster pravila 

“pe ijala  slučaj ela ije „natkoncept  je situacija u kojoj postoji iklič a st uktu a, gde 
su dve ili iše web stranice eđuso o u ela iji potko ept/ atko ept, i to u o a 

pravca.  

Lema 4.5a 

Neka su , ′ � web objekti takvi da postoje asocijativna pravila → ′,  ′ → , → ′ = , ′ → = . Neka su , ⊆ � skupovi web objekata takvi 

da aži ≠ ∅,  = ∅, , ′ .  Tada su ed osti statističkih e a 
interesantnosti asocijativnih pravila  ′ →   i  →  jednake. 

Dokaz: → ′ =  ∧ ′ → =  ⇒ � = �′ ⇒ � = �′
  

“ledi da su ed osti s ih e a i te esa t osti koje su azi a e a eliči i 

skupo a sesija koje sad že le u i/ili des u st a u aso ijati og p a ila jed ake 
za ova dva pravila. 

Lema 4.5b 

Neka su , ′ � web objekti takvi da postoje asocijativna pravila → ′,  ′ → , → ′ = , ′ → = . Neka su , ⊆ � skupovi web objekata takvi 

da aži ≠ ∅,  = ∅, , ′ .  Tada su ed osti statističkih e a 

interesantnosti asocijativnih pravila  → ′   i  →   jednake. 

Dokaz: Analogno dokazu leme 4.5a. 

Asocijativna pravila oblika ′ →   i  → , odnosno oblika → ′   i  →  za 

koje aži le a .5a, odnosno lema 4.5b, nazivamo klaster pravilima.  
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U ko k et i  skupo i a podataka za koje je še o ekspe i e tal o ist aži a je 

pogla lje  postoje sa o slučaje i gde su d e e  st a i e eđuso o u ela iji 
potko ept/ atko ept. U opšte  slučaju, gde su iše „klaster  web stranica 

eđuso o u ela iji „potkoncept/natkoncept , postojao i čita  „klaster  

aso ijati ih p a ila sa jed aki  ed osti a statističkih e a i te esa t osti. 

Očigled o, klaste  p a ila su su iš a u skupu s ih p a ila. Do olj o je zad žati jedno od 

p a ila koje či e klaste , koje je tada p edsta ik klaste a, a eli i isati ostala p a ila iz 

klastera kao trivijalna.  

O zi o  da su klaste  p a ila t i ijal a i da je jiho a eli i a ija aču ski jed osta a, 
u ok i u ekspe i e tal og ist aživanja o a p a ila se eli i išu u p o  ko aku 

p ećišća a ja skupa otk i e ih aso ijati ih p a ila poglavlje 6.2.1). Potom se 

primenjuju ostale kompleksnije etode eli i a ije statistički očeki a ih p a ila, na 

skup asocijativnih pravila prethodno p ečišćen eliminisanjem klaster pravila. 

4.2.7 Poređenje sa prethodnim istraživanjima 

Otkrivanje generalizovanih asocijativnih pravila 

Klasič a etoda za otkrivanje generalizovanih asocijativnih pravila prvi put je 

p edlože a u adu Srikant & Agrawal, 1997), a potom ko išće a u brojnim 

ist aži a ji a (Hong, Lin & Wang, 2003; Kotsiantis & Kanellopoulos, 2006; Tseng & Lin, 

2007; Yang, 2005). Metoda se azi a a očeki a oj ed osti o fide e e e 

spe ifič og p a ila u od osu a k aća, opštija p a ila. Prvi korak pri generalizaciji 

asocijativnih pravila je generisanje novih asocijativnih pravila u kojima su atributi 

zamenjeni njihovim natkonceptima iz zadate konceptne hijerarhije, unapred definisane 

od st a e ekspe ta. Poto  se ši eli i a ija o ih spe ifič ijih p a ila čija je 

o fide e ed ost očeki a a u od osu a o fide e ed ost opštijih p a ila.  

U nastavku ovog poglavlja povezujemo pomenutu metodu generalizacije asocijativnih 

pravila sa relacijom „opštije/spe ifič ije  asocijativno pravilo. Potom dajemo paralelu 

iz eđu očeki a e o fide e e e generalizovanog asocijativnog pravila i lokalne Z-

score mere definisane u poglavlju 4.2.3. 
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U okviru pomenute klasič e metode generalizacije, asocijativno pravilo  se eli i iše 

iz skupa svih pravila ukoliko aži  < ∙ ,  p i če u  je M zadati 
koeficijent, dok  oz ača a očeki a i o fide e p a ila  u odnosu na 

eko opštije p a ilo ′.  
U za is osti od toga da li se skup at i uta koji je opštiji/spe ifič iji nalazi sa leve ili 

desne strane pravila , odnosno pravila ′, Srikant & Agrawal (1997) razlikuju dva 

slučaja:  

1. Opštiji ko ept se alazi sa le e st a e p a ila, od os o p a ilo  je oblika → , a pravilo ′ je oblika ′ → , p i če u je ′ opštiji skup at i uta u 
odnosu na skup atributa . Tada je očeki a i o fide e defi isa  kao: → = ′ →  

2. Opštiji ko ept se alazi sa des e st a e p a ila, od os o p a ilo  je oblika → , a pravilo ′  oblika → ′, p i če u je ′ opštiji skup at i uta u 
odnosu na skup atributa . Tada je očeki a i o fide e defi isa  kao: →  = → ′) ∙ ′ →  

Le a a .  i .  pokazuje o da aso ijati a p a ila čiji je confidence jednak 

očeki a o  u od osu a eko opštije p a ilo, imaju lokalni Z-score upravo jednak 0.  

Lema 4.6 

Neka su su , ′, ⊆ � skupovi web objekata tak i da aži ′ = ∅,  = ∅  i  ′ →  je opštije aso ijati o p a ilo u od osu a →  (def. 4.4). Tada aži: ′ → =     → = ′ → ).  

Dokaz:   ⊆ ′ . . ;  . .  ⇒ ′ =    

′ → =    | ′| = | ′| ∙ | ′|| ′|    . .  

  | | = | | ∙ | ′|| ′|    
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  | || | = | ′ || ′|     → = ′ → . 

Lema 4.7 

Neka su su , ′, ⊆ � skupovi web objekata tak i da aži ′ = ∅,  = ∅  i  → ′ je opštije aso ijati o p a ilo u od osu a →  (def. 4.4). Tada aži: ′ → =     → = → ′) ∙ ′ →  

Dokaz:   ⊆ ′ . . ;  . .  ⇒ ′ =    → =  → ′) ∙ ′ →     
 | || | = | ′|| | ∙ | ′|| ′|   
 | ′| = | ′| ∙ | ′|| ′|    
 ′ → =   . . . 

)aključuje o da će p edlože i  postupko  eli i a ije statistički očeki a ih p a ila 
baziranim na lokalnoj Z-score meri svakako biti eliminisana pravila koja imaju tač o 

očeki a u ed ost o fide e e e u od osu a eko opštije p a ilo. Međuti , 

s at a o da je u od osu a etod ko išće  u Srikant & Agrawal, 1997), gde se odnos 

očeki a e i st a e ed osti o fide e e e poredi sa zadatom konstantnom M, 

statistički opravdanije koristiti lokalnu Z-score meru za utvrđi anje statističke 

očeki a osti aso ijat ih p a ila u od osu a opštija p a ila.  

Eliminacija trivijalnih pravila 

U radovima (Webb & Zhang, 2002) i (Huang & Webb, 2005) ši se eli i a ija 

takozvanih trivijalnih pravila. Za razliku od metode za otkrivanje generalizovanih 

asocijativnih pravila (Srikant & Agrawal, 1997), eliminacija trivijalnih pravila ne 

pod azu e a ko išće je ilo kak e ko ept e o tologije.  
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P e ede o a ota iju ko išće u u ovoj disertaciji, u radovima (Webb & Zhang, 2002) i 

(Huang & Webb, 2005) asocijativno pravilo oblika →  oz ače o je kao trivijalno ako 

postoji kraće asocijativno pravilo ′ →  tak o da aži ′ ⊂  i → =′ → ). Lemom 4.6 dokazano je da su ovako definisana trivijalna pravila 

spe ijala  slučaj o uh aće  opšti  uslo o  eli i a ije aso ijati ih p a ila statistički 
očeki a ih u od osu a opštija aso ijati a p a ila pogla lje . . .  

Korišćenje konceptne ontologije 

Brojna ist aži a ja p edlažu ko išće je o tologije ko epata defi isa e od st a e 
ekspe ta, p i če u se p a i api a je iz eđu e  st a i a i opštijih ko epata. Na 

primer, ovakva ontologija se koristi za po eća je kvaliteta predikcije posete sledećoj 

web stranici u ist aži a ji a (Becker & Vanzin, 2010;  Mabroukeh & Ezeife, 2009). 

“lič iji aše  ist aži a ju je ad Senkul & Salin, 2012), gde se p edlaže ko išće je 

konceptne hijerarhije za po eća je k aliteta otk i e ih aso ijati ih p a ila o 

po aša ju ko is ika e  sajto a. O aj etod se takođe osla ja a ekspertsku 

konceptnu hijerarhiju u cilju smanjenja broja otkrivenih pravila. Međuti , ana ovog 

p istupa je što se gu i nivo granularnosti i fo a ije sad ža e u otkrivenim 

asocijativnim pravilima. Umesto url web stranica, otkrivena asocijativna pravila sad že 
samo podatke o konceptima kojima web stranice pripadaju (Senkul & Salin, 2012). U 

ok i u ist aži a ja (Lee, Lo & Fu, 2011) hijerarhijska struktura foldera aproksimira 

konceptnu hijerarhiju, na kojoj se bazira p edlože i etod za po eća je tač osti 

p edik ije sledeće poseće e st a i e. Ma a o og p istupa je jego a og a iče ost a 
web sajtove organizovane u okviru hijerarhijske strukture folde a, p i če u su nazivi 

foldera vidljivi u samoj url adresi web stranica. 

Jedna od prednosti metode p edlože e u okviru ove disertacije je što se ona oslanja na 

statistički alid u e u očeki a osti aso ijati ih p a ila u od osu a opštija 

asocijativna pravila. Pored toga, etoda ije og a iče a a eku od eđe u stu e  

sajtova, niti se zahteva ekspertsko znanje pri definisanju konceptne hijerarhije. Iako se 

ne menja granularnost otkrivenih asocijativnih pravila, koja i dalje sad že i fo a iju o 

url adresi zahte a ih e  st a i a, eliči a skupa otk i e ih p a ila se znatno 

s a juje, či eći ga upot e lji iji  za a alitiča e podataka.  
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4.2.8 Primeri iz stvarnog skupa podataka 

U o o  pogla lju defi i iju uslo a za eli i a iju statistički očeki a ih p a ila u 
p isust u opštijih p a ila potk epljuje o p i e i a iz st a og skupa podataka o 

ko išće ju e  sajta Fakulteta o ga iza io ih auka u Beog adu.  

Br Levo Desno Conf Lift Z L-Z 

1 
/istrazivanjeirazvoj/index.html   

/vesti/index.html 
/ofakultetu/index.html 0.33 5.7 10.3 < 2.0 

1a /istrazivanjeirazvoj/index.html /ofakultetu/index.html 0.32 5.6 15.7 --- 

2 /vesti/Konkursdrstudije2013.pdf /postdiplomske/index.html 0.37 4.2 16.2 < 2.0 

2a /postdiplomske/doktorske/index.html /postdiplomske/index.html 0.34 3.9 22.6 --- 

3 /ofakultetu/index.html /osnovnestudije/isit/index.html 0.13 2.0 9.6 < 2.0 

3a /ofakultetu/index.html /osnovnestudije/index.html 0.37 2.1 17.4 --- 

3b /osnovnestudije/index.html /osnovnestudije/isit/index.html 0.33 5.2 70.8 --- 

Tabela 4.3. P i e i statistički očeki a ih p a ila u p isust u opštijih p a ila 

U Tabeli 4.3 dato je sedam pravila otkrivenih u  ovom skupu podataka. Kolona „Levo  

sad ži skup at i uta a le oj st a i p a ila, a kolo a „Desno  sad ži skup at i uta a 

des oj st a i p a ila. P a ilo sa ed i  oje   sad ži d a at i uta sa le e st a e, dok 

su ostala p a ila k atka, od os o sad že po jeda  at i ut sa o e st a e.  

Kolone „Conf , „Lift  i „Z  sad že ed osti o fide e, lift i )-score mere 

interesantnosti za svako pravilo, posmatrano u skupu svih web sesija. Ove vrednosti su 

po iše e za s a p a ila, što z ači da su s a p a ila oz ače a kao pote ijal o 

i te esa t a a alitiča u podataka ako se uz u u o zi  sa o o e statističke e e 
interesantnosti.  

Kolona „L-Z  sad ži ed ost lokal e Z-score e e u od osu a opštije aso ijati o 

pravilo. Za pravila 1a, a, a i  e postoji opštije p a ilo u skupu s ih p a ila, pa je 

vrednost lokalne Z-score mere nedefinisana. Za pravila sa rednim brojevima 1, 2 i 3 

vrednost lokalne Z-score mere u od osu a opštije p a ilo je iska (manja od 2.0). Ova 

pravila su označe a za eli i a iju kao statistički očeki a a u p isust u opštijih p a ila, 

sa dozvoljenim pragom devijacije = . .   
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Pravilo sa ed i  oje   je statistički očeki a o u od osu a opštije i k aće p a ilo 

1a (slučaj az at a  u pogla lju . . ). Primetimo da je pri tome confidence vrednost 

p a ila  p i liž o jed aka o fide e ed osti p a ila a kolo a „Conf , što je u 

skladu sa očeki a o  confidence vrednosti (Srikant & Agrawal, 1997).  

Pravilo sa ed i  oje   je statistički očeki a o u od osu a opštije p a ilo a, p i 
če u je {/postdiplomske/doktorske/index.html} opštiji ko ept u od osu a 

{/vesti/Konkursdrstudije2013.pdf} slučaj az at a  u pogla lju . . . Primetimo da je 

pri tome o fide e ed ost p a ila  p i liž o jed aka o fide e ed osti p a ila 

2a (kolona „Conf , što je takođe u skladu sa očeki a o  confidence vrednosti.  

P a ilo sa ed i  oje   je statistički očeki a o u od osu a opštije p a ilo a, p i 

če u je {/osnovnestudije/index.html} opštiji ko ept u od osu a {/osnovnestudije-

isit/index.html} slučaj az at a  u pogla lju . . . Pri tome, confidence vrednost 

p a ila  je p i liž o jed aka p oiz odu o fide e ed osti p a ila a i p a ila  

(kolona „Conf , što je takođe u skladu sa očeki a o  confidence vrednosti.  

U skladu sa defi isa i  uslo i a za eli i a iju spe ifič ijih p a ila u p isust u opštijih 
pravila (definicije 4.7a i 4.7b), p a ila ,  i  iće eli i isa a iz skupa s ih p a ila. O a 

pravila su ei te esa t a i z u juju a alitiča a podataka je  su t i ijal a, od os o 

očeki a a u od osu a opštija pravila 1a, 2a, odnosno 3a. Pri tome, pravila 1 i 2 bila bi 

visoko rangirana primenom standardnih mera interesantnosti (kolone Conf, Lift i Z), 

či e bi dodat o z u ji ala a alitiča e podataka. 

4.3 Mere interesantnosti u web mining-u  

Nakon eliminacije neinteresantnih asocijativnih pravila primeno  etoda p edlože ih 

u prethodnom poglavlju, mogu se koristiti standardne statističke e e i te esa t osti 
za rangiranje potencijalno korisnih asocijativnih pravila (poglavlje 4.1). Međuti , ove 

e e i te esa t osti defi isa e su pod azu e ajući nezavisnost atributa koji či e 

asocijativno pravilo. Asocijativna pra ila o ko išće ju e  sajto a koja sad že e  
stranice povezane meni i hiperlink strukturom web sajta mogu imati „neopravdano  

po iše e ed osti sta da d ih statističkih mera interesantnosti.  
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Čak i posle eliminacije statistički očeki a ih p a ila p i e o  etoda p edlože ih u 

poglavlju 4.2, u skupu otkrivenih asocijativnih pravila ože p eostati znatan broj 

p a ila čije ed osti sta da d ih statističkih e a i te esa t osti e odgo a aju 

jiho oj st a oj i te esa t osti sa sta o išta a alitiča a podataka.   

U ovom poglavlju p edlaže o odifika iju mera interesantnosti jednog dela 

aso ijati ih p a ila o ko išće ju e  sajto a, koja su deli ič o očeki a a i e p e iše 

i te esa t a a alitiča i a podataka, a ipak i aju po iše e ed osti statističkih e a 

i te esa t osti. “ at a o da se a o aj ači  rednosti mera interesantnosti 

asocijativnih pravila o ko išće ju e  sajto a p i ližavaju njihovoj stvarnoj 

interesantnosti sa sta o išta a alitiča a podataka. 

4.3.1 Lokalna interesantnost asocijativnih pravila u odnosu na 

zajednički natkoncept 

P edlože a odifikacija interesantnosti odnosi se na asocijativna pravila čija le a i 

desna strana sad že e  st a i e koje su potko ept zajed ičkog natkoncepta u okviru 

konceptne hijerarhije definisane u poglavlju 4.2.3. Kada se statističke e e 
interesantnosti, čija se ed ost aču a u od osu a eliči u skupa s ih sesija primene 

na ovakva pravila, ona bivaju „nepravedno  visoko rangirana.  

P edlaže o da se na takva asocijativna pravila primene e e i te esa t osti čija se 

ed ost aču a lokal o, u skupu sesija koje sad že zajed ički atko ept. Obzirom da 

je eliči a o og skupa z at o a ja od eliči e skupa s ih sesija, ed osti statističkih 

mera interesantnosti, kao što su lift, added value i Z-score a o aj ači  se znatno 

smanjuju.  

Na primer, vrednost lokalne mere interesantnosti kratkog asocijativnog pravila oblika → , p i če u su   i   web stranice, čiji je zajed ički natkoncept web stranica  ′, ože se tu ačiti a sledeći ači . Posetio i e  sajta koji su posetili e  st a i u ′, i pri tome su takođe posetili e  st a i u , zainteresovani su i za web stranicu 

, sa od eđe i  stepenom poverenja.  
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4.3.2 Definicija lokalnih mera interesantnosti 

U asta ku defi iše o uslo  pod koji  p edlaže o p i e u lokal e e e 
i te esa t osti aso ijati ih p a ila defi i ija . . Poto  defi iše o sledeće lokalne 

mere interesantnosti: lokalni lift (definicija 4.11), lokalni added value (definicija 4.12) i 

lokalni Z-score (definicija 4.13). 

Napomena: U nastavku i dalje koristimo  kao sk aće u oz aku za { }, i  kao 

sk aće u oz aku za { }, �, ⊆ �. 
Definicija 4.10 

Neka su , , ′ � web objekti takvi da je ′ natkoncept za  i za  (def. 4.9). Neka 

su , ⊆ � skupovi web objekata takvi da aži , , ′ , = ∅. Tada 

asocijativno pravilo oblika →  zadovoljava uslov za definisanje lokalnih mera 

interesantnosti. 

Primetimo da pod uslo i a dati  defi i ijo  .  aži:  � , � ⊆ �′
, odnosno da 

su  i  spe ifič iji skupovi at i uta u od osu a opštiji skup at i uta { ′} 

(def.4.3).  

Lokalni lift 

Standardna lift mera asocijativnog pravila (poglavlje 4.1) primenjena na asocijativna 

p a ila o ko išće ju e  sajto a opšteg oblika → , , ⊆ �, = ∅, koja su 

otkrivena u skupu sesija  ože se iz aziti a sledeći ači : 

→ = �� � = | || || || | ∙ | || | = | | ∙ | || | ∙ | |  
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Definicija 4.11 

Za asocijativno pravilo oblika →  koje zadovoljava uslove date definicijom 

4.10, defi iše o lokalni lift kao meru interesantnosti: 

→ = | � � || �′|| � || �′| ∙ | � || �′| = | � � | ∙ | �′|| � | ∙ | � |  

4.3.2.1 Lokalni added value  

Standardna added value mera interesantnosti asocijativnog pravila (poglavlje 4.1) 

p i e je a a aso ijati a p a ila o ko išće ju e  sajto a opšteg o lika → , , ⊆ �, = ∅, koja su otkrivena u skupu sesija  ože se iz aziti a sledeći 

ači : 

� → = � | − � = | || | − | || | = | || | − | || |  

Definicija 4.12 

Za asocijativno pravilo oblika →  koje zadovoljava uslove date definicijom 

4.10, defi iše o lokalni added value kao meru interesantnosti: 

� → = | � � || � | − | � || �′| = | � � || � | − | � || �′|  

4.3.2.2 Lokalni Z-score kao mera interesantnosti  

Standardna Z-score mera interesantnosti asocijativnog pravila o ko išće ju web sajtova 

opšteg o lika →  data je definicijom 4.2 (poglavlje 4.2.1).  
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Definicija 4.13 

Za asocijativno pravilo oblika →  koje zadovoljava uslove date definicijom 

4.10, defi iše o lokalni Z-score kao meru interesantnosti u skupu sesija �′
: 

�′ → = ′ − �′�  ,  č   

′ = | � � | , �′ = | �′| ∙ ′ , 
′ = | � | ∙ | � || �′| ∙ | �′|   , �′ = √| �′| ∙ ′ − ′  

 

O zi o  da aži | �′| | |, ože se pokazati da za s aku p ethod o defi isa u 
lokalnu meru interesantnosti �  azi a u a sta da d oj statističkoj e i 

interesantnosti � aži: � → � → . 

Tri prethodno definisane lokalne mere interesantnosti (lokalni lift, lokalni added value i 

lokalni Z-score) su ko išće e u ekspe i e tal o  ist aži a ju pogla lje .  i 
implementirane u softverski sistem (poglavlje 5.6). Po analogiji, relativno je 

jednostavno definisati i druge lokalne mere interesantnosti bazirane na standardnim 

statistički  e a a pogla lje . . P i to e, t e a i ati u idu da eke e e 
i te esa t osti, kao što je o fide e, e za ise od eliči e skupa s ih sesija. )a tak e 

mere interesantnosti nema smisla definisati lokalnu meru, jer bi ona za svako 

asocijativno pravilo imala jednaku vrednost kao i standardna mera. 

4.3.3 Primeri iz stvarnog skupa podataka 

Motivaciju za definisanje lokalnih mera interesantnosti potkrepljujemo primerima 

aso ijati ih p a ila iz st a og skupa podataka o ko išće ju e  sajta Fakulteta 

organizacionih nauka u Beogradu.  

U Tabeli 4.4 dat je primer sedam pravila otkrivenih u  ovom skupu podataka, koja nisu 

eliminisana primenom etoda za eli i a iju statistički očeki a ih p a ila (poglavlje 

4.2). Kolone „Lift  i „Z  oz ača aju ed osti sta da d ih lift i )-score mera 
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interesantnosti, dok kolone „L-Lift  i „L-Z  oz ača aju ed osti lokal ih lift i )-score 

mera interesantnosti.  

Br Levo Desno Lift L-Lift Z L-Z 

1 /osnovnestudije/om/index.html /osnovnestudije/men/index.html 17.2 3.4 60.5 19.7 

2 /osnovnestudije/om/index.html /osnovnestudije/uk/index.html 30.2 6.1 73.6 27.8 

3 /osnovnestudije/uk/index.html /osnovnestudije/isit/index.html 6.7 1.3 28.4 3.8 

4 /zivot/index.html /osnovnestudije/index.html 2.6 - 13.8 - 

5 /zivot/index.html /sluzbe/index.html 6.1 - 19.7 - 

6 /zivot/index.html /ofakultetu/index.html 4.5 - 16.9 - 

7 /osnovnestudije/nastava/index.html /osnovnestudije/isit/index.html 3.6 - 15.0 - 

Tabela 4.4. Primeri vrednosti lokalnih mera interesantnosti iz stvarnog skupa podataka 

Prva tri pravila u tabeli 4.4 po ezuju e  st a i e koje su potko epti zajed ičkog 

natkoncepta. Web stranice /osnovnestudije/om/index.html, 

/osnovnestudije/men/index.html, /osnovnestudije/uk/index.html i  

/osnovnestudije/isit/index.html odnose se na pojedine studijske programe osnovnih 

studija. Njihov zajed ički atko ept je e  st a i a /osnovnestudije/index.html, koja 

se od osi a os o e studije uopšte. Pravila sa rednim brojem 4, 5, 6 i 7 povezuju web 

st a i e koje e aju zajed ički atko ept, pa za o a p a ila isu def isa e ednosti 

lokalnih mera interesantnosti.  

Vrednosti standardnih lift i Z-score mera interesantnosti za prva tri pravila su znatno 

po iše e u od osu a p eostala četi i p a ila. Međuti , za a alitiča e podataka i e  

mastere, koji su upoznati sa strukturom web sajta i z ače je  o ih e  st a i a, p a 

tri p a ila su do i  delo  očeki a a i e p e iše i te esa t a. Za njih su vrlo 

verovatno barem toliko interesantna i neka od pravila sa rednim brojem 4, 5, 6 i 7 u 

tabeli, koja povezuju web stranice koje nemaju zajed ički atko ept, iako i aju iže 

vrednosti standardnih mera interesantnosti („Lift  i „Z ). )aključuje o da a gi a je 
navedenih asocijativnih pravila prema standardnim merama interesantnosti ne 

odgo a a pote ijal oj i te esa t osti o ih aso ijati ih p a ila sa sta o išta 

a alitiča a podataka. 
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Sa druge strane, vrednosti lokalnih mera interesantnosti („L-Lift  i „L-Z ) asocijativnih 

p a ila ,  i  su z at o iže od ednosti njihovih standardnih mera interesantnosti 

(„Lift  i „Z ). Dakle, relativna interesantnost asocijativnih pravila 1, 2 i 3 je znatno 

u a je a ko išće je  lokal ih e a i te esa t osti. 

Pri tome, pravila sa rednim brojevima 1, 2 i 3 mogu se porediti ko isteći lokal e e e 
interesantnosti. Na primer, pravilo sa rednim brojem 3 ima relativno nisku vrednost 

lokalnih mera („L-Lift  i „L-Z ), što se ože tu ačiti a sledeći ači . Posetioci web 

stranice /osnovnestudije/index.html, koja se odnosi na osnovne studije uopšte, koji 

posećuju e  st a i u /osnovnestudije/uk/index.html (studijski program „Upravljanje 

kvalitetom  isu p e iše zai te eso a i za e  st a i u 

/osnovnestudije/isit/index.html (studijski program „Informacione tehnologije ). Sa 

druge strane, pravilo sa rednim brojem 1 ima po iše e ed osti lokal ih e a, što se 
ože tu ačiti a sledeći ači . Posetioci web stranice /osnovnestudije/index.html, 

koja se od osi a os o e studije uopšte, koji posećuju e  st a i u 

/osnovnestudije/om/index.html (studijski program „Ope a io i e adž e t ) 

zainteresovani su za web stranicu /osnovnestudije/uk/index.html (studijski program 

„Upravljanje kvalitetom , z at o iše ego što je to očeki a o, a šta ukazuju visoke 

L-Lift i L-Z vrednosti pravila broj 2. 

Rangiranje otkrivenih asocijativnih pravila p i e o  lokal ih i sta da d ih statističkih 

mera interesantnosti na stvarnim skupovima podataka detaljnije je analizirano u 

poglavlju 6.3.  
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5 Softverski sistem za otkrivanje asocijativnih pravila o 

korišćenju web sajtova 

U ok i u o og ist aži a ja i ple e ti a  je soft e ski siste  koji o uh ata ko pleta  
p o es otk i a ja aso ijati ih p a ila o ko išće ju e  sajto a. I ple e ti a e su 

metode za pretprocesiranje web log podataka, algoritmi za generisanje asocijativnih 

pravila, metode za eliminaciju neinteresantnih asocijativnih pravila, kao i metode za 

a gi a je otk i e ih aso ijati ih p a ila ko išće je  iše azličitih e a 
interesantnosti. Sistem je implementiran kao samostalna Windows aplikacija, ko isteći 

p og a ski jezik C#.NET i az oj o ok uže je M“ Visual “tudio .  

5.1 Elementi objektno-orijentisanog dizajna  

“oft e ski siste  za otk i a je aso ijati ih p a ila o ko išće ju e  sajto a je 

dizajniran objektno-o ije tisa o. Ko išće i su poznati principi objektno-orijentisanog 

programiranja – e kapsula ija, apst ak ija, asleđi a je i poli o fiza  Rumbaugh et 

al., 1991; Gamma et al., 1993; Liberty, 2005).  

E kapsula ija je eha iza  po oću koga se delo i p og a skog koda i poda i 
o jedi juju u eli u. P i ip e kapsula ije je pod ža  ko epto  klase, koja o uh ata 

podatke i etode koji služe za p istup i a ipula iju ti  poda i a. I sta e klase 

nazivaju se objekti, koji predstavljaju entitete. Objedinjavanjem podataka i 

p og a skog koda sp eča a se a ipula ija poda i a od st a e spolj ih delo a 

p og a a, či e se s a juje oguć ost g eške p i ko išće ju o jekta. Jedi i ači  da 

se pristupi podacima unutar objekta je slanjem „poruka  objektu, odnosno pozivom 

ja ih etoda klase kojoj o jekat p ipada. Na taj ači  se sa o i di ekt o ože 
uticati na stanje objekta. Detalji implementacije metoda klase skriveni su od „spoljnog 

sveta . Oni se mogu promeniti, bez uticaja na ostale delove programskog koda, koji 

koriste tu klasu.  

Apst ak ija podataka je k ei a je pojed osta lje og pogleda a podatke, p i če u se 

epot e i detalji sak i aju. U p og a ski  jezi i a ge e al o, apst ak ija se postiže 

implementiranjem apstraktnih tipova podataka. U objektno-orijentisanim 

p og a ski  jezi i a to se postiže i ple e ti a je  klasa. P i ipi e kapsula ije i 
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apstrakcije u objektno-orijentisanom programiranju su usko povezani i oba se 

zasnivaju na implementiranju klasa, u okviru kojih se izlažu ja i etodi kao i te fejs 
za komunikaciju, dok se detalji implementacije sakrivaju. 

Nasleđi a je pod azu e a hije a hijsku st uktu u klasa. Pri tome, klase „deca  

(izvedene klase) mogu da naslede podatke i funkcionalnost od klasa „roditelja  

os o ih klasa . O ak a ela ija iz eđu klasa ealizuje ela iju „je/jeste , odnosno 

ge e aliza iju. )ah aljujući p i ipu asleđi a ja iz ega a se dupliranje 

i ple e ta ije fu k io al osti, koju iz ede e klase asleđuju od os o ih klasa.  

P i ip poli o fiz a oz ača a „jed o i e, ošt o o lika . U objektno-orijentisanom 

p og a i a ju oguće je i ple e ti ati iše p og a skih etoda koje i aju isto i e, 

ali se po ašaju azličito. Postoje d a tipa poli o fiz a – p eopte eći a je i 

p eklapa je. P eopte eći a je etoda postiže se i ple e ti a je  iše etoda istog 
i e a, koji i aju azičite tipo e pa a eta a, te se pozi aju a azličit ači . U to  

slučaju odluka o to e koji etod će iti iz še  do osi se u t e utku ko pajli a ja 

programa. Drugi tip polimorfizma – p eklapa je etoda, ože se ealizo ati sa o u 
sklopu sa asleđi a je  klasa. Tada se i ple e ti a iše etoda istog i e a i istih 

tipova parameta a, ali u klasa a koje asleđuju jed a d ugu. Odluka o to e koji 

etod će iti iz še  do osi se toko  iz ša a ja p og a a, u za is osti od klase kojoj 
pripada objekat za koji je metod pozvan.  

5.2 Arhitektura sistema 

Softverski sistem za otkrivanje asocijati ih p a ila o ko išće ju e  sajto a sastoji se 

iz dva podsistema. Uloga prvog podsistema je pretprocesiranje web log podataka, dok 

se u ok i u d ugog otk i aju aso ijati a p a ila o ko išće ju e  sajto a a os o u 

prethodno pripremljenih web log podataka.  

Podsistem za pretprocesiranje web log podataka ima ulogu da pripremi web log 

datoteke za proces otkrivanja asocijativnih pravila. Globalna slika ovog procesa data je 

na slici 5.2, a detalji su opisani u poglavlju 5.3. 
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Slika 5.2. Globalni pogled na proces pretprocesiranja web log podataka 

Podsiste  za otk i a je aso ijati ih p a ila o ko išće ju e  sajto a o uh ata p o es 

generisanja asocijativnih pravila, eliminaciju neinteresantnih asocijativnih pravila, 

od eđi a je i te esa t osti p eostalih asocijativnih pravila i njihovo rangiranje (slika 

5.3). Na ulazu se učita a datoteka koja sad ži p ečišće i skup web sesija, a na izlazu se 

ge e išu d e datoteke:  

 tabela asocijativnih pravila sa njihovim vrednostima raznih mera 

interesantnosti 

 tabela slič osti a gi a ja az i  e a a i te esa t osti “pea a -ov 

koeficijent korelacije ranga)  

Globalna slika ovog procesa data je na slici 5.3, a detalji su opisani u poglavljima 5.4, 

5.5 i 5.6. 
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Slika 5.3. Globalni pogled na proces otkrivanja asocijativnih pravila  

Oba podsistema dizajnirana su kao dvoslojne objektno-orijentisane aplikacije. Prvi sloj 

či i ko is ički i te fejs, dok je u ok i u d ugog sloja i ple e ti a a poslo a logika, 

koja uključuje etode za p etp o esi a je e  log podataka, algoritme za otkrivanje 

asocijativnih pravila, eliminaciju neinteresantnih pravila, kao i metode za rangiranje 

otk i e ih p a ila ko išće je  iše azličitih e a i te esa t osti. Otk i e a 

asocijativna pravila i njihove mere interesantnosti ču aju se u formi Excel datoteka, te 

ije ko išće  t eći sloj, u ok i u kojeg i se e e tual o šio p istup azi podataka.  
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Objektno-o ije tisa i dizaj  i išesloj a a hitektu a o og soft e skog siste a 

o ogućuje jego u p oši i ost i u ap eđe je u a ed im verzijama.  

Ko is ički i te fejs t e ut o je i ple e ti a  ko isteći Wi do s.Fo s.NET i lioteku 

klasa. U a ed i  e zija a o og soft e skog siste a ilo i oguće za e iti sloj 

ko is ičkog i te fejsa i e e tual o ga i ple e ti ati kao We  aplika iju, bez ikakvog 

uticaja na sloj poslovne logike. Globalni pogled na arhitekturu sistema prikazan je na 

slici 5.1. 

 

 

 

 

 

Slika 5.1. Globalna arhitektura sistema 

5.2.1 Elementi Weka data mining sistema – poređenje  

Jedan od  trenutno najpopularnijih open-source data mining alata je Weka – softverski 

siste  od ža a  a U i e zitetu Waikato a No o  )ela du (Hall et al., 2009). Weka 

je data i i g siste  opšte a e e, i po ed otk i a ja aso ijati ih p a ila sad ži 

implementaciju raznih algoritama iz o lasti aši skog uče ja, kao što su klasterovanje, 

klasifikacija, regresiona i korelaciona analiza. Implementiran je kao objektno-

o ije tisa a soft e ska aplika ija u Ja a p og a sko  jeziku. Moguće je ko istiti ga kao 

sa ostal u aplika iju, ili ko istiti eke od jego ih ko po e ti, pozi ajući ih iz 

sopstvenog programskog koda. 

Weka siste  je ko išće  za otkrivanje asocijativnih pravila o ko išće ju e  sajto a u 

aše  p ethod o  ist aži a ju Di it ije ić & Boš jak, . Obzirom da Weka ne 

sad ži odul za pretprocesiranje web log podataka, u tu s hu je ko išće  pose a  alat 

(Dettmar, 2004).  
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Weka sad ži i ple e ta iju jed e od e zija Ap io i algo it a za otk i a je 

asocijativnih pravila (Agrawal & Srikant, 1994). Pored minimalnog support parametra, 

algoritam dozvoljava odabir maksimalnog broja otkrivenih pravila. Takođe su 

implementirane četi i e e interesantnosti: confidence, lift, leverage, i  conviction. 

Modul za otkrivanje asocijativnih pravila u Weka sistemu prihvata ulaznu datoteku u 

takozvanom Arff formatu. A ff datoteka sad ži zagla lje koje opisuje at i ute, za koji  

sledi lista transakcija u aše  slučaju e  sesija , od kojih s aka t a sak ija sad ži 

listu atributa i njihovih vrednosti. Postoje dva tipa formata Arff datoteke – prvi je 

pogoda  za guste podatke, a d ugi za p o eđe e. U o a fo ata, e  st a i a se 

predstavlja kao binarni atribut, koji uzima true/false vrednosti u zavisnosti od toga da li 

ona pripada web sesiji. Pojava web stranica u web sesijama je relativno retka, te je za 

otkrivanje asocijativnih pravila u web log datotekama ko išće  A ff fo at p ed iđe  
za p o eđe e podatke. Nakon pretprocesiranja web log datoteke, ezultujuće podatke 

je neophodno transformisati u Arff format, što je u ađe o pose i  p og a ski  

skriptama Di it ije ić & Boš jak, . 

Na slici 5.4 p ikaza  je p o es otk i a ja aso ijati ih p a ila ko išće je  Weka 

siste a Di it ije ić & Boš jak, . Ko išće  je  Weka KnowledgeFlow interface, 

koji o ogućuje sasta lja je azličitih Weka odula, koji postaju deo data i i g 
procesa. Na ulazu se p ih ata datoteka u A ff fo atu, koja se ože p elista ati 

ko išće je  Te tViewer modula. Ova datoteka se učita a p eko A ff loade  odula, a 

potom se modulom Apriori otkrivaju asocijativna pravila, koja ulaze u novi TextViewer 

modul, gde se prikazuju rezultati.  
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Slika 5.4: Proces otkrivanja asocijativnih pravila u Weka siste u Di it ije ić & 
Boš jak,  

 

Jed a od a a e e tual og ko išće ja Weka siste a u o o  ist aži a ju ila i 
či je i a da p ip e a i p etp o esi a je e  log podataka isu i teg isane u Weka 

sistem. Još až ije, u okviru Weka sistema implementirane su samo četi i e e 

i te esa t osti aso ijati ih p a ila, i ije i ple e ti a a etoda za p ečišća a je 
asocijativnih pravila. Obzirom da je Weka sofver otvorenog koda, eventualno bi bilo 

oguće p oši iti Weka siste  doda a je  o ih e a i te esa t osti i etoda 

eliminacije neinteresantnih pravila. Međuti , s at a o da je az oj eza is og, 

spe ijalizo a og soft e skog siste a koji i teg iše s e ko ake p o esa otk i a ja 
asocijativnih p a ila o ko išće ju e  sajto a, uključujući o e etode p edlože e u 

pogla lju , efikas iji ači  da iz ši o s e ekspe i e te p ed iđe e o i  

ist aži a je .  

Po ed Weka siste a, a t žištu postoje i ko e ijal i data i i g siste i, kao što su 

RapidMine , Esta d Data Mi e , IBM A al ti s, itd. Po ed ep istupač e e e, ove 

siste e e i ilo oguće ko istiti je  e pod žavaju funkcionalnosti potrebne da se 

iz še ekspe i e ti p o e e efikas osti etoda p edlože ih u o o  ist aži a ju. 
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5.3 Pretprocesiranje web log podataka 

Uloga podsistema za p etp o esi a je e  log podataka je da podatke sad ža e u 

tekstual i  e  log datoteka a p ečisti i p ip e i za p o es otk i a ja aso ijati ih 

pravila.  

Proces pretprocesiranja web log podataka (slika 5.5  o uh ata sledeće ko ake: 

1. Formiranje liste web log zahteva  

Na ulazu se p ih ata skup e  log datoteka koje sad že podatke o poseta a dato  
e  sajtu uskladište e a e  se e u. Pod ža a su d a sta da d a fo ata – 

standard i extended web log format (poglavlje 2.2.1). Pa si a je  podataka sad ža ih 

u web log datotekama (klasa LogFile) formira se lista web log zahteva (lista objekata 

klase Re uest . P i to e se za s aki e  log zahte  skladište ele a t i poda i u ok i u 

Request objekta, koji se koriste u narednim koracima pretprocesiranja:  

 Url – jedinsteni identifikator web objekta na koji se odnosi web zahtev 

 IP – ad esa sa koje je e  zahte  upuće  

 Time – e e upući a ja e  zahte a 

 SessionID – jedinstveni identifikator web sesije kojoj web zahtev pripada, koji 

se od eđuje u a ed i  ko a i a p etp o esi a ja 

2. Eliminacija irelevantnih web log zahteva  

Eliminacija ireleva t ih e  zahte a ši se u klasi LogFile, ko isteći tekstual u 
datoteku u kojoj se ču aju poda i o delo i a azi a irelevantnih web log objekata 

ajčešće jiho e ekste zije . Ireleva t i e  o jekti koji se eli i išu p edsta ljaju 

slike, a i a ije, ug ađe e stilo e, i slič e po oć e o jekte ug ađe e u e  st a i e.  

3. Eliminacija robotskih web zahteva  

Eliminacija robotskih web zahteva ši se u klasi LogFile, ko isteći tekstual u datoteku 

u kojoj se ču aju poda i o delo i a azi a use  age ata koji se od ose a auto atske 
web crawler-e (takozvane web robote).  
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4. Formiranje web sesija 

Algoritam za dodeljivanje jedinstvenog identifikatora web sesije svakom web zahtevu 

implementiran je u klasi LogFile. Pri tome se koristi parametar SessionTimeOut, kojim 

se defi iše aksi al o e e iz eđu d a e  zahte a u uta  jed e e  sesije.  

Po ed toga, ši se eli i a ija kratkih sesija koje sad že samo 1 web stranicu, dugih 

sesija koje sad že iše od  e  st a i a, kao i sesija koje e sad že os o u st a i u 

web sajta. Naime, ovakve web sesije bi mogle nastati od strane eventualno 

nedetektovanih web robota, ili biti nepotpune usled cache-iranja od strane web 

browser-a, pa se eli i išu u sklopu p etp o esi a ja. 

Rezultat p etp o esi a ja je tekstual a datoteka koja sad ži p ečišće i skup e  

zahteva, iz koga su eliminisani zahtevi za irelevantnim web objektima, dok su 

relevantni zahtevi svrstani u web sesije.  
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Slika 5.5. Proces pretprocesiranja web log podataka 
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Dijagram klasa implementiranih u okviru modula za pretprocesiranje web log podataka 

dat je na slici 5.6. Na dijag a u su p ikaza i azi i ključ ih etoda i ple e ti a ih u 
okviru prikazanih klasa, dok su detalji izostavljeni. 

 

 

Slika 5.6. Dijagram klasa modula za pretprocesiranje web log datoteka 

 

Klasa AppCo fig sad ži opšta podeša a ja: e e isteka e  sesije, azi e datoteka u 

kojima se nalaze delovi naziva irelevantnih web objekata, kao i robotskih zahteva. 

P iliko  pok eta ja siste a o i poda i se učita aju, a ko isti ih klasa LogFile, koja 
sad ži etode aj išeg i oa, koji a se ealizuju potp o esi u ok i u p o esa 

pretprocesiranja: 

 ParseLog – parsiranje web log datoteka i formiranje liste web zahteva 

 RemoveIrrelevant – eliminacija irelevantnih web zahteva 

 RemoveRobots – eliminacija robotskih web zahteva 

 AssignSessions – raspodeljivanje web zahteva prema web sesijama 
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“ aki e  zahte  p edsta lje  je kao o jekat klase Re uest, dok klasa LogFile sad ži 

listu objekata klase Request (listu svih web zahteva).  

U okviru algoritma za dodeljivanje jedinstvenog identifikatora web sesije svakom web 

zahte u, ko isti se klasa IP“tatisti sTa le, koja sad ži listu o jekata IP“tatisti s klase. 

“ aki o jekat IP“tatisti s klase od osi se a po jed u IP ad esu sa koje su upući a i 
web zahtevi na web server. Na osnovu e e a kada je posled ji zahte  upuće  sa 

date IP ad ese LastRe uestTi e  odlučuje se o to e da li zahte  p ipada eć 

postojećoj e  sesiji Cu e t“essio ID , ili je pot e o fo i ati o u e  sesiju. U 

slučaju fo i a ja o e e  sesije, Cu e t“essionID za datu IP adresu dobija novu 

vrednost.  

U ilju aspo eđi a ja e  zahte a u e  sesije ko isti se i klasa IP“tatisti sTa le koja 

asleđuje apst akt u klasu Di tio a . Na taj ači  se i ple e ti a i deksi a i p istup 
tabeli IPStatistics objekata, koji sad že i fo a iju o e e u kada je upuće  posled ji 

e  zahte  sa date IP ad ese, p i če u se IP ad esa ko isti kao i deks IP“tatisti s 

tabele.  

5.4 Ugrađeni algoritmi za pronalaženje asocijativnih pravila  

U okviru sistema za otkrivanje asocijativnih pravila o ko išće ju e  sajto a ug ađe a 
je verzija Apriori algoritma opisanog u poglavlju 3.1.  

Proces p o alaženja asocijativnih pravila odvija se u dve faze (slika 5.7). Ulazni podaci 

se učita aju iz datoteke astale p o eso  p etp o esi a ja, koja sad ži p ečišće i skup 
e  sesija i e  zahte a koji i  p ipadaju. Na izlazu se ge e iše ta ela otk i e ih 

asocijativnih pravila koja se koristi u narednim koracima procesa otkrivanja 

asocijativnih pravila. Pri tome se radi kontrole tabela asocijativnih pravila snima i u 

obliku datoteke na disku.  

U prvoj fazi procesa pronalaze se svi frekventni skupovi stavki (web stranica). U drugoj 

fazi se na osnovu frekventnih skupova stavki pronalaze sva asocijativna pravila. Pri 

tome je u okviru obe faze procesa implementiran odgo a ajući deo Ap io i algo it a 
(slika 5.7). 
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Slika 5.7.  Proces p o alaženja asocijativnih pravila 
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Na slici 5.8 p ikaza  je dijag a  klasa i jiho ih ključ ih ele e ata i ple e ti a ih u 

ok i u podsiste a za p o alaže je aso ijati ih p a ila.  

Klasa App sad ži os o e pa a et e algo it a za otk i a je aso ijati ih p a ila, koji 

se postavljaju prilikom pokretanja sistema. Pored minimalnog support i confidence 

p aga Co fide eT esh i “uppo tTh esh , podeša a se i aksi al a duži a otk i e ih 
asocijativnih pravila, koja je ekvivalentna maksimalnom broju nivoa stabla otkrivenih 

frekventnih skupova stavki (MaxLevels). Metoda ParseInputFile parsiranjem ulazne 

datoteke formira listu stavki (objekat  klase ItemTable) i listu web sesija (objekat klase 

“essio Ta le . Iz ša a je  etode Ge e ateF e “ets ge e iše se ta ela f ek e t ih 
skupova (objekat klase FreqSetTable) izv ša a je  i ple e ti a og Ap io i algo it a. 

Iz ša a je  etode Ge e ateRules ge e iše se ta ela otk i e ih aso ijati ih p a ila 

(objekat klase RuleTable).  

U okviru Apriori algoritma (poglavlje 3.1) ge e isa je f ek e t ih skupo a se ši 

prema nivoima jiho e duži e, poče ši od duži e . “ aki a ed i i o ge e iše se a 

osnovu frekventnih skupova prethodnog nivoa. Ovaj algoritam se ponavlja sve dok 

postoje f ek e t i skupo i a dato  i ou duži e, ili dok aksi al i oj nivoa ne 

dostigne vrednost zadatog parametra MaxLevels.  

“ aka e  sesija o jekat klase “essio  sad ži ide tifika io i oj e  sesije 
“essio ID , IP ad esu sa koje su p istigli e  zahte i koji či e e  sesiju IP , kao i listu 

sta ki e  st a i a  koje či e e  sesiju o jekat klase ItemTable). 

Klase “essio Ta le i Ite Ta le i ple e ti aju a st akt u klasu Di tio a , što či i 

p et aži a je ta ele e  sesija “essio Ta le , od os o ta ele e  st a i a 
(ItemTable) efikasnim. Pri tome je tabela web sesija indeksirana prema 

identifikacionom broju web sesije, dok je tabela web stranica indeksirana prema URL 

adresi web stranice. 

“ akoj e  st a i i odgo a a o jekat klase Ite , u ok i u kojeg se ču aju poda i o URL 

ad esi e  st a i e U l  i učestalosti poja lji a ja e  st a i e u skupu web sesija 

(Support).  

Klasa Ite  i ple e ti a ICo pa a le i te fejs, koji o ogućuje da liste e  st a i a 

unutar svakog frekventnog skupa budu sortirane alfabetski prema njihovim URL 
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ad esa a. To dop i osi po eća ju efikas osti algo it a za ge e isa je frekventnih 

skupova n-tog nivoa na osnovu frekventnih skupova (n-1)-og i oa, što je deo Ap io i 
algoritma. 

“ ako  f ek e t o  skupu odgo a a jeda  o jekat klase F e “et, koji sad ži listu e  

st a i a koje či e f ek e t i skup. P i to e je s aka e  st a ica predstavljena po 

jednim objektom klase Item.  

Svaki objekat klase FreqSetLevel odnosi se na po jedan nivo frekventnih skupova 

ge e isa ih toko  iz ša a ja Ap io i algo it a. Tako s aki o jekat klase F e “etLe el 

sad ži listu f ek e t ih skupo a jed ake duži e. 

Klasa F e “etTa le sad ži listu s ih ge e isa ih f ek e t ih skupo a, aspo eđe ih u 

i oe duži e. Tako o jekat klase F e “etTa le sad ži listu s ih o jekata klase 

F e “etLe el, k ei a ih toko  iz ša a ja Ap io i algo it a. 

Svaki objekat klase Rule odnosi se na po jedno asocijativno pravilo. Objekat klase Rule 

sad ži efe e u a d a o jekta klase F e “et, koji či e le u, od os o des u st a u 

aso ijati og p a ila. U ok i u o jekta klase Rule ču aju se ed osti suppo t i 
o fide e e e iz aču ate za aso ijati o p a ilo toko  iz ša a ja Ap io i 

algoritma.  

“ aki o jekat klase RuleLe el sad ži listu aso ijati ih p a ila jed ake duži e, p i če u 
je duži a aso ijati og p a ila defi isa a kao ukup i oj e  st a i a koje či e 

asocijativno pravilo.  

O jekat klase RuleTa le sad ži listu s ih ge e isa ih aso ijati ih p a ila, aspo eđe ih 

u i oe duži e. Dakle, o jekat klase RuleTa le sad ži listu s ih o jekata klase 
RuleLevel.  

Klasa Ite Ta le ko isti se d ojako. O jekat klase Ite Ta le sad ži listu svih stavki (web 

st a i a  koje se poja ljuju a  jed o  u ekoj e  sesiji, i kao tak a je čla  klase App. 
“a d uge st a e, s aka e  sesija o jekat klase “essio  sad ži efe e u a po jeda  

objekat klase ItemTable, koji predstavlja listu svih web st a i a koje či e e  sesiju. 
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Slika 5.8. Dijag a  klasa koje učest uju u p o esu p o alaže ja aso ijati ih p a ila 
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5.5 Izbor parametara i mera interesantnosti 

Kao ezultat p o esa p o alaže ja aso ijati ih p a ila opisa og u p ethod o  

pogla lju ge e iše se ta ela aso ijati ih p a ila. P i to e je za s ako p a ilo 
iz aču ata ed ost suppo t i o fide e e a i te esa t osti.  

U ok i u p o esa p o alaže ja asocijativnih pravila i implementiranog Apriori algoritma 

o oguće  je oda i  ed osti suppo t i o fide e pa a eta a, a os o u kojih se 
deli ič o ši eli i a ija ei te esa t ih p a ila. Međuti , kao što je o jaš je o u 

p ethod i  pogla lji a, i po ed pažljivog odabira ovih parametara, preostaje preveliki 

oj p a ila koja i aju isoke ed osti statističkih e a i te esa t osti, a ipak isu 

st a o i te esa t a a alitiča i a podataka. “toga su u ilju po eća ja k aliteta 
otkrivenih asocijativnih pravila, u ok i u siste a za otk i a je p a ila o ko išće ju e  

sajtova implementirane metode eliminacije neinteresantnih asocijativnih pravila.   

Na slici 5.9 predstavljen je proces eliminacije neinteresantnih asocijativnih pravila na 

os o u zadatih pa a eta a. Na početku p o esa ši se ge e isa je ko ept e 

hije a hije e  st a i a a os o u aso ijati ih p a ila čija o fide e ed ost p elazi 

maksimalnu vrednost zadatu putem parametra. Drugi korak procesa je eliminacija 

trivijalnih klaster pravila, p i če u se ko isti p ethod o ge e isa a ko ept a 

hijerarhija. T eći ko ak p o esa je eli i a ija statistički očekivanih asocijativnih pravila. 

O i  se eli i išu p a ila čija ed ost )“ o e e e i te esa t osti e p elazi zadati 
parametar (minimalni ZScore).  

Čet ti ko ak p o esa je eli i a ija aso ijati ih p a ila koja su očeki a a u od osu a 

k aća p a ila koja takođe postoje u ta eli otk i e ih aso ijati ih pravila. Eli i išu se 
o a p a ila za koja u ta eli aso ijati ih p a ila postoji k aće p a ilo u od osu a koje 

je lokalna ZScore vrednost manja od zadatog parametra (minimalni lokalni ZScore). 

Peti ko ak p o esa je eli i a ija p a ila koja su očeki a a u od osu a opštije p a ilo 

iste duži e. P i to e je ela ija „opštije p a ilo  definisana u odnosu na prethodno 

generisanu konceptnu hijerarhiju. Eli i išu se o a p a ila za koja u ta eli aso ijati ih 

p a ila postoji opštije p a ilo jed ake duži e, u od osu na koje je lokalna ZScore 

vrednost manja od zadatog parametra (minimalni lokalni ZScore). 
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Slika 5.9. Proces eliminacije neinteresantnih asocijativnih pravila na osnovu zadatih 

parametara
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Dijagram klasa i jiho ih ključ ih elemenata koji učest uju u p o esu eli i a ije 

neinteresantnih asocijativnih pravila na osnovu zadatih parametara prikazan je na slici 

5.10.  

Klasa App sad ži o jekat klase RuleTa le, koji sad ži s a otk i e a aso ijati a p a ila, 

kao što je opisa o u p ethod o  pogla lju. Po ed toga, klasa App sad ži o jekat klase 
Ko eptT ee, koji p edsta lja ko ept o sta lo ko išće o u p o esu p ečišća a ja 

skupa asocijativnih pravila. 

Konceptno stablo koje se koristi u okviru algoritma za eliminaciju neinteresantnih 

aso ijati ih p a ila fo i a se a os o u k atkih aso ijati ih p a ila čija le a i des a 
st a e sad že sa o po jed u e  st a i u , a čija o fide e ed ost p elazi zadati 

parametar ConfMax.  

Klasa App sad ži o jekat klase Co eptT ee, koji p edsta lja generisano konceptno 

sta lo. O jekat klase Co eptT ee sad ži listu o jekata klase Co eptEdge, koji 

predstavljaju grane konceptnog stabla.  

Svaki objekat klase ConceptEdge predstavlja po jednu granu konceptnog stabla. Svakoj 

grani konceptnog stabla odgo a a po jed o aso ijati o p a ilo čija je o fide e 

ed ost eća od zadatog pa a et a Co fMa . O jekat klase Co eptEdge sad ži 

efe e e a go ji i do ji č o  te g a e, koji su p edsta lje i kao objekti klase 

ConceptNode. Gor ji č o  g a e od osi se a le u st a u odgo a ajućeg aso ijati og 

p a ila, dok se do ji č o  g a e od osi a des u st a u istog aso ijati og p a ila. 

“ aki č o  ko ept og sta la p edsta lje  je kao o jekat klase Co eptNode. O  sad ži 

referencu na objekat klase Item, koji predsta lja odgo a ajuću e  st a i u. “ aki č o  
ko ept og sta la ože p ipadati jed oj ili iše g a a, koje ogu sad žati efe e u 

na njega.  

Klasa RuleP u i g sad ži i ple e ti a e algo it e za p ečišća a je skupa otk i e ih 
asocijativnih pravila.  

Metodo  P u eCluste  eli i išu se klaster asocijativna pravila. U okviru ovog 

algoritma pronalaze se klasteri u konceptnom stablu, takvi da postoji grana u oba 

p a a iz eđu s aka d a č o a klaste a.  
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Metodo  P u eGlo al eli i išu se aso ijati a p a ila statistički očekivana u skupu 

svih web sesija. Eli i išu se p a ila i aju ed ost i i al e )“ o e e e a ju od 
zadatog parametra (ZScoreGlobalMin). 

Metodo  P u eLo gRedu da t eli i išu se aso ijati a p a ila koja su očeki a a u 

odnosu na eko k aće i opštije pravilo. Pri tome se koristi tabela svih otkrivenih 

aso ijati ih p a ila RuleTa le  kako i se za dato p a ilo p o ašla k aća i opštija 

pravila.  

Metodo  P u eCo eptRedu da t eli i išu se aso ijati a p a ila koja su očeki a a 

u odnosu na neko opštije p a ilo jed ake duži e. Pri tome se koristi generisano 

ko ept o sta lo p iliko  od eđi a ja pote ijal ih opštijih p a ila.  

U okviru algoritama implementiranih u metodama PruneLongRedundant i 

PruneConceptRedundant vrednost lokalne ZScore mere u odnosu na k aće i opštije 
pravilo (poglavlje 4.2.2) se iz aču a a a os o u suppo t ed osti odgo a ajućih 

f ek e t ih skupo a. P i to e se eli i išu p a ila čija je ed ost lokal e )“ o e e e 

u od osu a eko opštije p a ilo a ja od zadatog pa a et a )“ o eLocalMin).  
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Slika 5.10. Dijag a  klasa koje učest uju u p o esu eli i a ije ei te esa t ih aso ijati ih p a ila  
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5.6 Implementacija i ugradnja novih mera interesantnosti 

Na slici 5.11 prikazan je proces implementacije novih mera interesantnosti ug ađe ih u 

siste . Ta ela skupa p ečišće ih aso ijati ih p a ila, iz koga su prethodno eliminisana 

ei te esa t a, statistički očeki a a aso ijati a p a ila koristi se u okviru ovog 

p o esa. V ši se iz aču a a je ed osti standardnih i modifikovanih mera 

i te esa t osti, p i če u se ko isti p ethod o ge e isa a ko ept a hije a hija. Ta ela 
aso ijati ih p a ila i jiho ih iz aču atih ed osti e a i te esa t osti se upisuje a 

disk u Excel formatu, kako bi se mogla koristiti u ekspe i e tal o  ist aži a ju. 

Takođe se iz aču a a slič ost a gi a ja aso ijati ih p a ila kada se ko iste azličite 

implementirane mere interesantnosti. Kao rezultat, na disku se snima datoteka koja 

sad ži ed osti “pea a -ovog koeficijenta korela ije a ga za azličite pa o e e a 

interesantnosti. Rezultati eksperimenata u kojima su prikazane vrednosti ovih 

koefi ije ata za azličite pa o e e a i te esa t osti p ikaza i su u pogla lju . .  
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Slika 5.11. Proces implementacije novih mera interesantnosti  
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Na slici 5.12 p ikaza  je dijag a  klasa i jiho ih ključ ih ele e ata koje učest uju u 

procesu implementacije i ugradnje novih mera interesantnosti.  

U ok i u o jekta klase Rule ču aju se ed osti az ih statističkih e a i te esa t osti 

odgo a ajućeg aso ijati og p a ila. Fo ule za iz aču a a je sta da d ih statističkih 

mera interesantnosti koje se zasnivaju na tabelama kontigencije asocijativnog pravila 

(poglavlje 4.1.1) implementirane su u samoj klasi Rule. U okviru ovih formula koriste se 

Support vrednosti samog asocijativnog pravila, kao i frekventnih skupova leve i desne 

strane asocijativnog pravila.  

Iz aču a a je ed osti odifiko a ih e a i te esa t osti za dato aso ijati o 
pravilo oslanja se na prethodno generisanu konceptnu hijerarhiju (ConceptTree). U 

ok i u klase RuleList i ple e ti a  je algo ita  za iz aču a a je ed osti 

modifikovanih mera interesantnosti (ModifiedInteresingness). Pri tome se modifikuje 

i te esa t ost o ih aso ijati ih p a ila čija su le a i des a st a a potkoncepti 

zajed ičkog atko epta.  

Tokom prethodno realizovanog procesa generisanja svih pravila, formirana je tabela 

s ih p a ila RuleTa le  u ok i u koje su p a ila aspo eđe a p e a i oi a duži e 

(lista objekata klase RuleLevel). Sada se formira lista s ih p a ila s ih duži a RuleList , 

koja sad ži iz efe e i a s e o jekte klase Rule.  

Niz aso ijati ih p a ila u ok i u o jekta klase RuleList ože se so ti ati p e a 

azličiti  k ite iju i a, od os o p e a azličiti  e a a i te esa t osti. P ilikom 

so ti a ja ko iste se i ple e ti a e klase za po eđe je aso ijati ih p a ila p e a 

azličiti  k ite iju i a Co fide eCo pa e , AVCo pa e , Lo alAVCo pa e , 
ZScoreComparer, LocalZScoreComparer, LiftComparer, LocalLiftComparer). Tako se 

metodom RankRules klase RuleList ši a gi a je aso ijati ih p a ila p e a az i  

merama interesantnosti i poto  po edi ko isteći “pea anov koeficijent korelacije 

a ga. Rezultujuće ta ela koeficijenta korelacije ranga se upisuju na disk i koriste u 

eksperimentalno  ist aži a ju. 
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Slika 5.12. Dijagram klasa koje učest uju u p o esu i ple e ta ije i ug ad je o ih mera interesantnosti
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5.7 Prikaz korisničkog interfejsa 

Ko is ički i te fejs siste a za otk i a je aso ijati ih p a ila o ko išće ju e  sajto a 

az ije  je za pot e e o og ekspe i e tal og ist aži a ja. Nji e je i ple e ti a a 

osnovna interakcija sa korisnikom vezana za pretprocesiranje web log podataka, 

generisanje asocijativnih pravila, eliminisanje neinteresantnih pravila i rangiranje 

p a ila p e a azličiti  e a a i te esa t osti. 

5.7.1 Korisnička forma za pretprocesiranje web log podataka 

Na slici 5.13 p ikaza a je fo a za p etp o esi a je e  log podataka. Moguće je 

oda ati jeda  od d a po uđe a fo ata e  log podataka opcija 

„Standard/Extended ) i otvoriti web log datoteku sa diska („Open log file ). Pri tome se 

ši pa si a je e  zahte a i p ikazuje jiho  ukupa  oj „Total requests ).  

Eliminacija ireleva t ih e  zahte a ši se ak ijo  „Remove irrelevant , posle čega se 

prikazuje broj eliminisanih irelevantnih web zahteva.  

Akcijom „Remove robots  eli i išu se o otski zahte i i p ikazuje jiho  oj.  

Akcijom „Assign sessions  ši se aspodela e  zahte a u e  sesije, p ikazuje 
ukupan broj web sesija i kreira datoteka a disku, koja sad ži ele a t e e  zahte e 

aspo eđe e u e  sesije. O ako p ip e lje a datoteka ože se ko istiti za 

p o alaže je aso ijati ih p a ila.  

Akcijom „Write session statistics  fo i a se ko t ol a datoteka a disku koja sad ži 

statističke podatke o fo i a i  e  sesija a, kao što je ukupa  oj e  zahte a u 

svakoj web sesiji. 
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Slika 5.13. Ko is ička fo a za p etp o esi a je e  log datoteteka 

 

5.7.2 Korisnička forma za generisanje asocijativnih pravila  

Ko is ička fo a za ge e isa je asocijativnih pravila (slika 5.14  o ogućuje oda i  

parametara potrebnih za generisanje frekventnih skupova i asocijativnih pravila o 

ko išće ju e  sajto a.  

Akcija „Open  o ogućuje oda i  datoteke koja sad ži skup e  zahte a aspo eđe ih 

u web sesije, prethodno kreirane kao rezultat pretprocesiranja web log podataka. 

Nakon parsiranja datoteke u odeljku „Sessions  prikazuje se ukupan broj web sesija i 

ukupan broj web zahteva u datoteci. Istovremeno, popunjava se lista „Web objects  

koja prikazuje sve web objekte koji se pojavljuju u bar jednoj web sesiji. Pri tome se 

prikazuje Url svakog web objetka i ukupan broj njegovog pojavljivanja u web sesijama.  

Za generisanje frekventnih skupova koristi se parametar „Supp , koji predstavlja 

minimalni support prag frekventnih skupova u web sesijama odabrane datoteke. 
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Parametar „Levels  p edsta lja aksi al i oj i oa aksi al u duži u  ge e isa ih 

frekventnih skupova.  

Akcija „Generate  ispod odeljka „Frequents sets  inicira proces generisanja frekventnih 

skupova. Ko t ol i log p ikazuje oj f ek e t ih skupo a a didates  p o ađe ih a 

s ako  i ou duži e. Na k aju se p ikazuje ukup o e e pot e o za ge e isa je 
svih frekventnih skupova. 

Akcija „Generate  ispod odeljka „Generating rules  inicira generisanje asocijativnih 

pravila na osnovu otkrivenih frekventnih skupova. Pri tome se koristi parametar 

„Conf , koji predstavlja minimalni confidence prag koji svako otkriveno asocijativno 

p a ilo o a p eći. Ko t ol i log p ikazuje oj aso ijati ih p a ila az ih duži a. Na 

kraju se prikazuje ukupno vreme potrebno za generisanje svih asocijativnih pravila. 
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Slika 5.14. Ko is ička fo a za ge e isa je aso ijati ih p a ila 
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5.7.3 Korisnička forma za prečišćavanje i rangiranje asocijativnih 

pravila 

Proces p ečišća a ja i a gi a ja aso ijati ih p a ila pod ža  je op ija a 

i ple e ti a i  a ko is ičkoj fo i p ikaza oj a sli i .15.  

Akcijom „Create  u odeljku „Hierarchy  inicira se kreiranje konceptne hijerarhije, na 

osnovu otkrivenih asocijativnih pravila. Pri tome se odabira vrednost parametra 

„Conf , koji p edsta lja i i al i o fide e aso ijati ih p a ila koja učest uju u 

kreiranju konceptne hijerarhije.  

Odeljak „Limit  služi za og a iča a je ekspe i e ata a k atka i/ili poziti a 
asocijativna pravila. Akcija „Target  iše s a o -target pravila, odnosno pravila koja 

i aju iše od jed e e  st a i e sa des e st a e p a ila. Akcija „Positive  iše s a 

negativna pravila. Pri tome se u odeljku „Pruning log  prikazuje broj target/non-target, 

pozitivnih/negativnih i kratkih/dugih pravila.  

Odeljak „Pruning parameters  služi za eli i a iju ei te esa t ih aso ijati ih p a ila.  

Akcija „Cluster  eli i iše s a „klaster  asocijativna pravila.  

Akcija „GlobalZ  eli i iše s a aso ijati a p a ila statistički očeki a a u skupu s ih 

e  sesija. P i to e se eli i išu s a p a ila čiji je )-score manji od zadatog parametra 

„Z-global .  

Akcija „Long  eli i iše s a duga aso ijati a p a ila koja su očeki a a u od osu a 
k aća i opštija p a ila. P i to e se eli i išu s a p a ila čiji je lokal i )-score manji od 

zadatog parametra „Z-loc .  

Akcija „Concept  eli i iše s a aso ijati a p a ila koja su očeki a a u od osu a 
opštija p a ila u p isust u ko ept e hije a hije. P i to e se eli i išu s a p a ila čiji je 

lokalni Z-score manji od zadatog parametra „Z-loc .  

Posle svake akcije eliminacije asocijativnih pravila u odeljku „Log  se ispisuje broj 

eliminisanih kratkih i dugih pravila.   

Odeljak „Modified interestingness  od osi se a iz aču a a je odifiko a ih e a 

interesantnosti za asocijativna pravila koja nisu prethodno eliminisana kao 
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neinteresantna. Akcija „Calculate  i i i a iz aču a a je rednosti modifikovanih mera 

i te esa t osti za s a p a ila čija su le a i des a st a a potko ept zajed ičkog 
natkoncepta. Akcija „Rank  inicira rangiranje asocijativnih pravila prema raznim 

iz aču ati  e a a i te esa t osti. P i to e se ta ele “pea a -ovog koeficijenta 

korelacije ranga upisuju u datoteku na disku. Eksperimenti u kojima su ove tabele 

p ikaza e za st a e podatke o ko išće ju e  sajto a dati su u pogla lju 6.3.  
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Slika 5.15. Ko is ička fo a za p ečišća a je i a gi a je asocijativnih pravila 
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5.8 Testiranje sistema na eksperimentalnim podacima 

Eksperimenti u kojima se ispituje efikasnost implementiranog softverskog sistema 

sprovedeni su na dva skupa realnih podataka o posetama web sajtovima dve 

isokoškolske ustanove – Visoke teh ičke škole st uko ih studija u No o  “adu u 
daljem tekstu „VTŠ ) i Fakulteta organizacionih nauka u Beogradu (u daljem tekstu 

„FON . Ekspe i e ti su iz še i a laptop aču a u sledeće ko figu a ije: I tel 

Core(TM) i7-4500U CPU 1.8GHz, 8GB osnovne memorije, operativni sistem Windows 7, 

64-bit, SP1.  

5.8.1 Osnovne karakteristike eksperimentalnih skupova podataka 

Ekspe i e tal i skupo i podataka p euzeti su sa e  se e a Visoke teh ičke škole 

strukovnih studija u Novom Sadu i Fakulteta organizacionih nauka u Beogradu u obliku 

tekstualnih web log datoteka u standardnom „W3C extended log file  formatu.  

U tabeli 5.1 p ikaza e su os o e ka akte istike skupo a podataka, uključujući pe iod 

u ko e su e  zahte i ači je i, eliči u e  log fajlo a, kao i ukup i oj e  

zahte a p e jiho og p ečišća a ja i o ade.  

Oznaka Web adresa Period Veličina Web zahteva 

FON www.fon.bg.ac.rs 15.06.2013 – 15.07.2013 712,400 kB 2,867,700 

VTŠ www.vtsns.edu.rs 01.02.2013 – 31.04.2013 404,976 kB 1,871,267 

Tabela 5.1. Karakteristike eksperimentalnih skupova podataka 

U t e utku p euzi a ja e  log podataka, o a e  sajta sad že hije a hijsku e i 

strukturu.  

VTŠ e  sajt sad ži jeda  padajući hije a hijski e i. Ka akte istič o je postoja je 
ećeg oja po oć ih e  st a i a koje služe sa o da i se sa jih p istupilo 

doku e ti a kao što su poda i o polaga ju ispita, aspo edu p eda a ja i ispita, kao i 

pojedinim vestima.  
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FON e  sajt sad ži d a e ija koja se e e jaju toko  p et aži a ja sajta – osnovni 

e i i e i u zagla lju. Po ed toga sajt sad ži le i i des i podmeni koji se menjaju u 

za is osti od e  st a i e koja je t e ut o učita a. 

VTŠ skup podataka o uh ata s e e  zahte e upuće e e  se e u za VTŠ e  sajt u 

pe iodu od t i ese a. U to  pe iodu u Visokoj teh ičkoj školi st uko ih studija u 
Novom Sadu je io od ža a  ispit i ok.  

FON skup podataka o uh ata s e e  zahte e upuće e e  se e u za FON e  sajt 

u periodu od jednog meseca. U tom periodu na Fakultetu organizacionih nauka u 

Beog adu je io od ža a  ispit i ok, kao i upis stude ata u p u godi u studija.  

5.8.2 Priprema i prečišćavanje web log podataka 

Tabela 5.2 sad ži ezultate p ip e e i p ečišća a ja FON i VTŠ skupo a podataka. U 

tabeli je prikazan ukupan broj web zahteva („Web zahtevi ukupno ), broj web zahteva 

za ireleva t i  e  o jekti a kao što su slike („Irelevantni zahtevi ), broj web 

zahte a posta lja ih od st a e aši a za i deksi a je „Automatski zahtevi ), kao i 

broj relevantnih web zahteva koji preostaju posle eliminacije automatskih i 

irelevantnih web zahteva („Relevantni zahtevi ). Takođe je p ikaza  oj e  sesija 
dobijenih spajanjem web zahteva u sesije („Ukupno sesija ), kao i broj relevantnih 

sesija („Relevantne sesije ) koje preostaju u skupu svih sesija posle eliminacije 

irelevantnih sesija (kratkih sesija, dugih sesija i sesija koje e sad že os o u st a i u 

web sajta. 

 

Skup 
Web zahtevi 

ukupno 

Irelevantni 

zahtevi 

Automatski 

zahtevi 

Relevantni 

zahtevi 

Ukupno     

sesija 

Relevantne 

sesije 

FON 2,867,700 2,314,876 67,681 485,143 203,380 74,841 

VTŠ 1,871,267 1,331,476 135,876 403,915 66,746 32,091 

Tabela 5.2. Rezultati p ečišća a ja skupo a podataka 
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Iako VTŠ skup podataka o uh ata pe iod od t i ese a, dok FON skup podataka 

obuhvata period od samo jednog meseca, ukupan broj web sesija za FON skup 

podataka je z at o eći u od osu a VTŠ skup podataka, je  je FON e  sajt io češće 

poseći a  u od osu a VTŠ e  sajt u dato  e e sko  pe iodu.  

Udeo ireleva t ih e  zahte a u ukup o  oju e  zahte a je ešto eći za FON 
e  sajt u od osu a VTŠ e  sajt. Taj od os za isi od broja slika i drugih irelevantnih 

web objekata, kojih je ešto iše a FON e  sajtu u od osu a VTŠ e  sajt. 

Ukupa  oj auto atskih e  zahte a ge e isa ih od st a e aši a za i deksi a je  

je goto o t ost uko eći za VTŠ e  sajt, up a o iz azloga što VTŠ skup podataka 
o uh ata t ost uko duži e e ski pe iod u od osu a FON skup podataka, u toku 

koga su relativno ravnomerno pristizali automatski web zahtevi.  

Udeo relevantnih sesija u odnosu na irelevantne je ešto eći za VTŠ e  sajt u odnosu 

na FON e  sajt. Na o u azliku aj iše utiče či je i a da je a VTŠ e  sajtu eći oj 

sesija koje sad že sa o jed u e  st a i u. Razlog za to je po aša je ko is ika e  

sajta, koji su u datom vremenskom periodu preko bookmark-a t ažili sa o od eđe i 
podatak a e  sajtu ajčešće ezultate polaga ja ispita . Tak e e  sesije e utiču 

na formiranje asocijativnih pravila, te su eliminisane iz skupova podataka kao 

irelevantne.  

Na o ako p ip e lje e podatke o poseta a e  sajto i a d e isokoškolske usta o e 

pri e je i su algo it i za ge e isa je, p ečišća a je i a gi a je aso ijati ih p a ila i 

a alizi a  je k alitet z a ja do ije og p oši e i  soft e ski  siste o , što je 

prikazano u poglavlju 6.  
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6 Rezultati istraživanja 

U ovom poglavlju analizira se efikas ost i ple e ti a ih etoda za po eća je 
k aliteta otk i e ih aso ijati ih p a ila o ko išće ju e  sajto a. 

6.1 Uticaj mera interesantnosti AP pri analizi web log podataka 

Na p ethod o p ip e lje i  i p ečišće i  e  log poda i a iz še o je ge e isa je 

asocijativnih pravila primenom Apriori algoritma implementiranog u okviru sistema za 

otkrivanje asocijativnih pravila i analiziran uticaj mera interesantnosti na kvalitet 

rezultata. 

6.1.1 Uticaj support mere pri generisanju frekventnih skupova web 

stranica  

U tabelama 6.1 i 6.2 dati su rezultati generisanja frekventnih skupova web stranica za 

azličite ed osti i i al og suppo t p aga za skupo e podataka VTŠ, od os o FON. 

U koloni „Web stranice“ dat je broj frekventnih skupova web stranica, u koloni 

„Frekventni skupovi  dat je ukupan broj svih frekventnih skupova za dati minimalni 

support prag, a vreme potrebno za njihovo generisanje dato je u koloni „Vreme  

iz aže o u seku da a. 

Support 
Web 

stranice 

Frekventni 

skupovi 
Vreme (s) 

0.0001 816 19805 8764.3 

0.0005 476 3313 2323.8 

0.001 330 1615 1095.7 

0.002 183 720 405.1 

0.005 75 217 157.5 

0.01 43 95 121.6 

0.1 10 13 102.4 

Tabela 6.1. F ek e t i skupo i e  st a i a: VTŠ 
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Support 
Web 

stranice 

Frekventni 

skupovi 
Vreme (s) 

0.0001 281 7776 3447.1 

0.0005 111 1498 558.5 

0.001 80 769 284.7 

0.002 56 360 148.5 

0.005 38 153 89.8 

0.01 28 70 69.0 

0.1 5 0 52.9 

Tabela 6.2. Frekventni skupovi web stranica: FON 

 

Prema podacima datim u tabelama 6.1 i 6.2, za VTŠ e  sajt postoji eći oj 
frekventnih web stranica, kao i frekventnih skupova web stranica nego za FON web 

sajt, za sve vrednosti minimalnog support praga.  

Grafikoni na slikama 6.1 i 6.2 generisani na osnovu podataka datih u tabelama 6.1 i 6.2, 

prikazuju trend rasta broja frekventnih skupova web stranica, kao i vremena 

potrebnog za njihovo generisanje, u odnosu na broj frekventnih web stranica, 

generisanih za vrednosti minimalnog support praga, koje su date u tabelama 6.3 i 6.4.  

 



97 

 

 

Slika 6.1. Broj frekventnih skupova web stranica i vreme njihovog generisanja u 

zavisnosti od broja f ek e t ih e  st a i a: VTŠ 
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Slika 6.2. Broj frekventnih skupova web stranica i vreme njihovog generisanja u 

zavisnosti od broja frekventnih web stranica: FON 

 

Kao što je očeki a o, za o a skupa podataka ukupa  oj f ek e t ih skupo a, kao i 
vreme potrebno za njihovo generisanje raste eksponencijalno sa brojem frekventnih 

web stranica, s ti  što aste že za FON skup podataka ego za VTŠ skup podataka.  

U narednom poglavlju opisujemo rezultate generisanja svih asocijativnih pravila o 

ko išće ju VTŠ i FON e  sajto a, na osnovu frekventnih skupova web stranica za 

zadate vrednosti minimalnog support i confidence praga.  
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6.1.2 Uticaj confidence mere na generisanje asocijativnih pravila  

Ge e isa je aso ijati ih p a ila a os o u f ek e t ih skupo a e  st a i a iz še o 
je primenom algoritma implementiranog u okviru sistema za otkrivanje asocijativnih 

pravila. Minimalni confidence prag u svim eksperimentima je konstantan i iznosi 0.1, 

dok su odabrane tri vrednosti minimalnog support praga: 0.005, 0.01 i 0.02.  

P a ila čija je o fide e ed ost a ja od .  ajčešće isu i te esa t a 
a alitiča i a podataka, te su postavljanjem ovakvog minimalnog confidence praga 

eliminisana iz daljeg razmatranja. “ at a o da p a ila čija je o fide e ed ost eća 

od .  ogu pote ijal o iti i te esa t a a alitiča i a podataka, te ostaju u skupu 
s ih p a ila, a a ji a se dalje p i e juju p edlože e etode p ečišća a ja i 

rangiranja asocijativnih pravila.  

)a t i oda a e ed osti i i al og suppo t p aga eliči e skupo a ge e isa ih 
p a ila, kao i eliči e skupo a sesija koje sad že odgo a ajuće frekventne skupove web 

stranica su dovoljno visoki, tako da su dalji eksperimenti statistički alid i. 

Iako su etode p edlože e u ok i u o og ist aži a ja teo etski p i e lji e a opšti 
oblik asocijativnih pravila, proveru njihovih efikasnosti u ilju u ap eđe ja k aliteta 

otkrivenih pravila ši o a podskupu skupa s ih p a ila – skupu pozitivnih target 

pravila.  

Pozitivna asocijativna pravila definisana su ko isteći )-s o e e u iz eđu le e i des e 

strane asocijativnog pravila. Pozitivna asocijativna pravila su o a p a ila čija je 

vrednost Z-s o e e e eća ili jed aka sa -2. U protivnom smatramo da se leva i desna 

strana asocijativnog pravila „odbijaju , od os o da postoji egati a statistička 
ko ela ija eđu ji a, te je tak o p a ilo defi isa o kao „negativno . Otkrivanje 

negativnih asocijativnih pravila je posebna oblast ist aži a ja, koja izlazi van okvira ove 

disertacije. 

Target asocijativna pravila, koja sad že sa o jed u e  st a i u sa des e st a e, su 

jed osta ija za azu e a je i ajčešće ko išće a od st a e a alitiča a podataka. 

Obzirom da je cilj ovog eksperi e tal og ist aži a ja po eća je upot e lji osti skupa 
otk i e ih aso ijati ih p a ila od st a e a alitiča a podataka, efikas ost p edlože ih 
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metoda za otk i a je i eli i a iju aso ijati ih p a ila o ko išće ju e  sajto a 

merimo upravo na skupu pozitivnih target asocijativnih pravila.  

U tabelama 6.3 i 6.4 dati su ukup i oje i otk i e ih aso ijati ih p a ila za azličite 

ed osti i i al og suppo t p aga za skupo e podataka VTŠ, od os o FON. U kolo i 

„Ukupno pravila  dat je ukupan broj generisanih asocijativnih pravila za datu vrednost 

minimalnog support praga. Zatim je dat broj target pravila („Target pravila ), broj 

pozitivnih target pravila („Target pozitivna , kao i oj poziti ih ta get p a ila čija je 

o fide e ed ost eća od . . V e e potrebno za generisanje skupova asocijativnih 

pravila za dati minimalni support prag dato je u koloni „Vreme , iz aže o u 
milisekundama.  

Support 
Ukupno 

pravila 

Target 

pravila 

Target 

pozitivna 

Conf        

> 0.1 
Vreme (ms) 

0.0005 15658 7586 6834 5267 889.0 

0.001 6078 3270 2897 2317 271.0 

0.002 2254 1316 1121 915 93.6 

Tabela 6.3. Ge e isa je skupo a aso ijati ih p a ila: VTŠ 

Support 
Ukupno 

pravila 

Target 

pravila 

Target 

pozitivna 

Conf        

> 0.1 
Vreme (ms) 

0.0005 10278 4113 3507 2764 309.0 

0.001 4130 1909 1573 1276 224.0 

0.002 1404 777 612 505 110.0 

Tabela 6.4. Generisanje skupova asocijativnih pravila: FON 

Kao što je poz ato, oj otk i e ih aso ijati ih p a ila za azličite ed osti 

minimalnog support praga (tabele 6.3 i 6.4  po aša se kao oj frekventnih skupova za 

date vrednosti minimalnog support praga (tabele 6.1 i 6.2). Dakle, broj otkrivenih 

asocijativnih pravila raste eksponencijalno sa brojem frekventnih web stranica, 

odnosno sa smanjenjem minimalnog support praga.  
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6.2 Implementacija i proširenje funkcionalnosti softverskog 

sistema za pronalaženje asocijativnih pravila dodavanjem 
novih mera interesantnosti 

U o o  pogla lju daje o ezultate eli i a ije statistički očeki a ih aso ijati ih 
pravila primeno  etoda p edlože ih u pogla lji a 4.2 i 4.3, i to sledeći  

redosledom: 

1. Eliminacija klaster-asocijativnih pravila  

2. Eli i a ija statistički očeki a ih p a ila u skupu svih sesija  

3. Eli i a ija statistički očeki a ih p a ila u p isust u opštijih p a ila a je 
duži e  

4. Eli i a ija statistički očeki a ih p a ila u p isust u opštijih p a ila jednake 

duži e, i u p isust u ko ept e hije a hije e  st a i a  

Metode eliminacije primenjene u koracima 1. i 2. su algoritamski manje zahtevne u 

odnosu na metode primenjene u koracima 3. i 4., a njihovom p i e o  se eli i išu 

očigled o t i ijal a aso ijati a p a ila. Metode p i e je e u ko a i a . i . se u 
ekspe i e ti a p i e juju a skupu aso ijati ih p a ila p ethod o p ečišće i  

eli i a ijo  očigled o t i ijal ih aso ijati ih p a ila u ko a i a . i . Na o aj ači  

e i se efikas ost etoda . i . u ilju dodat og s a je ja eliči e skupa 

asocijativnih pravila kada se na njega prethodno primene elementarnije metode 

eliminacije u koracima 1. i 2.  

Rezultati primene svih metoda eliminacije dati su u tabelama 6.5 i 6.6 za VTŠ skup 

podataka, i u tabelama 6.7 i 6.8 za FON skup podataka. U ekspe i e ti a čiji su 

rezultati dati u tabelama 6.5 i 6.7, vrednost minimalnog Z-score praga postavljena je na 

2.0, dok je u ekspe i e ti a čiji su ezultati dati u tabelama 6.6 i 6.8, ova vrednost 

postavljena na 4.0.  
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Conf Kr Dug 
Kr  

% 

Kla-

ster 

kr 

Kla-

ster 

dug 

Kla-

ster 

uk % 

SO 

kr 

SO 

dug 

SO 

uk % 

Opšt 

dug 

Opšt 

dug % 

Opšt 
konc 

kr 

Opšt 
konc 

kr % 

Opšt 
konc 

dug 

Opšt 
konc 

dug % 

Elim   

dug 

uk 

Elim   

dug 

uk % 

Elim 

kr 

uk 

Elim 

kr 

uk % 

Elim  

uk % 

Support threshold = 0.0005 

0.1-0.2 220 399 35.5 38 90 20.7 3 8 2.2 274 91.0 59 33.0 6 22.2 378 94.7 100 45.5 77.2 

0.2-0.3 158 402 28.2 41 129 30.4 21 49 17.9 199 88.8 28 29.2 3 12.0 380 94.5 90 57.0 83.9 

0.3-0.4 98 300 24.6 13 67 20.1 30 50 25.2 164 89.6 14 25.5 0 0.0 281 93.7 57 58.2 84.9 

0.4-0.5 70 248 22.0 18 56 23.3 8 29 15.2 139 85.3 7 15.9 0 0.0 224 90.3 33 47.1 80.8 

0.5-0.6 34 138 19.8 4 33 21.5 3 7 7.4 86 87.8 6 22.2 0 0.0 126 91.3 13 38.2 80.8 

0.6-0.7 35 143 19.7 3 22 14.0 1 4 3.3 102 87.2 3 9.7 0 0.0 128 89.5 7 20.0 75.8 

0.7-0.8 38 160 19.2 27 71 49.5 0 0 0.0 84 94.4 1 9.1 0 0.0 155 96.9 28 73.7 92.4 

0.8-0.9 53 181 22.6 25 111 58.1 0 0 0.0 67 95.7 3 10.7 0 0.0 178 98.3 28 52.8 88.0 

0.9-1.0 598 1992 23.1 265 1084 52.1 0 0 0.0 898 98.9 76 22.8 0 0.0 1982 99.5 341 57.0 89.7 

Ukupno 1304 3963 24.8 434 1663 39.8 66 147 6.7 2013 93.5 197 24.5 9 6.4 3832 96.7 697 53.5 86.0 

Support threshold = 0.001 

0.1-0.2 112 127 46.9 14 20 14.2 1 2 1.5 92 87.6 23 23.7 3 23.1 117 92.1 38 33.9 64.9 

0.2-0.3 67 120 35.8 10 29 20.9 4 14 12.2 65 84.4 13 24.5 2 16.7 110 91.7 27 40.3 73.3 

0.3-0.4 56 134 29.5 3 17 10.5 17 26 25.3 79 86.8 8 22.2 0 0.0 122 91.0 28 50.0 78.9 

0.4-0.5 31 89 25.8 5 14 15.8 3 5 7.9 55 78.6 5 21.7 0 0.0 74 83.1 13 41.9 72.5 

0.5-0.6 25 70 26.3 3 15 18.9 1 4 6.5 44 86.3 4 19.0 0 0.0 63 90.0 8 32.0 74.7 

0.6-0.7 24 78 23.5 2 13 14.7 0 0 0.0 53 81.5 2 9.1 0 0.0 66 84.6 4 16.7 68.6 

0.7-0.8 25 59 29.8 20 28 57.1 0 0 0.0 28 90.3 0 0.0 0 0.0 56 94.9 20 80.0 90.5 

0.8-0.9 27 48 36.0 13 29 56.0 0 0 0.0 17 89.5 3 21.4 0 0.0 46 95.8 16 59.3 82.7 

0.9-1.0 409 816 33.4 194 384 47.2 0 0 0.0 428 99.1 46 21.4 0 0.0 812 99.5 240 58.7 85.9 

Ukupno 776 1541 33.5 264 549 35.1 26 51 5.1 861 91.5 104 21.4 5 6.3 1466 95.1 394 50.8 80.3 

Support threshold = 0.002 

0.1-0.2 65 39 62.5 6 7 12.5 1 1 2.2 26 83.9 9 15.5 1 20.0 35 89.7 16 24.6 49.0 

0.2-0.3 41 32 56.2 6 10 21.9 1 2 5.3 15 75.0 3 8.8 2 40.0 29 90.6 10 24.4 53.4 

0.3-0.4 27 40 40.3 2 5 10.4 8 4 20.0 25 80.6 1 5.9 0 0.0 34 85.0 11 40.7 67.2 

0.4-0.5 15 36 29.4 2 8 19.6 1 3 9.8 20 80.0 1 8.3 0 0.0 31 86.1 4 26.7 68.6 

0.5-0.6 12 20 37.5 0 2 6.3 0 1 3.3 16 94.1 4 33.3 0 0.0 19 95.0 4 33.3 71.9 

0.6-0.7 16 38 29.6 0 7 13.0 0 0 0.0 28 90.3 2 12.5 0 0.0 35 92.1 2 12.5 68.5 

0.7-0.8 5 17 22.7 4 5 40.9 0 0 0.0 10 83.3 0 0.0 0 0.0 15 88.2 4 80.0 86.4 

0.8-0.9 10 17 37.0 6 12 66.7 0 0 0.0 3 60.0 0 0.0 0 0.0 15 88.2 6 60.0 77.8 

0.9-1.0 184 301 37.9 78 142 45.4 0 0 0.0 157 98.7 16 15.1 0 0.0 299 99.3 94 51.1 81.0 

Ukupno 375 540 41.0 104 198 33.0 11 11 3.6 300 90.6 36 13.8 3 9.7 512 94.8 151 40.3 72.5 

Tabela 6.5. Rezultati p i e e etoda eli i a ije: VTŠ, )= .  
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Conf Kr Dug 
Kr  

% 

Kla-

ster 

kr 

Kla-

ster 

dug 

Kla-

ster 

uk % 

SO 

kr 

SO 

dug 

SO 

uk % 

Opšt 

dug 

Opšt 

dug % 

Opšt 
konc 

kr 

Opšt 
konc 

kr % 

Opšt 
konc 

dug 

Opšt 
konc 

dug % 

Elim   

dug 

uk 

Elim   

dug 

uk % 

Elim 

kr 

uk 

Elim 

kr 

uk % 

Elim  

uk % 

Support threshold = 0.0005 

0.1-0.2 220 399 35.5 38 90 20.7 11 30 8.4 273 97.8 60 35.1 1 16.7 394 98.7 109 49.5 81.3 

0.2-0.3 158 402 28.2 41 129 30.4 23 54 19.7 212 96.8 28 29.8 1 14.3 396 98.5 92 58.2 87.1 

0.3-0.4 98 300 24.6 13 67 20.1 32 50 25.8 174 95.1 18 34.0 0 0.0 291 97.0 63 64.3 88.9 

0.4-0.5 70 248 22.0 18 56 23.3 10 42 21.3 143 95.3 10 23.8 0 0.0 241 97.2 38 54.3 87.7 

0.5-0.6 34 138 19.8 4 33 21.5 5 26 23.0 76 96.2 5 20.0 0 0.0 135 97.8 14 41.2 86.6 

0.6-0.7 35 143 19.7 3 22 14.0 6 21 17.6 97 97.0 1 3.8 0 0.0 140 97.9 10 28.6 84.3 

0.7-0.8 38 160 19.2 27 71 49.5 1 21 22.0 68 100.0 2 20.0 0 0.0 160 100.0 30 78.9 96.0 

0.8-0.9 53 181 22.6 25 111 58.1 1 2 3.1 65 95.6 5 18.5 0 0.0 178 98.3 31 58.5 89.3 

0.9-1.0 598 1992 23.1 265 1084 52.1 4 51 4.4 853 99.5 74 22.5 0 0.0 1988 99.8 343 57.4 90.0 

Ukupno 1304 3963 24.8 434 1663 39.8 93 297 12.3 1961 97.9 203 26.1 2 4.8 3923 99.0 730 56.0 88.3 

Support threshold = 0.001 

0.1-0.2 112 127 46.9 14 20 14.2 4 5 4.4 97 95.1 22 23.4 0 0.0 122 96.1 40 35.7 67.8 

0.2-0.3 67 120 35.8 10 29 20.9 4 14 12.2 72 93.5 13 24.5 1 20.0 116 96.7 27 40.3 76.5 

0.3-0.4 56 134 29.5 3 17 10.5 19 26 26.5 86 94.5 10 29.4 0 0.0 129 96.3 32 57.1 84.7 

0.4-0.5 31 89 25.8 5 14 15.8 4 17 20.8 53 91.4 5 22.7 0 0.0 84 94.4 14 45.2 81.7 

0.5-0.6 25 70 26.3 3 15 18.9 2 11 16.9 42 95.5 3 15.0 0 0.0 68 97.1 8 32.0 80.0 

0.6-0.7 24 78 23.5 2 13 14.7 4 15 21.8 49 98.0 1 5.6 0 0.0 77 98.7 7 29.2 82.4 

0.7-0.8 25 59 29.8 20 28 57.1 0 1 2.8 30 100.0 0 0.0 0 0.0 59 100.0 20 80.0 94.0 

0.8-0.9 27 48 36.0 13 29 56.0 0 0 0.0 17 89.5 4 28.6 0 0.0 46 95.8 17 63.0 84.0 

0.9-1.0 409 816 33.4 194 384 47.2 0 0 0.0 429 99.3 46 21.4 0 0.0 813 99.6 240 58.7 86.0 

Ukupno 776 1541 33.5 264 549 35.1 37 89 8.4 875 96.9 104 21.9 1 3.6 1514 98.2 405 52.2 82.8 

Support threshold = 0.002 

0.1-0.2 65 39 62.5 6 7 12.5 3 1 4.4 27 87.1 8 14.3 0 0.0 35 89.7 17 26.2 50.0 

0.2-0.3 41 32 56.2 6 10 21.9 1 2 5.3 17 85.0 3 8.8 1 33.3 30 93.8 10 24.4 54.8 

0.3-0.4 27 40 40.3 2 5 10.4 10 4 23.3 29 93.5 1 6.7 0 0.0 38 95.0 13 48.1 76.1 

0.4-0.5 15 36 29.4 2 8 19.6 2 8 24.4 17 85.0 0 0.0 0 0.0 33 91.7 4 26.7 72.5 

0.5-0.6 12 20 37.5 0 2 6.3 1 2 10.0 16 100.0 3 27.3 0 0.0 20 100.0 4 33.3 75.0 

0.6-0.7 16 38 29.6 0 7 13.0 4 4 17.0 26 96.3 1 8.3 0 0.0 37 97.4 5 31.3 77.8 

0.7-0.8 5 17 22.7 4 5 40.9 0 0 0.0 12 100.0 0 0.0 0 0.0 17 100.0 4 80.0 95.5 

0.8-0.9 10 17 37.0 6 12 66.7 0 0 0.0 3 60.0 0 0.0 0 0.0 15 88.2 6 60.0 77.8 

0.9-1.0 184 301 37.9 78 142 45.4 0 0 0.0 157 98.7 16 15.1 0 0.0 299 99.3 94 51.1 81.0 

Ukupno 375 540 41.0 104 198 33.0 21 21 6.9 304 94.7 32 12.8 1 5.9 524 97.0 157 41.9 74.4 

Tabela 6.6. Rezultati p i e e etoda eli i a ije: VTŠ, )= .   
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Conf Kr Dug 
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konc 

kr 

Opšt 
konc 

kr % 

Opšt 
konc 

dug 

Opšt 
konc 

dug % 

Elim   

dug 

uk 

Elim   

dug 

uk % 

Elim 

kr 

uk 
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kr 

uk % 

Elim  

uk % 

Support threshold = 0.0005 

0.1-0.2 106 525 16.8 0 0 0.0 3 38 6.5 394 80.9 30 29.1 6 6.5 438 83.4 33 31.1 74.6 

0.2-0.3 42 327 11.4 0 0 0.0 5 43 13.0 215 75.7 3 8.1 5 7.2 263 80.4 8 19.0 73.4 

0.3-0.4 33 268 11.0 1 1 0.7 2 31 11.0 175 74.2 4 13.3 1 1.6 208 77.6 7 21.2 71.4 

0.4-0.5 31 265 10.5 0 0 0.0 4 47 17.2 172 78.9 2 7.4 0 0.0 219 82.6 6 19.4 76.0 

0.5-0.6 12 179 6.3 1 0 0.5 0 12 6.3 134 80.2 0 0.0 0 0.0 146 81.6 1 8.3 77.0 

0.6-0.7 9 193 4.5 0 0 0.0 0 0 0.0 161 83.4 0 0.0 0 0.0 161 83.4 0 0.0 79.7 

0.7-0.8 14 153 8.4 3 2 3.0 0 0 0.0 134 88.7 1 9.1 0 0.0 136 88.9 4 28.6 83.8 

0.8-0.9 20 156 11.4 2 2 2.3 0 0 0.0 153 99.4 2 11.1 0 0.0 155 99.4 4 20.0 90.3 

0.9-1.0 44 387 10.2 5 14 4.4 0 0 0.0 370 99.2 4 10.3 0 0.0 384 99.2 9 20.5 91.2 

Ukupno 311 2453 11.3 12 19 1.1 14 171 6.8 1908 84.3 46 16.1 12 3.4 2110 86.0 72 23.2 78.9 

Support threshold = 0.001 

0.1-0.2 73 222 24.7 0 0 0.0 1 13 4.7 154 73.7 17 23.6 3 5.5 170 76.6 18 24.7 63.7 

0.2-0.3 31 142 17.9 0 0 0.0 4 17 12.1 91 72.8 1 3.7 2 5.9 110 77.5 5 16.1 66.5 

0.3-0.4 23 100 18.2 1 1 1.6 2 10 9.9 52 59.1 2 10.5 0 0.0 63 63.6 5 22.7 55.3 

0.4-0.5 22 105 17.3 0 0 0.0 3 16 15.0 64 71.9 1 5.3 0 0.0 80 76.2 4 18.2 66.1 

0.5-0.6 9 87 9.4 0 0 0.0 0 3 3.1 61 72.6 0 0.0 0 0.0 64 73.6 0 0.0 66.7 

0.6-0.7 8 88 8.3 0 0 0.0 0 0 0.0 61 69.3 0 0.0 0 0.0 61 69.3 0 0.0 63.5 

0.7-0.8 8 53 13.1 0 0 0.0 0 0 0.0 44 83.0 1 12.5 0 0.0 44 83.0 1 12.5 73.8 

0.8-0.9 14 69 16.9 0 0 0.0 0 0 0.0 68 98.6 2 14.3 0 0.0 68 98.6 2 14.3 84.3 

0.9-1.0 32 190 13.6 4 12 7.2 0 0 0.0 175 98.3 4 14.3 0 0.0 187 98.4 8 25.0 87.8 

Ukupno 220 1056 17.2 5 13 1.4 10 59 5.5 770 78.3 28 13.7 5 2.3 847 80.2 43 19.5 69.7 

Support threshold = 0.002 

0.1-0.2 49 61 44.5 0 0 0.0 1 6 6.4 38 69.1 8 16.7 1 5.9 45 73.8 9 18.4 49.1 

0.2-0.3 23 51 31.1 0 0 0.0 3 5 10.8 31 67.4 1 5.0 1 6.7 37 72.5 4 17.4 55.4 

0.3-0.4 14 37 27.5 0 0 0.0 1 3 7.8 16 47.1 2 15.4 0 0.0 19 51.4 3 21.4 43.1 

0.4-0.5 16 39 29.1 0 0 0.0 1 6 12.7 23 69.7 0 0.0 0 0.0 29 74.4 1 6.3 54.5 

0.5-0.6 7 28 20.0 0 0 0.0 0 0 0.0 17 60.7 0 0.0 0 0.0 17 60.7 0 0.0 48.6 

0.6-0.7 6 28 17.6 0 0 0.0 0 0 0.0 16 57.1 0 0.0 0 0.0 16 57.1 0 0.0 47.1 

0.7-0.8 4 14 22.2 0 0 0.0 0 0 0.0 9 64.3 1 25.0 0 0.0 9 64.3 1 25.0 55.6 

0.8-0.9 11 27 28.9 0 0 0.0 0 0 0.0 26 96.3 1 9.1 0 0.0 26 96.3 1 9.1 71.1 

0.9-1.0 14 76 15.6 0 0 0.0 0 0 0.0 73 96.1 2 14.3 0 0.0 73 96.1 2 14.3 83.3 

Ukupno 144 361 28.5 0 0 0.0 6 20 5.1 249 73.0 15 10.9 2 2.2 271 75.1 21 14.6 57.8 

Tabela 6.7. Rezultati primene metoda eliminacije: FON, Z=2.0 
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Support threshold = 0.0005 

0.1-0.2 106 525 16.8 0 0 0.0 6 52 9.2 434 91.8 37 37.0 1 2.6 487 92.8 43 40.6 84.0 

0.2-0.3 42 327 11.4 0 0 0.0 9 67 20.6 230 88.5 3 9.1 2 6.7 299 91.4 12 28.6 84.3 

0.3-0.4 33 268 11.0 1 1 0.7 3 48 17.1 195 89.0 4 13.8 0 0.0 244 91.0 8 24.2 83.7 

0.4-0.5 31 265 10.5 0 0 0.0 4 48 17.6 199 91.7 6 22.2 0 0.0 247 93.2 10 32.3 86.8 

0.5-0.6 12 179 6.3 1 0 0.5 0 22 11.6 149 94.9 0 0.0 0 0.0 171 95.5 1 8.3 90.1 

0.6-0.7 9 193 4.5 0 0 0.0 0 17 8.4 164 93.2 1 11.1 0 0.0 181 93.8 1 11.1 90.1 

0.7-0.8 14 153 8.4 3 2 3.0 0 2 1.2 140 94.0 1 9.1 0 0.0 144 94.1 4 28.6 88.6 

0.8-0.9 20 156 11.4 2 2 2.3 0 0 0.0 154 100.0 2 11.1 0 0.0 156 100.0 4 20.0 90.9 

0.9-1.0 44 387 10.2 5 14 4.4 0 0 0.0 372 99.7 4 10.3 0 0.0 386 99.7 9 20.5 91.6 

Ukupno 311 2453 11.3 12 19 1.1 22 256 10.2 2037 93.5 58 20.9 3 2.1 2315 94.4 92 29.6 87.1 

Support threshold = 0.001 

0.1-0.2 73 222 24.7 0 0 0.0 2 19 7.1 181 89.2 25 35.2 1 4.5 201 90.5 27 37.0 77.3 

0.2-0.3 31 142 17.9 0 0 0.0 6 28 19.7 95 83.3 1 4.0 1 5.3 124 87.3 7 22.6 75.7 

0.3-0.4 23 100 18.2 1 1 1.6 2 11 10.7 71 80.7 2 10.0 0 0.0 83 83.0 5 21.7 71.5 

0.4-0.5 22 105 17.3 0 0 0.0 3 17 15.7 77 87.5 3 15.8 0 0.0 94 89.5 6 27.3 78.7 

0.5-0.6 9 87 9.4 0 0 0.0 0 11 11.5 70 92.1 0 0.0 0 0.0 81 93.1 0 0.0 84.4 

0.6-0.7 8 88 8.3 0 0 0.0 0 3 3.1 73 85.9 1 12.5 0 0.0 76 86.4 1 12.5 80.2 

0.7-0.8 8 53 13.1 0 0 0.0 0 0 0.0 47 88.7 1 12.5 0 0.0 47 88.7 1 12.5 78.7 

0.8-0.9 14 69 16.9 0 0 0.0 0 0 0.0 69 100.0 2 14.3 0 0.0 69 100.0 2 14.3 85.5 

0.9-1.0 32 190 13.6 4 12 7.2 0 0 0.0 177 99.4 4 14.3 0 0.0 189 99.5 8 25.0 88.7 

Ukupno 220 1056 17.2 5 13 1.4 13 89 8.1 860 90.1 39 19.3 2 2.1 964 91.3 57 25.9 80.0 

Support threshold = 0.002 

0.1-0.2 49 61 44.5 0 0 0.0 2 8 9.1 47 88.7 13 27.7 1 16.7 56 91.8 15 30.6 64.5 

0.2-0.3 23 51 31.1 0 0 0.0 5 11 21.6 34 85.0 1 5.6 0 0.0 45 88.2 6 26.1 68.9 

0.3-0.4 14 37 27.5 0 0 0.0 1 3 7.8 23 67.6 2 15.4 0 0.0 26 70.3 3 21.4 56.9 

0.4-0.5 16 39 29.1 0 0 0.0 1 7 14.5 26 81.3 1 6.7 0 0.0 33 84.6 2 12.5 63.6 

0.5-0.6 7 28 20.0 0 0 0.0 0 3 8.6 22 88.0 0 0.0 0 0.0 25 89.3 0 0.0 71.4 

0.6-0.7 6 28 17.6 0 0 0.0 0 0 0.0 20 71.4 1 16.7 0 0.0 20 71.4 1 16.7 61.8 

0.7-0.8 4 14 22.2 0 0 0.0 0 0 0.0 10 71.4 1 25.0 0 0.0 10 71.4 1 25.0 61.1 

0.8-0.9 11 27 28.9 0 0 0.0 0 0 0.0 27 100.0 1 9.1 0 0.0 27 100.0 1 9.1 73.7 

0.9-1.0 14 76 15.6 0 0 0.0 0 0 0.0 75 98.7 2 14.3 0 0.0 75 98.7 2 14.3 85.6 

Ukupno 144 361 28.5 0 0 0.0 9 32 8.1 284 86.3 22 16.3 1 2.2 317 87.8 31 21.5 68.9 

Tabela 6.8. Rezultati primene metoda eliminacije: FON, Z=4.0 
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Sva pravila generisana u eksperimentima podeljena su prema intervalima confidence 

vrednosti kojima pripadaju, a koji su u tabelama 6.5, 6.6, 6.7 i 6.8 prikazani u koloni 

„Conf . Rezultati eli i a ije skupa s ih p a ila ge e isa ih za od eđe i i i al i 

support prag prikazani su u redu „Ukupno . Rezultati eliminacije skupa pravila koja 

p ipadaju od eđe o  o fide e i te alu p ikaza i su u o o  edu u ta eli, čiji je 
o fide e i te al oz ače  u kolo i „Conf .  

Kolona „Kr  odnosi se na broj target pozitivnih kratkih pravila, dok se kolona „Dug  

odnosi na broj target pozitivnih dugih pravila, generisanih za odgo a ajući i i al i 

support prag i confidence interval. Kolona „Kr %  odnosi se na procenat kratkih pravila, 

u odnosu na ukupni broj pravila.  

Kolone „Klaster kr  i „Klaster dug  odnose se na broj eliminisanih kratkih, odnosno 

dugih, klaster-asocijativnih pravila. Kolona „Klaster uk %  odnosi se na procenat 

ukupno eliminisanih klaster-pravila, u odnosu na ukupni broj generisanih pravila 

(kratkih i dugih zajedno).  

Kolone „SO kr  i „SO dug  odnose se na broj eliminisanih kratkih, odnosno dugih, 

statistički očeki a ih p a ila u skupu s ih sesija. Kolo a „SO uk %  odnosi se na 

p o e at ukup o eli i isa ih statistički očeki a ih p a ila u skupu s ih sesija, u 

odnosu na ukupni broj pravila (kratkih i dugih zajedno), koja preostaju u skupu posle 

eliminacije klaster-asocijativnih pravila.  

Kolona „Opšt dug  od osi se a oj eli i isa ih dugih p a ila, koja su statistički 

očeki a a u p isust u opštijih p a ila a je duži e. Kolo a „Opšt dug %  odnosi se na 

procenat eliminisanih dugih pravila (kolona „Opšt dug ), u odnosu na broj dugih 

pravila, koja preostaju u skupu posle eliminacije klaster-asocijativnih pravila („Klaster 

dug  i eli i a ije statistički očeki a ih p a ila u skupu s ih sesija „SO dug ).   

Kolone „Opšt ko  k  i „Opšt ko  dug  odnose se na broj eliminisanih kratkih, 

od os o dugih, statistički očeki a ih p a ila u p isust u opštijih p a ila jed ake 

duži e, koja postoje u p isust u ko ept e hije a hije. Kolo a „Opšt ko  k  %  odnosi 

se na procenat eliminisanih kratkih pravila („Opšt ko  k ), u odnosu na broj kratkih 

pravila, koja preostaju u skupu posle eliminacije kratkih klaster-asocijativnih pravila 

(„Klaster kr  i eli i a ije k atkih statistički očeki a ih p a ila u skupu s ih sesija „SO 



107 

 

kr ). Kolona „Opšt ko  dug %  odnosi se na procenat eliminisanih dugih pravila („Opšt 

konc dug ), u odnosu na broj dugih pravila, koja preostaju u skupu posle eliminacije 

dugih klaster-asocijativnih pravila („Klaster dug , eli i a ije dugih statistički 

očeki a ih p a ila u skupu s ih sesija „SO dug ), i eliminacije dugih pravila koja su 

statistički očeki a a u p isust u opštijih p a ila a je duži e „Opšt dug ). 

Kolone „Elim dug uk  i „Elim kr uk  odnose se na ukupni broj eliminisanih dugih, 

odnosno kratkih asocijativnih pravila primenom svih metoda eliminacije. Kolone „Elim 

dug uk %  i „Elim kr uk %  odnose se na procenat eliminacije dugih, odnosno kratkih 

pravila, u odnosu na ukupni broj generisanih dugih, odnosno kratkih pravila za date 

vrednosti minimalnog support praga i za dati confidence interval. Kolona „Elim uk %  

odnosi se na procenat eliminacije svih pravila (dugih i kratkih zajedno), u odnosu na 

ukupni broj generisanih pravila za date vrednosti minimalnog support praga i za dati 

confidence interval.  

Rezultati eliminacije prikazani u tabelama 6.5, 6.6, 6.7 i 6.8, detaljno su analizirani u 

narednim poglavljima. 

6.2.1 Eliminacija klaster-asocijativnih pravila 

U ovom poglavlju analiziramo rezultate eliminacije klaster-pravila, koja su rezultat 

postoja ja iklič ih st uktura u konceptnoj hijerarhiji (poglavlje 4.2.3.2).  

Eliminacija klaster-p a ila p edsta lja p i ko ak p ečišća a ja skupa aso ijati ih 

p a ila. Efikas ost ostalih etoda za eli i a iju statistički očeki a ih aso ijati ih 

pravila ispitujemo na skupu otkrivenih asocijativnih pravila, iz koga su prethodno 

eliminisana klaster-pravila.  

Ukupa  udeo klaste  p a ila u VTŠ skupu podataka je isok za s e ed osti 

i i al og suppo t pa a et a i k eće se iz eđu % i %. )a azliku od toga, u FON 

skupu podataka udeo klaster pravila je lo izak i k eće se od  do . %. Klaste -

p a ila postoje u VTŠ skupu podataka usled st uktu e e  sajta, koja uključuje 

po oć e e  st a i e, koje se o aju posetiti da i se došlo do t aže ih doku e ata, 

što je ujed o i jedi i ači  da se dođe do tih dokumenata. Pri tome, često jed a 
po oć a php e  st a i a odgo a a jed o  t aže o  doc dokumentu, te se takva 
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d a e  o jekta goto o u ek poja ljuju u pa u u e  sesija a i či e iklič u 

potko ept/ atko ept st uktu u. Čak i sa o jed a o ak a iklična struktura uzrokuje 

postoja je ošt a klaste -aso ijati ih p a ila, te je ukup o s a je je eliči e skupa 

asocijativnih pravila eliminacijom klaster-p a ila za VTŠ skup podataka z ačaj o. 

Eli i a iju klaste  p a ila ilo i oguće ug aditi u fazu ge e isanja frekventnih 

skupo a e  st a i a, či e i se po ećala efikas ost generisanja frekventnih skupova, 

i izbeglo formiranje klaster-pravila, ali o u opti iza iju osta lja o kao oguć ost 

udućeg ist aži a ja u ilju u ap eđe ja pe fo a si soft e skog sistema za otkrivanje 

aso ijati ih p a ila o po aša ju ko is ika e  sajto a. 

6.2.2 Eliminacija statistički očekivanih pravila u skupu svih sesija 

U o o  pogla lju az at a o uči ak eli i a ije statistički očeki a ih p a ila u skupu 

svih sesija primenom uslova baziranog na minimalnom Z-score pragu (poglavlje 4.2.1). 

Ovu metodu eliminacije primenjujemo na skup asocijativnih pravila prethodno 

p ečišće  eli i isa je  klaste  aso ijati ih p a ila, što je opisa o u p ethod o  

poglavlju.  

Grafikoni na slikama 6.3 i 6.4, generisani na osnovu podataka datih u tabelama 6.5, 6.6, 

6.7 i 6.8,  p ikazuju uči ak eli i a ije statistički očeki a ih p a ila u skupu s ih sesija 

za skupo e podataka VTŠ, od os o FON. Na Y-osi prikazan je procenat smanjenja 

eliči e skupa aso ijati ih p a ila usled eli i a ije statistički očeki a ih p a ila za 

vrednosti minimalnog Z-s o e p aga .  i . , i to za t i azličite ed osti i i al og 
support praga, koje su prikazane na X-osi.  
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Slika 6.3. Eli i a ija statistički očeki a ih p a ila u skupu s ih sesija: VTŠ 

 

 

Slika 6.4. Eli i a ija statistički očeki a ih p a ila u skupu s ih sesija: FON 

 

Kao što je očeki a o, uči ak eli i a ije aso ijati ih p a ila lago opada sa 

po eća je  i i al og suppo t p aga. Ekspe i e ti pot đuju da je u skupu p a ila 
koja i aju iže support ed osti eći udeo statistički očeki a ih p a ila, u od osu a 

skup pra ila koja i aju iše support vrednosti.  

Ukupa  uči ak eli i a ije statistički očeki a ih p a ila je elati o izak i alazi se u 
intervalu od 3% do 7% za minimalni Z-score prag od 2.0, i u intervalu od 7% do 13% 
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kada se minimalni Z-s o e p ag po eća a . . )a iše ed osti )-score praga ne bi bilo 

statistički op a da o eli i isati aso ijati a p a ila, te tak i ekspe i e ti isu ađe i.  

S o zi o  da je o fide e jed a od ajčešće ko išće ih e a i te esa t osti, iz šili 

smo eksperimente u kojima ispituje o uči ak eli i a ije statistički očeki a ih p a ila 

za azličite ed osti o fide e e e aso ijati ih p a ila. 

Grafikoni na slikama 6.5 i 6.6 p ikazuju uči ak eli i a ije statistički očeki a ih p a ila 

u skupu s ih sesija za skupo e podataka VTŠ i FON, p i če u je vrednost minimalnog Z-

score praga jednaka 2.0. Dati su rezultati za tri vrednosti minimalnog support praga 

(0.0005, 0.001 i 0.002). Pri tome su sva pravila podeljena u grupe prema intervalima 

vrednosti confidence mere kojima pripadaju, a koji su dati na X-osi. Na Y-osi prikazan je 

p o e at s a je ja eliči e skupa p a ila čija o fide e ed ost pripada 

od eđe o  i te alu, koji je o eleže  na X-osi.  

 

 

Slika 6.5: Eli i a ija statistički očeki a ih p a ila u skupu s ih sesija prema confidence 

i te ali a: VTŠ 
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Slika 6.6: Eli i a ija statistički očeki a ih p a ila u skupu s ih sesija prema confidence 

intervalima: FON 

 

U skladu sa grafikonima prikazanim na slikama 6.3 i 6.4, na grafikonima prikazanim na 

slika a .  i .  p i ećuje se da je uči ak eli i a ije ešto eći za iže ed osti 

minimalnog support praga. 

Pose o je i te esa t o što je u goto o s i  ekspe i e ti a aj eći udeo statistički 

očeki a ih aso ijati ih p a ila eđu p a ili a koja i aju elati o po iše e 

confidence vrednosti (u intervalu od 0.3 do 0.5). Analizom konkretnih pravila 

generisanih na skupo i a podataka VTŠ i FON ut dili s o da je azlog o e poja e 

često u to e što eđu p a ili a čija je o fide e e a u i te alu od 0.3 do 0.5, 

postoji eliki oj p a ila čija je des a st a a isoko f ek e t a suppo t -30%). 

Ovakva pravila prelaze i i al i suppo t p ag i i aju po iše u o fide e ed ost 

isključi o kao posledi u isoke f ek e t osti des e st a e, p i če u zap a o e postoji 

statistički z ačaj a ko ela ija le e i des e st a e p a ila. Dakle, o ak a p a ila 
epot e o opte ećuju skup otkrivenih pravila i pri tom zbunjuju a alitiča a podataka, 

pa ih je potpuno opravdano eliminisati. 

“a d uge st a e, eđu aso ijati i  p a ili a čija je ed ost o fide e e e iska 

u i te alu od .  do .  alazi se eliki oj p a ila čija su leva i desna strana 

po eza e iše ego što je to statistički očeki a o. A alizo  ko k et ih p a ila 
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ge e isa ih a skupo i a podataka VTŠ i FON ut dili s o da o a p a ila često 

povezuju web stranice koje nisu direktno povezane hiperlink strukturom web sajta, a 

koje su isto e e o poseći a e češće ego što je to statistički očeki a o. “ at a o 

da su eka od o ih p a ila eočeki a a, otk i ajući o o z a je o po aša ju ko is ika 

web sajta, te su i pored niskih confidence vrednosti potencijalno interesantna 

analitiča i a podataka.  

Ekspe i e ti pot đuju da p a ila koja i aju ekst e o isoke o fide e ed osti 

iše od .  isu statistički očeki a a u skupu s ih sesija, te ne mogu biti eliminisana 

o o  etodo . Međuti , a alizo  ko k et ih p a ila ge e isa ih na skupovima 

podataka VTŠ i FON ut dili s o da pravila sa ekstremno visokim confidence 

vrednostima gotovo uvek sad že e  st a i e iz eđu kojih postoji di ekta  hipe li k u 

st uktu i e  sajta. Visoka statistička ko ela ija le e i des e st a e o ih p a ila je samo 

posledica poznate hiperlink strukture web sajta, i stoga smatramo da ona nisu 

pote ijal o i te esa t a a alitiča i a podataka. Ipak, o ak a p a ila e ogu iti 

eli i isa a kao statistički očeki a a, i ostaju u skupu otk i e ih aso ijati ih pravila, 

epot e o z u jujući a alitiča e podataka isoki  ed osti a statističkih e a 

interesantnosti. 

Ge e al o, ekspe i e ti opisa i u o o  pogla lju pot đuju poz atu či je i u da 
confidence nije adekvatna mera interesantnosti asocijativnih pravila, te da postoji 

eliki oj p a ila sa po iše i  o fide e ed osti a koja su api o i ei te esa t a 

kao statistički očeki a a, a koja ogu iti eli i isa a u o oj fazi p ečišća a ja skupa 

otk i e ih p a ila. Ekspe i e ti takođe pokazuju da je ukup i uči ak eliminacije 

statistički očeki a ih p a ila u skupu s ih sesija izak. I posle primene ove metode 

eliminacije, p eostaje eliki oj p a ila koja i aju po iše e ed osti o fide e i )-

s o e e e, a koja lo e o at o isu i te esa t a a alitiča i a podataka.  

6.2.3 Eliminacija statistički očekivanih pravila u prisustvu opštijih 
pravila manje dužine 

U o o  pogla lju az at a o uči ak eli i a ije statistički očeki a ih p a ila u 

p isust u opštijih aso ijati ih p a ila a je duži e, baziranog na minimalnom Z-score 

pa a et u aču ato  lokal o, a skupu s ih sesija koje se od ose a opštije 
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asocijativno pravilo (poglavlje 4.2.3.1). Obzirom da se ovom metodom mogu eliminisati 

sa o p a ila koja sad že a  t i e  st a i e „duga pravila  u dalje  tekstu , uči ak 
ove metode eliminacije merimo samo na skupu target pozitivnih dugih pravila, koji je 

p ethod o p ečišće  eli i isa je  klaste  aso ijati ih p a ila i statistički očeki a ih 

asocijativnih pravila. 

Grafikoni na slikama 6.7 i 6.8, generisani na osnovu podataka datih u tabelama 6.5, 6.6, 

6.7 i 6.8, p ikazuju uči ak o e etode eli i a ije u eksperimentima na skupovima 

podataka VTŠ, od os o FON. Na Y-osi p ikaza  je p o e at s a je ja eliči e skupa 

target pozitivnih dugih pravila za vrednosti minimalnog Z-score praga 2.0 i 4.0, i to za 

t i azličite ed osti i i al og suppo t p aga, koje su prikazane na X-osi.  

 

 

Slika 6.7. Eli i a ija statistički očeki a ih p a ila u p isust u opštijih p a ila manje 

duži e: VTŠ 
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Slika 6.8. Eli i a ija statistički očeki a ih p a ila u p isust u opštijih p a ila manje 

duži e: FON 

 

Uči ak eli i a ije statistički očeki a ih p a ila u p isust u opštijih p a ila a je 

duži e u opisanim eksperimentima je izuzetno visok. Za vrednost Z-score praga od 2.0 

uči ak eli i a ije za VTŠ skup podataka se k eće od % do %, dok se za FON skup 
podataka k eće od % do %. “a po eća je  i i al og )-score praga na 4.0 

po eća a se uči ak eli i a ije u p oseku za oko % za VTŠ, i za oko 10% za FON skup 

podataka.  

Uči ak eli i a ije statistički očeki a ih p a ila u p isust u opštijih p a ila a je 

duži e lago opada sa po eća je  i i al og suppo t p aga, što je u skladu sa 

t e do  uči ka eli i a ije statistički očeki a ih p a ila u skupu svih sesija. Dakle, 

eđu p a ili a sa iži  suppo t ed osti a ešto je eći udeo p a ila koja su 

statistički očeki a a u od osu a k aća i opštija p a ila. 

Grafikoni na slikama 6.9 i 6.10 p ikazuju uči ak eli i a ije statistički očeki a ih p a ila 

u p isust u opštijih p a ila a je duži e za skupo e podataka VTŠ i FON, za ed ost 
minimalnog Z-score praga od 2.0. Dati su rezultati za tri vrednosti minimalnog support 

praga (0.0005, 0.001 i 0.002). Pri tome su sva pravila podeljena u grupe prema 
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intervalima vrednosti confidence mere, koji su dati na X-osi. Na Y-osi prikazan je 

p o e at s a je ja eliči e skupa p a ila čija o fide e ed ost p ipada 
od eđe o  i te alu o eleže om na X-osi.  

 

 

Slika 6.9. Eli i a ija statistički očeki a ih p a ila u p isust u opštijih p a ila manje 

duži e p e a o fide e i te ali a: VTŠ 
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Slika 6.10. Eli i a ija statistički očeki a ih p a ila u p isust u opštijih p a ila manje 

duži e p e a o fide e i te ali a: FON 

 

I te esa t o je da je uči ak eli i a ije aj eći za pravila koja imaju ekstremno visoke 

o fide e ed osti. )a p a ila čije su o fide e ed osti lizu aksi al e u 

i te alu od .  do .  uči ak eli i a ije je lizu %. Ovakva pravila su trivijalna, i 

ona su gotovo uvek uzrokovana postojanjem kratkih p a ila koja sad že sa o jed u 
e  st a i u sa o e st a e, i čija je o fide e ed ost takođe u lizi i aksi al e.  

Napo i je o da os ila ije u p o e ti a eli i a ije ogu iti ezultat g eške u 

merenju zbog malog broja pravila koja ulaze u dati co fide e i te al, što je a očito 

iz aže o za i i al i suppo t p ag . , kada u eki  o fide e i te ali a e a 
statistički z ačaj og oja p a ila. 
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6.2.4 Eliminacija statistički očekivanih pravila u prisustvu konceptne 
hijerarhije 

U ovom poglavlju razmat a o uči ak eli i a ije statistički očeki a ih p a ila u 

p isust u opštijih aso ijati ih p a ila jed ake duži e, p i če u se i i al i Z-score 

parameta  aču a lokal o, a skupu s ih sesija koje se od ose a opštije asocijativno 

pravilo (poglavlje 4.2.3.1). Ova metoda eliminacije podrazumeva prethodno formiranje 

konceptne hijerarhije u odnosu na koju se ut đuje ela ija „opštije/spe ifič ije 

asocijativno pravilo . Ovu metodu primenjujemo na skup target pozitivnih pravila 

posle jego og p ečišća a ja eliminisanjem klaster asocijativnih pravila, statistički 

očeki a ih aso ijativnih pravila i dugih aso ijati ih p a ila koja su statistički očeki a a 

u od osu a k aća i opštija aso ijati a p a ila, čija je eli i a ija opisa a u pogla lji a 
(6.2.1, 6.2.2 i 6.2.3). Na taj ači  ispituje o z ačaj p i e e o e etode za eli i a iju 

o ih aso ijati ih p a ila koja e ogu iti p ečišće a d ugi , elementarnijim 

metodama.  

Eliminacija statistički očeki a ih aso ijati ih p a ila u p isust u ko ept e hije a hije 

utiče kako na duga, tako i na k atka aso ijati a p a ila. Međuti , posle p ethod o 

primenjene eliminacije dugih asocijativnih pravila u prethodnom poglavlju, veoma je 

nizak broj dugih pravila koja preostaju u skupu, te eksperimenti u kojima bi se skupovi 

dugih pravila dalje p ečišća ali isu statistički alid i. “a d uge st a e, eliči a skupa 

kratkih pravila se ne smanjuje znatno prethodno primenjenim metodama eliminacije. 

Pri tome, kratka pravila su pose o z ačaj a z og s oje jed osta osti i lakoće 
razumevanja. Iz ovih razloga, efikas ost eli i a ije statistički očeki a ih p a ila u 

prisustvu konceptne hijerarhije merimo na skupu target pozitivnih kratkih pravila. 

Grafikoni na slikama 6.11, 6.12, 6.13 i 6.14, generisani na osnovu podataka datih u 

tabelama 6.7, 6.8, 6.9 i 6.10, p ikazuju uči ak p ečišća a ja skupa ta get poziti ih 

k atkih p a ila za skupo e podataka VTŠ, od os o FON. Na Y-osi prikazan je procenat 

s a je ja eliči e skupa ta get poziti ih k atkih p a ila ku ulati o za d e etode 
eliminacije – statistički očeki a ih p a ila glo al o u skupu s ih sesija „SO kr ) i 

statistički očeki a ih p a ila u p isust u ko ept e hije a hije „Opšt ko  k ), jer 

promena minimalnog Z-s o e p aga utiče a uči ak eli i a ije za o e o e etode.  
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Grafikoni na slikama 6.11 i 6.13 prikazuju rezultate eksperimenata u kojima je vrednost 

minimalnog Z-score praga jednaka 2.0 za skupo e podataka VTŠ, od os o FON. U 
ekspe i e ti a čiji je ezultat p ikaza  a g afiko i a 6.12 i 6.14 za skupove 

podataka VTŠ, od os o FON vrednost minimalnog Z-score praga je jednaka 4.0. Svi 

ekspe i e ti iz še i su za t i azličite ed osti i i al og suppo t p aga, koje su 

o eleže e na X-osi. 

 

 

Slika 6.11. Eli i a ija statistički očeki a ih k atkih p a ila u p isust u opštijih pravila 

jed ake duži e: VTŠ, )= .  
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Slika 6.12. Eli i a ija statistički očeki a ih k atkih p a ila u p isust u opštijih p a ila 

jed ake duži e: VTŠ, )= .  

 

 

Slika 6.13. Eli i a ija statistički očeki a ih k atkih p a ila u p isust u opštijih p a ila 

jed ake duži e: FON, )= .  
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Slika 6.14. Eli i a ija statistički očeki a ih k atkih p a ila u p isust u opštijih p a ila 

jed ake duži e: FON, )= .  

 

Rezultati ekspe i e ata pokazuju da je uči ak eli i a ije target pozitivnih kratkih 

pravila u p oseku eći za VTŠ skup podataka ego za FON skup podataka. Razlog leži u 

to e što je eliči a ko ept e hije a hije z at o eća za VTŠ skup podataka ego za 
FON skup podataka, usled velikog broja „jakih  pravila, koja su posledi a st uktu e VTŠ 

web sajta.   

Uči ak eli i a ije lago opada sa po eća je  i i al og suppo t p aga, što je u 
skladu sa t e do  uči ka eli i a ije statistički očeki anih pravila u skupu svih sesija, 

kao i statistički očeki a ih p a ila u od osu a k aća i opštija p a ila. Dakle, eđu 

pravilima sa iži  suppo t ed osti a ešto je eći udeo spe ifič ijih p a ila koja se 
ogu eli i isati kao statistički očeki a a u od osu a opštija p a ila. 

“a po eća je  i i al og )-s o e p aga po eća a se ukup i uči ak eli i a ije za 
iz eđu % i % u za is osti od skupa podataka i minimalnog support praga. Ukupni 

uči ak eli i a ije k eće se u i te alu od % do %, u za is osti od skupa podataka, 
minimalnog support praga i minimalnog Z-score praga. 

 

0

5

10

15

20

25

30

35

40

Supp=0.0005 Supp=0.001 Supp=0.002

Potkoncept %

SO %



121 

 

6.3 Analiza kvaliteta znanja dobijenog proširenim softverskim 
sistemom 

Kvalitet asocijativnih pravila otkrivenih primenom implementiranog softverskog 

sistema z at o je po eća  sa o  či je i o  da su eli i isa a ei te esa t a 
p a ila, kao što je detalj o opisa o u p ethod o  pogla lju. Posled ji ko ak u p o esu 

otkrivanja asocijativnih pravila je rangiranje ne-eliminisanih pravila primenom 

odgo a ajućih e a i te esa t osti. U ok i u o og pogla lja ispituje o p i e u 
implementiranih standardnih i odifiko a ih statističkih e a interesantnosti na 

rangiranje asocijativnih pravila otkrivenih u stvarnim skupovima podataka. 

P edlože e modifikovane statističke e e interesantnosti se mogu primenjivati kako 

a k atka, tako i a duga p a ila. Međuti , p ečišća a je skupa dugih pravila 

primenjeno u prethodnom poglavlju svelo je broj dugih pravila na veoma mali broj 

pravila u eći i eksperimenata. K alitet a gi a ja o ih p a ila ilo i teško alid o 

iz e iti z og jiho og alog oja. Po ed toga, s at a o da je ge e al o teško iz šiti 
pravilno rangiranje dugih p a ila tako da o a udu zaista ko is a a alitiča i a 

podataka, te se stoga ona retko i upotrebljavaju u praksi. Sa druge strane, kratka 

pravila su z og lakoće azu e a ja ajčešće upot e lja a a od st a e a alitiča a 
podataka, te je razvoj metoda koje ih pravilno rangiraju posebno z ačajan (Liu, 2007; 

Kazienko, 2009). Iz ovih razloga se u eksperimentima koji se odnose na rangiranje 

aso ijati ih p a ila o ko išće ju e  sajto a u ok i u o og ist aži a ja og a iča a o 
na skup kratkih asocijativnih pravila, a rangiranje dugih pravila ostavljamo kao 

oguć ost udućeg ist aži a ja. 

6.3.1 Rangiranje kratkih asocijativnih pravila 

P iliko  a gi a ja k atkih aso ijati ih p a ila, p edlaže o da se o a podele u grupe, 

u zavisnosti od toga da li sad že e  st a ice koje su u relaciji potkoncept/natkoncept 

u ok i u p isut e ko ept e hije a hije, i to a sledeći ači :  
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1. Grupa „P-N“ 

Grupu „P-N  či e p a ila čija je le a st a a potko ept des e st a e. Co fide e 

ed ost o ih p a ila je p e a defi i iji ela ije potko ept/ atko ept eća od 

zadatog p aga .  u aši  ekspe i e ti a . P i to e je es isle o ko istiti 
standardne statističke e e i te esa t osti za ova pravila jer je skup sesija koje 

sad že le u st a u p a ila sko o p a i podskup skupa sesija koje sad že des u 

st a u p a ila. “ at a o da p a ila iz o e g upe e otk i aju o o z a je, eć 

pot đuju ezu potko ept/ atko ept koja je ug ađe a u hipe li k st uktu u e  
sajta. “toga p edlaže o da se o a p a ila izd oje u pose u g upu čija uloga je da 

opiše ko ept u hije a hiju web stranica.   

2. Grupa „N-P“ 

Grupu „N-P  či e p a ila čija je des a st a a potko ept le e st a e. Ova pravila se 

ogu tu ačiti u s islu: „Posetioci web sajta koji su zainteresovani za koncept N 

zai te eso a i su i za jego  potko ept P sa od eđe i  stepe o  po e e ja . 

Confidence je dovoljno relevantna mera interesantnosti za pravila iz ove grupe, dok 

je besmisleno koristiti lift, added value i Z-score kao mere interesantnosti za ova 

p a ila. P a ila iz o e g upe ogu se ko istiti u spe ifič e s he, kao što je 

ocenjivanje upotrebljivosti linkova. ) og spe ifič osti z ače ja o ih p a ila, o a se 

ne mogu s stati u istu g upu kao p a ila opšteg o lika.  

3. Grupa „P1-P2“ 

Grupu „P1-P2  či e p a ila čija su le a i des a st a a potko epti zajed ičkog 

atko epta. O a p a ila se ogu tu ačiti u s islu: „Posetioci web sajta koji su 

zainteresovani za koncept N i njegov potkoncept P1, zainteresovani su i za njegov 

potko ept P , sa od eđe i  stepe o  po e e ja . Za rangiranje ovih pravila 

p edlaže o ko išće je modifikovanih statističkih e a i te esa t osti aču atih 
lokal o, a skupu sesija koje sad že zajed ički natkoncept (poglavlje 4.7).  

4. Grupa „GEN“ 

Grupu „GEN  či e p a ila opšteg o lika, čija le a i des a st a a isu po eza e 

vezom potkoncept/natkoncept, niti su one potko epti zajed ičkog atko epta. 

)a a gi a je p a ila u o oj g upi ože se ko istiti ilo koja sta da d a statistička 

mera interesantnosti.  
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Dok pravila iz grupa „P-N i „N-P  i aju spe ifič o z ače je i pos at aju se od oje o, 

pravila iz grupa „P1-P2  i „GEN  tu ače se a sliča  ači . Njiho o z ače je i a 
smisao: „Posetioci web sajta koji su zai te eso a i za eki ko ept, takođe su 

zai te eso a i i za d ugi ko ept, sa od eđe i  stepe o  po e e ja . Ova pravila 

pote ijal o otk i aju o o z a je o i te eso a ji a ko is ika e  sajta, što je up a o 
fokus ašeg ist aži a ja.  

U eksperimentima prikazanim u ovom poglavlju grupe „P1-P2  i „GEN  su spojene i 

iz še o je zajed ičko a gi a je p a ila iz o e d e g upe. Ko išće e su t i 

odifiko a e statističke e e i te esa t osti: odifiko a i added alue, odifiko a i 
lift i modifikovani Z-score.  

Vred ost odifiko a e statističke e e i te esa t osti  za neko asocijativno 

pravilo  formira se p e a sledeće  k ite iju u. Ako  pripada grupi pravila „GEN , 

 dobija vrednost standardne statističke e e i te esa t osti. U p oti o , ako  

pripada grupi pravila „P1-P2 ,  dobija vrednost odgo a ajuće lokal e mere 

interesantnosti (poglavlje 4.3). 

U ekspe i e ti a u ok i u kojih je iz še o a gi a je p a ila iz g upa „P1-P2  i „GEN  

ko išće o je seda  statističkih e a i te esa t osti: 

1. confidence 

2. added value 

3. lift 

4. Z-score 

5. modifikovani added value 

6. modifikovani lift 

7. modifikovani Z-score  
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6.3.2 Primeri iz stvarnog skupa podataka 

Kao primer koji ilustruje razliku u rangiranju standardnom i modifikovanom merom 

interesantnosti, u tabeli 6.9 data su tri kratka pravila otkrivena u  skupu podataka FON, 

u eksperimentu gde je minimalni support prag bio 0.002, a minimalni Z-score prag 4.0. 

Pri tome unija kratkih pravila iz grupa „GEN  i „P1-P2  generisanih u ovom 

ekspe i e tu sad ži ukup o  p a ila.  

 
Levo Desno Grupa AV 

Rang 

AV 

Mod 

AV 

Rang 

MAV 

1 /osnovnestudije/om/index.html /osnovnestudije/uk/index.html P1-P2 0.43 11 0.40 9 

2 /istrazivanjeirazvoj/index.html /ofakultetu/index.html GEN 0.35 18 0.35 13 

3 /osnovnestudije/om/index.html /osnovnestudije/isit/index.html P1-P2 0.43 10 0.24 23 

Tabela 6.9. Primeri rangiranih pravila – modifikovana added value mera 

interesantnosti 

Kolona „Levo  u tabeli 6.9 sad ži url web stranice na levoj strani pravila, a kolona 

„Desno  sad ži url web stranice na desnoj strani pravila. Kolona „Grupa  oz ača a 
grupu kojoj pravilo pripada prema podeli navedenoj u prethodnom poglavlju.  Kolona 

„AV  sad ži ed ost added alue e e i te esa t osti, dok kolo a „Rang AV  sad ži 

redni broj pravila kada su ona rangirana prema added value meri interesantnosti. 

Kolona „Mod.AV  sad ži ed ost odifiko a e added alue e e i teresantnosti, dok 

kolona „Rang MAV  sad ži ed i oj p a ila kada su o a a gi a a p e a 

modifikovanoj added value meri interesantnosti. 

Web stranica /osnovnestudije/om/index.html odnosi se na studijski program 

„Ope a io i e adž e t , web stranica /osnovnestudije/uk/index.html odnosi se na 

studijski program „Upravljanje kvalitetom , a web stranica 

/osnovnestudije/isit/index.html odnosi se na studijski program „Informacione 

tehnologije  Fakulteta organizacionih nauka u Beogradu. Sve tri web stranice su 

potko epti zajed ičkog atko epta „Osnovne studije  na koji se odnosi web stranica 

/osnovnestudije/index.html. Web stranice /istrazivanjeirazvoj/index.html  i  

/ofakultetu/index.html nemaju natkoncept i obe se nalaze na osnovnom top-meniju 

web sajta.  
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Ukoliko i se a gi a je šilo sta da d o  added alue e o  i te esa t osti, 

pravila sa rednim brojevima 1 i 3 bila bi rangirana na visokom 10. i 11. mestu („Rang 

AV ) i imala bi jednaku vrednost mere interesantnosti („AV ), dok bi pravilo sa rednim 

oje   ilo iže a gi a o a . estu . Ko išće je  odifiko a e added alue 

e e i te esa t osti p i ećuje o da postoji azlika u a gi a ju p avila sa rednim 

brojevima 1 i 3 („Rang M.AV . P a ilo sa ed i  oje   i a išu ed ost 

modifikovane added value mere i prema njoj je rangirano na 9. mestu, dok je pravilo sa 

rednim brojem 3 rangirano tek na 23. mestu. Dakle, modifikovana added value mera 

pravila 1 i 3 govori o tome da su posetioci web sajta koji su zainteresovani za osnovne 

studije na studijskom programu „Ope a io i e adž e t  ogo iše zai te eso a i 

za studijski program „Upravljanje kvalitetom  nego za studijski program „Informacione 

tehnologije  što se ože očeki ati s o zi o  a s od ost o ih studijskih p og a a . “a 
d uge st a e, azlika u ed osti a sta da d e added alue e e iz eđu p a ila  i  

toliko je mala da se ova informacija gubi i pravila su podjednako rangirana.  

Pra ilo , koje po ezuje e  st a i e iz eđu kojih e postoji hipe li k a e  sajtu i 
koje isu po eza e ezo  potko ept/ atko ept, ože iti z ačaj o a alitiča i a 

podataka i epoželj o i ilo a gi ati ga p e iše isko u od osu a p a ila  i , što i 

bio slučaj p i a gi a ju sta da d o  added alue e o . “ at a o da je jego o 
a gi a je ko išće je  odifikovane added value mere („Rang MAV  liže jego oj 

st a oj i te esa t osti, u od osu a jego o a gi a je ko išće je  sta da d e 

added value mere („Rang AV ).   

6.3.3 Poređenje rangiranja standardnim statističkim merama 
interesantnosti 

U o o  pogla lju po edi o a gi a je k atkih aso ijati ih p a ila ko išće je  četi i 

standardne mere interesantnosti: confidence, added value, lift i Z-score. U 

eksperime ti a po edi o slič ost a gi a ja pute  o ih e a i te esa t osti 

ko išće je  “pea a o og koefi ije ta ko ela ije a ga. V ed osti i i al og 

suppo t p aga su kao i u p ethod o  pogla lju a i a e iz eđu . , .  i . , 
dok je vrednost minimalnog Z-score praga konstantna i iznosi 4.0.  
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U tabelama od 6.10 do 6.15 date su vrednosti Spearmanovog koeficijenta korelacije 

ranga za svaki par mera interesantnosti. “k aće i a „A.value  u tabelama odnosi se na 

added alue, a sk aće i a „Conf  na confidence. Oznaka skupa podataka i vrednost 

minimalnog support praga data je u zagradama ispod svake tabele.  

 

 A.value Lift Z-score 

Conf 0.9001 0.2414 0.3021 

A.value - 0.5446 0.5730 

Lift - - 0.8926 

Ta ela . . Po eđe je a gi a ja sta da d i  e a a: VTŠ, “upp= .  

 

 A.value Lift Z-score 

Conf 0.8598 0.1320 0.2325 

A.value - 0.5211 0.5977 

Lift - - 0.9212 

Ta ela . . Po eđe je a gi a ja sta da d i  e a a: VTŠ, Supp=0.001 

 

 A.value Lift Z-score 

Conf 0.818 -0.065 0.0653 

A.value - 0.3900 0.4971 

Lift - - 0.8941 

Ta ela . . Po eđe je a gi a ja sta da d i  e a a: VTŠ, “upp= .  

 

 A.value Lift Z-score 

Conf 0.9107 0.1956 0.1991 

A.value - 0.4858 0.4348 

Lift - - 0.7234 

Ta ela . . Po eđe je a gi a ja sta da d i  e a a: FON, “upp= .  
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 A.value Lift Z-score 

Conf 0.89308 0.2390 0.2139 

A.value - 0.5401 0.4783 

Lift - - 0.7816 

Ta ela . . Po eđe je a gi a ja sta da d i  e a a: FON, “upp= .  

 

 A.value Lift Z-score 

Conf 0.8967 0.214 0.1818 

A.value - 0.5109 0.453 

Lift - - 0.8239 

Ta ela . . Po eđe je a gi a ja sta da d i  e a a: FON, “upp= .  

 

U svim prikazanim ekspe i e ti a “pea a o  koefi ije t ko ela ije a ga iz eđu 

o fide e i added alue e e je isok, što z ači da o e d e e e daju slič o 

a gi a je. Koefi ije t ko ela ije a ga iz eđu o fide e i lift, kao i iz eđu 
confidence i Z-score mere je nizak, što ukazuje a azličitost a gi a ja pute  o ih 

e a i te esa t osti. Ipak, koefi ije t u eći i slučaje a zad ža a poziti u ed ost, 

što z ači da postoji poziti a ko ela ija u a gi a ju, ali je iska. “lič ost u a gi a ju 

iz eđu added alue i lift, kao i added value i Z-score mere postoji, ali nije izrazito 

isoka, dok je slič ost u a gi a ju iz eđu lift i )-score mere izrazito visoka u svim 

eksperimentima.   

6.3.4 Poređenje rangiranja standardnim i modifikovanim statističkim 
merama interesantnosti 

U ovom pogla lju po edi o a gi a je k atkih aso ijati ih p a ila ko išće je  

standardne i modifikovane added value, standardne i modifikovane lift, kao i 

standardne i modifikovane Z-score mere interesantnosti. Kao i u prethodnom 

pogla lju, slič ost a gi a ja e i o ko išće je  “pea a ovog koeficijenta 

korelacije ranga. Vrednosti minimalnog support praga, kao i u prethodnom poglavlju, 

a i a e su iz eđu . , .  i . , dok je vrednost minimalnog Z-score praga 

konstantna i iznosi 4.0.  
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U tabelama 6.16 i 6.17 date su vrednosti Spearmanovog koeficijenta korelacije ranga 

iz eđu pa o a sta da d a/ odifiko a a e a i te esa t osti. Kolo a „Support  

odnosi se na vrednost minimalnog support praga, kolona „Mod AV  odnosi se na 

ko ela iju iz eđu odifiko a e i standardne added value mere, kolona „Mod Lift  na 

ko ela iju iz eđu odifiko e i sta da d e lift e e, a kolo a „Mod Z-score  na 

ko ela iju iz eđu odifiko e i sta da d e )-score mere. Oznaka skupa podataka data 

je u zagradama ispod obe tabele.  

 

Support Mod AV Mod Lift 
Mod       

Z-score 

0.0005 0.8948 0.6787 0.6022 

0.001 0.8770 0.6381 0.5539 

0.002 0.8553 0.5565 0.4733 

Tabela 6.16. Rangiranje modifikovanim merama: FON 

 

Support Mod AV Mod Lift 
Mod       

Z-score 

0.0005 0.8893 0.6971 0.5642 

0.001 0.8512 0.6127 0.5288 

0.002 0.8654 0.5876 0.5234 

Tabela 6.17. Rangiranje modifikovanim merama: VTŠ 

 

Ekspe i e ti pokazuju da je slič ost u a gi a ju iz eđu odifiko a e i sta da d e 

added alue e e i te esa t osti ešto eća u od osu a slič ost iz eđu 

modifikovane i standardne lift, odnosno Z-score mere interesantnosti. Razlog za ovu 

poja u je e o at o u to e što ed osti lift i )-s o e e e iše a i aju kada se s a ji 

eliči a skupa sesija u od osu a koji se o e aču aju. Kada se lift, od os o )-score 

ed ost aču aju lokal o u eko  podskupu skupa s ih sesija, dolazi do ećih 

os ila ija u od osu a jiho e ed osti aču ate glo al o u skupu s ih sesija. 
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7 Zaključak 

Otkrivanje asocijativnih pravila u web log podacima jedna je od popularnih metoda za 

automatsku ekstrakciju potencijalno interesantnih informacija o ko išće ju web 

sajtova. Znanje otkriveno u formi asocijativnih pravila primenjuje se u raznovrsnim 

domenima, kao što su aplikacije elektronskog poslovanja, razni sistemi za 

p epo učivanje, personalizacija ko išće ja e  sajto a, sistemi za po eća je 
pe fo a si e  se e a keši a je  e  st a i a, kao i za u ap eđe je e  sajt 

dizajna.  

Analiza dosadaš jih ist aži a ja u o lasti otkrivanja asocijativnih pravila ukazuje da je 

osnovni fakto  koji egati o utiče a upot e lji ost aso ijati ih p a ila te de ija 

ge e isa ja p e elikog oja p a ila u koji a se a alitiča i podataka teško s alaze p i 

oda i u st a o ko is ih p a ila. U slučaju aso ijati ih p a ila o ko išće ju e  
sajtova o aj p o le  je pogo ša  usled s až e ko ela ije iz eđu azličitih e  

st a i a, koja je ezultat hipe li k st uktu e e  sajto a. Kao posledi a toga ge e iše 

se p e eliki oj aso ijati ih p a ila sa isoki  ed osti a statističkih e a 
interesantnosti, koja su zap a o očeki a a i sa i  ti  ei te esa t a a alitiča i a 

podataka. Postojanje ovakvih asocijativnih p a ila lo egati o utiče na kvalitet 

z a ja sad ža  u skupu asocijativnih pravila otkrivenih u web podacima, u a jujući 

njegovu upotrebljivost. 

Shodno tome, opšti ilj ist aži a ja sprovedenog u okviru ove disertacije bio je razvoj 

teorijskog ok ira i u apređe je etoda za pro alaže je i red o a je aso ijati ih 
pravila u web server log podacima.  U ok i u opšteg ilja defi isa  je potcilj C1.1 – 

upored a a aliza pri e e različitih era i teresa t osti pra ila kroz aspekt jiho e 
upotrebljivosti za analizu web server log podataka, kao i potcilj C1.2 – formulisanje 

smernica pri odabiru mera interesantnosti asocijativnih pravila. 

Jedan od až ijih teoretskih doprinosa ove disertacije, u okviru ispunjenja opšteg cilja, 

je predlog metode za eliminaciju neinteresantnih asocijativnih pravila, kojom se 

po eća a upot e lji ost skupa otk i e ih p a ila. P edlože a je fo al a defi i ija 
uslova za elimi a iju koja se azi a a statističkoj )-score meri, definisanoj lokalno, na 

skupu t a sak ija e  sesija  koje sad že opštiji skup at i uta e  st a i a .  
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O ak a defi i ija opšteg uslo a za eli i a iju aso ijati ih p a ila o uh ata d ojako 

p ečišća a je skupa otkrivenih asocijativnih p a ila. U p o  slučaju eli i išu se 
aso ijati a p a ila koja su statistički očeki a a u od osu a opštija i k aća aso ijati a 

p a ila. U d ugo  slučaju eli i išu se p a ila koja su statistički očeki a a u od osu a 

opštija aso ijati a p a ila jed ake duži e, koja postoje u p isust u ko ept e 
hijerarhije atributa.  

U okviru ove metode p edlože o je ko išće je konceptne hijerarhije generisane na 

osnovu asocijativnih pravila čija je o fide e ed ost p i liž a aksi al oj, a koja 

često postoje u skupo i a aso ijati ih p a ila o ko išće ju e  sajto a. Og a iče je 
ovakve konceptne hijerarhije je što o a e o uh ata s e od ose 

potkoncept/natkoncept koje bi mogao definisati ekspert, ili koji bi eventualno mogli 

iti auto atski ekst aho a i se a tičko  a alizo  e  sajta. “a d uge st a e, 
prednost ovako definisane konceptne hijerarhije je što za je o ge e isa je ije 

pot e o ekspe tsko z a je, iti se zahte a dodat o aču sko procesiranje, jer se ona 

zas i a a eć otk i e i  aso ijati i  p a ili a.  

P edlože i metod za eliminaciju neinteresantnih asocijativnih pravila baziran na 

p i e i statističke )-s o e e e i te esa t osti je po eđe  sa d ugi  etoda a 

(potcilj C1.1). Teo etski je dokaza o da je p edlože i etod opštiji i iše statistički 
opravdan u odnosu na neke od metoda korišće ih u p ethod i  ist aži a ji a. 

Pose o je pogoda  za p i e u u do e u otk i a ja aso ijati ih p a ila o po aša ju 

korisnika web sajtova, gde postoji isoka ko ela ija iz eđu e  st a i a kao posledi a 

hiperlink strukture web sajta. 

U okviru potcilja C1.1, iz še a je upo ed a a aliza oso i a azličitih statističkih e a 

interesantnosti. One su primenjene na rangiranje asocijativnih pravila o ko išće ju e  

sajtova otkrivenih u dva stvarna skupa web log podataka. Rezultati rangiranja putem 

azličitih mera interesantnosti asocijativnih pravila o ko išće ju e  sajto a po eđe i 

su primenom Spearmanov-og koeficijenta korelacije ranga. 

Još jeda  teo etski doprinos, u okviru potcilja C1.2, je predlog modifikacije standardnih 

ate atičkih e a i te esa t osti, kojo  se po eća a k alitet a gi a ja otk i e ih 

aso ijati ih p a ila o ko išće ju e  sajto a. Ova modifikacija primenljiva je u 



131 

 

prisustvu prethodno definisane konceptne hijerarhije web objekata. Njome se 

odifikuje i te esa t ost aso ijati ih p a ila čija le a i des a st a a sad že 
potko ept zajed ičkog atko epta. O ak a aso ijati a p a ila i aju iz azito 

po iše e ed osti sta da d ih statističkih e a i te esa t osti, iako su o a ajčešće 

očeki a a, i sa i  ti  ei te esa t a a alitiča i a podataka. Eksperimentalno je 

pokazano da ovakva modifikacija mera interesantnosti daje kvalitetnije rangiranje 

aso ijati ih p a ila o ko išće ju e  sajtova koja preostaju u skupu posle njegovog 

p ečišća a ja.  

P aktič i ilj o og ist aži a ja bio je razvoj softverskog sistema za analizu web log 

podataka sa oguć ošću oda ira postojećih i ge erisa ja o ih era i teresa t osti 
asocijativnih pravila (C2). U ok i u p aktič og cilja definisani su potcilj C2.1 – analiza 

fu k io al osti određenog softverskog sistema za data mining i predlog njegovog 

prošire ja, kao i potcilj C2.2 – prošire je fu k io al osti postojećeg soft erskog 
siste a u ilju po oljšanja kvaliteta otkrivenog znanja. 

Analiziran je popularni Weka data mining sistem i p edlože  soft e ski siste  koji 
p oši uje jego e fu k io al osti (potcilj C2.1). P edlože i soft e ski siste  je 

specijalizovan za otkrivanje asocijativnih pravila o korišće ju e  sajto a i i teg iše s e 

faze procesa otkrivanja asocijativnih pravila. O uh aće a je priprema web log 

podataka, otkrivanje asocijativnih pravila, i ple e ta ija p edlože ih metoda za 

eliminisanje neinteresantnih asocijativnih pravila, kao i rangiranje preostalih 

asocijativnih pravila primenom standardnih i modifikovanih mera interesantnosti. 

U okviru potcilja C2.2, implementira  je p edlože i softverski sistem, kojim se u okviru 

ekspe i e tal og ist aži a ja otkrivaju asocijativna pravila u dva stvarna skupa 

podataka o ko išće ju e  sajto a. Pri tome se eksperimentalno ispituje doprinos 

p edlože ih etoda za po oljša je kvaliteta otkrivenih asocijativnih pravila o 

ko išće ju e  sajto a.  

Najpre je iz še o pretprocesiranje web log podataka, zatim su generisana asocijativna 

p a ila o po aša ju ko is ika e  sajto a Apriori algoritmom, a potom su primenjene 

p edlože e etode za eli i a iju i a gi a je otk i e ih aso ijati ih p a ila.  
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U prvom delu eksperimenata je pot đe o da ukupan broj frekventnih skupova i 

otkrivenih asocijativnih pravila koja prelaze zadati support/confidence prag raste 

eksponencijalno sa brojem frekventnih web stranica.  

Ekspe i e ti u koji a se p o e a a efikas ost p edlože ih etoda za p ečišća a je 

skupa otkrivenih asocijati ih p a ila še i su g adati o, u četi i ko aka. U p i  
ko a i a se p i e juju jed osta ije etode p ečišća a ja, i e i jiho a efikas ost 

p i s a je ju eliči e skupa otk i e ih aso ijati ih p a ila. U a ed i  ko a i a 

meri se efikasnost kompleks ijih etoda p ečišća a ja, i to a skupu aso ijati ih 

pravila koja nisu eliminisana prethodno primenjenim, elementarnijim metodama 

p ečišća a ja.  

U prvom koraku eliminisana su takozvana „klaster  pravila, obzirom da su takva pravila 

očigled o t i ijal a, a aču ski ih je jed osta o ide tifiko ati. Ukupan udeo klaster 

pravila u VTŠ ekspe i e tal o  skupu podataka je visok (od 33% do 40%), dok je u 

FON skupu podataka nizak (od 0% do 1.4%). Postojanje klaster pravila uslovljeno je 

hiperlink strukturom we  sajta, u ok i u koje se d e ili iše e  st a i a o aju 
posetiti isto e e o kako i se došlo do t aže e i fo a ije. Čak i sa o jedan takav 

par web stranica uzrokuje postoja je ošt a klaste  asocijativnih pravila, te je 

ukup o s a je je eliči e skupa otk i e ih p a ila z ačaj o. 

Eliminacija asocijativnih pravila koja su statistički očeki a a u skupu svih web sesija je 

jed a od etoda često p edlaga a u p ethod i  ist aži a ji a, pa je o a p i e je a 

kao d ugi ko ak p o esa p ečišća a ja skupa otk i enih asocijativnih pravila. Pri tome 

je za e u statističke očeki a osti aso ijati ih p a ila ko išće a statistička )-score 

e a. Ekspe i e ti a je pot đe o da je uči ak eli i a ije statistički očeki a ih 

pravila u skupu otkrivenih pravila nizak (od 3% do 13%, u zavisnosti od skupa podataka 

i vrednosti zadatog minimalnog Z-score praga). Pot đe o je i da se uči ak eli i a ije 
blago po eća a sa s iže je  i i al og suppo t p aga, što je u skladu sa p ethod i  

ist aži a ji a i sa defi i ijo  suppo t e e. Ekspe i e ti takođe pokazuju da je 

uči ak eli i a ije eći za p a ila koja i aju elati o isoke o fide e vrednosti (u 

intervalu od 0.3 do 0.5), ego za p a ila sa o fide e ed osti a iži  od . . 

Razlog o e poja e je što je za eliki oj pravila po iše a confidence vrednost samo 

posledica visoke frekventnosti desne strane pravila, p i če u zap a o e postoji 
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statistički z ačaj a ko ela ija le e i des e st a e p a ila. Visoke confidence vrednosti 

o ak ih p a ila z u juju a alitiča e podataka, dajući laž u sliku o jiho oj 
i te esa t osti, te jiho a eli i a ija s akako po eća a upot e lji ost skupa 

otk i e ih p a ila. Međuti , ekspe i e ti pot đuju da je uči ak eli i a ije statistički 

očeki a ih p a ila u skupu s ih e  sesija izak, te eliki oj potencjalno 

neinteresantnih pravila ostaje u skupu posle primene ove metode.  

Metod p edlože  u ok i u o og ist aži a ja, koji  se eli i išu duga p a ila, statistički 

očeki a a u od osu a k aća p a ila koja takođe postoje u skupu s ih p a ila, 

primenjen je kao t eći ko ak u p o esu p ečišća a ja skupa otk i e ih aso ijati ih 
p a ila.  Uči ak eli i a ije a s a je je eliči e skupa dugih aso ijati ih p a ila u 

sprovedenim eksperimentima je izuzetno visok (od 73% do 93%, u zavisnosti od skupa 

podataka i vred osti pa a eta a , što z ačaj o olakša a s alaže je a alitiča i a 
podataka pri odabiru potencijalno korisnih pravila.  

U posled je , čet to  ko aku p ečišća a ja p i e je  je p edlože i etod za 

eli i a iju p a ila koja su statistički očeki a a u od osu a opštija p a ila, p i če u je 
ela ija opštije/spe ifič ije p a ilo defi isa a ko ept o  hije a hijo . Ko ept a 

hije a hija je ko st uisa a a os o u otk i e ih k atkih aso ijati ih p a ila čija je 

confidence vrednost u blizini maksimalne. Obzirom da je u p ethod o , t eće  
koraku p o esa p ečišća a ja eli i isa a og o a eći a dugih p a ila, efikasnost 

o og, posled jeg ko aka p ečišća a ja e e a je a skupu k atkih aso ijati ih pravila, 

koji ije ogao iti p ečišće  p ethod o p i e je i  etoda a. Ukup i uči ak ove 

eliminacije je u intervalu od 14% do 34%, u zavisnosti od skupa podataka, minimalnog 

support praga i minimalnog Z-s o e p aga. Iako je uči ak eli i a ije k atkih p a ila iži 

u odnosu na eliminaciju dugih pravila primenjenu u prethodnom koraku, eliminacija 

k atkih aso ijati ih p a ila je pose o z ačaj a je  up a o jih a alitiča i podataka 
ajčešće ko iste.   

O zi o  da s e p i e je e etode p ečišća a ja skupa otk i e ih aso ijati ih 

p a ila eli i išu sa o o a p a ila koja su statistički očeki a a u skupu s ih e  sesija, 
ili u od osu a postojeća opštija p a ila, o e e do ode do gu itka pote ijal o 

interesa t ih p a ila. Dakle, uči ak s a je ja eliči e skupa otk i e ih aso ijati ih 
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p a ila p i e o  o ih etoda di ekt o je p opo io ala  po eća ju k aliteta, 

odnosno upotrebljivosti skupa otkrivenih asocijativnih pravila.  

U poslednjoj fazi eksperimentalnog ist aži a ja ši se a gi a je aso ijati ih p a ila 

koja p eostaju u skupu otk i e ih p a ila posle jego og p ečišća a ja. Iako je 

p edlože a odifika ija sta da d ih e a i te esa t osti aso ijati ih p a ila o 
ko išće ju e  sajto a p i e lji a a opšti o lik aso ijati ih p a ila, ekspe i e tal o 

ist aži a je je og a iče o a a gi a je k atkih aso ijati ih pravila. Naime, posle 

p ečišća a ja skupa otkrivenih pravila u njemu preostaje veoma mali broj dugih 

pravila, pa bi validnost eksperimenata kojima se ispituje njihovo rangiranje bila 

diskutabilna. Nasuprot toga, u skupu otkrivenih pravila preostaje veliki broj 

ep ečišće ih k atkih p a ila, čije isp a o a gi a je ože z at o olakšati oda i  

st a o ko is ih p a ila a alitiča i a podataka.  

Pre sa og a gi a ja k atkih p a ila p i e o  ate atičkih e a i te esa t osti, 

p a ila su podelje a u četi i g upe, u zavisnosti od odnosa potkoncept/natkoncept 

iz eđu le e i des e st a e p a ila. Pravila iz prve i druge grupe otkrivaju znanje o 

interesovanji a posetio a e  sajto a, dok p a ila iz t eće i čet te g upe go o e o 

upot e lji osti di ekt ih hipe li ko a iz eđu e  st a i a koje či e le u, od os o 

desnu stranu pravila. Obzirom da analiza upotrebljivosti direktnih hiperlinkova nije 

fokus ovog istraži a ja, u ekspe i e ti a su a gi a a p a ila iz p e d e g upe.  

Ra gi a je p a ila je u ekspe i e ti a še o p e a azličiti  e a a 

i te esa t osti, a slič ost a gi a ja je e e a ko isteći “pea a ov koeficijent 

korelacije ranga. Pokaza o je da o fide e i added alue e a či e jeda  pa  
sta da d ih e a i te esa t osti je  ko ziste t o daju slič o a gi a je, za azličite 

ed osti i i al og suppo t p aga i azličite skupo e podataka. Nasup ot toga, lift i 

Z-s o e e a či e d ugi pa  e a i te esa t osti je  takođe daju slič o a gi a je, koje 
se razlikuje od rangiranja prema confidence, odnosno added value merama.  

Postoji ošt o ist aži a ja koje se a i az oje  k ite iju a za oda i  adek at ih 

mera interesantnosti za dati do e  p i e e i dati skup podataka. Či je i a da d e ili 
iše e a daju slič o a gi a je za azličit iz o  pa a eta a, ukazuje a to da je 

dovoljno pri rangiranju koristiti samo jednu od takvih mera kao predstavnika skupa 
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slič ih e a. Dakle, do ije i ezultat se ože ko istiti u ilju s a je ja ukup og oja 

po uđe ih e a, što a alitiča u podataka olakša a oda i  opti al e e e. Ovo 

ist aži a je se u uduć osti ože p oši iti tako da o uh ati eći oj mera 

interesantnosti, koje se pri tome mogu klasterovati u odnosu na rezultate rangiranja.  

K oz p i e e a gi a ja p a ila iz st a ih skupo a podataka pot đe o je da 
odifika ija sta da d ih statističkih e a i te esa t osti s a juje a g p a ila iz 

d uge g upe, čija su le a i des a st a a potko ept zajed ičkog atko epta. 

Intuitivno, ovakva modifikacija bolje odgovara stvarnoj interesantnosti pravila sa 

sta o išta a alitiča a podataka. Neko uduće ist aži a je u koje  i se p e iz ije 
e ila st a a i te esa t ost aso ijati ih p a ila o alo i uključiti po eđe je 

rangiranja modifikovanim i standardnim merama interesantnosti sa rangiranjem od 

st a e ljudskih ekspe ata. Međuti , p o le i sa o i  p istupo  su su jekti ost 
ekspe ata i az o s ost k ite iju a koje azličiti ekspe ti ko iste u azličiti  

situa ija a, z og čega se u eći i postojećih ist aži a ja o aj p istup iz ega a.  

Eksperimenti u kojima se poredi rangiranje asocijativnih pravila standardnim i 

modifikovanim merama interesantnosti pokazuju da modikacija lift i Z-s o e e e iše 

umanjuje i te esa t ost p a ila čija le a i des a st a a i aju zajed ički atko ept, 

ego što to či i odifika ija added alue e e. O a oso i a odifiko a ih e a 
i te esa t osti ože se uzeti u o zi  p iliko  defi isa ja s e i a za oda i  

odgo a ajućih e a i te esa t osti od st a e a alitiča a podataka a dato  skupu 

podataka, što p edsta lja aktuel u o last ist aži a ja.  

P edlože e etode za p ečišća a je i a gi a je aso ijati ih p a ila o ko išće ju e  
sajto a oguće je p i e iti i a opšti o lik aso ijati ih p a ila u azličiti  do e i a. 

Metode koje se zas i aju a postoja ju ko ept e hije a hije defi isa e a ači  koji 

je u o oj dise ta iji p edlože  pod azu e aju da u skupu otk i e ih aso ijati ih 
p a ila postoji z ačaja  oj aso ijati ih p a ila čija je o fide e ed ost p i liž a 

aksi al oj. U opšte  slučaju eđuti , ilo i oguće u esti ko ept u hije a hiju 

defi isa u od st a e ekspe ta, a poto  šiti eli i a iju i a gi a je otk i e ih 
asocijativnih pravila u odnosu na ekspertsku koncept u hije a hiju, što takođe 

p edsta lja jeda  od ogućih p a a a daljeg ist aži a ja.  
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